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摘  要 

随机微分方程是在确定性微分方程中加入非确定性的随机项从而产生的新方程。它在描述客观现象中起

着举足轻重的作用。因此，研究随机微分方程解的形式和性态显得尤为重要。然而，一般情况下，随机

微分方程的解析解无法求出。因此，寻找随机微分方程的数值解就显得尤为重要。本文在欧拉法的思想

上，成功构造了深度学习训练的样本集，并采用每一轮预测的斜率与初始条件实现了损失函数的构造，

成功将深度学习方法应用于求解常微分方程，并获得了优于欧拉法精度的深度学习结果；在此基础上，

使用小区间样本集斜率的平均值代替欧拉法中小区间初始点斜率，结合米尔斯坦法的思想，构造出了深

度学习方法的迭代格式，并成功将其应用于求解一个具体的随机微分方程(Black-Scholes方程)。数值结

果表明：所构造的深度学习方法比常规的欧拉法和米尔斯坦法精度更高。 
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Abstract 
Stochastic differential equations are new equations that arise by adding non-deterministic sto-
chastic terms to deterministic differential equations. It plays a pivotal role in describing objective 
phenomena. Therefore, it is particularly important to study the form and properties of the solu-
tions of stochastic differential equations. However, in general, the analytical solutions of stochas-
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tic differential equations cannot be found. Therefore, it is particularly important to find the nu-
merical solutions of stochastic differential equations. In this paper, based on the idea of Euler’s 
method, the sample set for deep learning training is successfully constructed, and the slope of each 
round of prediction with the initial condition is used to realize the construction of loss function, 
and the deep learning method is successfully applied to solve the ordinary differential equation, 
and the deep learning results with better accuracy than Euler’s method are obtained; on this basis, 
the average of the slope of small interval sample set is used instead of the slope of the initial point 
of small interval of Euler’s method, and the combination of based on this, the iterative format of 
the deep learning method is constructed using the average of the small interval sample set instead 
of the initial slope of the small interval of the Euler method, and combined with the idea of Mils-
tein method, and successfully applied to solve a specific stochastic differential equation (Black- 
Scholes equation). Numerical results show that the constructed deep learning method is more ac-
curate than the conventional Euler’s and Milstein’s methods. 
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1. 引言 

随着社会的不断发展，人们对于现实世界的描述逐渐从语言转变向理论方面，这其中微分方程有深

刻而生动的实际背景。它从生产实践和科学技术中发展而来，是用来描述现实世界的一个强有力的工具。

在人们探究物质世界运动规律时，一般很难以探究出物质原本的运动规律，这是因为现实世界是一个极

其复杂的概念，外界的一点变动对于物质运动规律都将产生影响。因此我们用微分方程来刻画它们的关

系，对应的运动规律可以用微分方程的解来描述。而在研究实际数学模型过程中，由于外界存在不确定

因素，所以总体上很复杂，研究数学模型就会有不确定性的因素，而在经济学、金融学、保险学、人口

增长理论、信号处理等领域，不确定因素是不能忽视的。在 1944 年，伊藤清定义了与 Wiener 过程[1]相
应的随机系统的伊藤积分，由此便有了描述了各种物理现象的微分方程即随机微分方程。但是一般很难

给出随机微分方程的解析解。因此我们迫切需要构造数值解来近似解析解并且要保证数值解一定的精度

与稳定性。得益于计算机计算能力的飞速提高以及深度学习良好的实际应用，数值求解和模拟随机微分

方程的精度在不断地扩大和提高，这对于我们用已知把握未知具有极其重要的现实意义。 

国内外论文研究 

目前随机微分方程的数值求解方法有欧拉法[2]。它是一种解决数值常微分方程的最基本的一类显型

方法。龙格库塔法[3]的主要思路是设法多预测几个点的斜率并进行加权求和，加权系数通过泰勒展开使

得误差尽可能提高来确定。这两种方法都是只选用单步长(1 个点)来预测，为此阿达姆斯法[4]选用线性多

步长的方法提高了预测的准确性。以上都是经典的微分方程数值解方法。此外，随机微分方程求解的数

值方法还依赖于相应偏微分方程解的合适概率表示的随机近似方法，例如基于倒向随机微分方程[5]的概

率表示，基于二阶倒向随机微分方程[6]的概率表示以及基于经典 Feynman-Kac 公式[7]扩展的概率表示等。

物理知识深度学习模型[8]也可以用于随机微分方程求解，通过将数据观测与 PDE 模型合并起来去估计深
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度神经网络模型。它的基本原理是利用物理动力学应遵循一类偏微分方程的先验知识，从有限数据去估

计物理模型，从而使用深度神经网络在一个和两个空间维度上解决偏微分方程。深度神经网络[9]已成功

用于模拟雷诺平均 Navier-Stokes (RANS)模型中的雷诺应力。此外，卷积神经网络可用来求解大型稀疏线

性系统[10]，并成功用于求解 Navier-Stokes 偏微分方程数值解。 

2. 预备知识 

2.1. 布朗运动 

考虑概率空间 ( ), ,F PΩ ，在这个概率空间上满足下列条件实值随机过程 ( )0tB t ≥ ，就把 tB 称之为标

准布朗运动。 
1) 样本函数 tB 是连续的，对于几乎全部的ω∈Ω同时 0 0B =  
2) 对所有的符合条件 0 s t≤ ≤ 的实数 ,s t 有 t sB B− 独立于过去的状态 0,0 , 0uB u s B≤ ≤ =  
3) 当 0 s t≤ ≤ 时， t sB B− 服从正态分布 ( )0,N t s− ，且该正态分布均值为 0，方差为 t s−  
若对于非标准的布朗运动，我们可以通过线性变换的方法把非标准布朗运动变为标准布朗运动。故

在本文中考虑的布朗运动均为标准布朗运动。 

2.2. 伊藤随机微分方程及解的定义 

下面展开对随机微分方程的介绍。凡确定地依赖于初始状态的时间系统，通常可以用 Ordinary Dif-
ferential Equation (ODE)来表示，具体形式如下。 

( ) ( )( ) [ ]0d , d , ,x t f t x t t t t T= ∈                               (2.1) 

然而实际生活中，对于一般常微分方程，由于自然界往往会存在一些细微变动，这些随机干扰使得

时间系统表现出不确定性，这就产生了一些随机部分，我们称之为随机干扰项。将之转化为随机微分方

程 Stochastic Differential Equation (SDE)。 

( ) ( )( ) ( )( ) ( )d , d , d ,x t f t x t t g t x t W t t J= + ∈                         (2.2) 

其中 : , :d d d d mf J R R g J R R ×× → × → ，自治的随机微分方程的形式如下。 

( ) ( )( ) ( )( ) ( )d d dx t f x t t g x t W t= +                            (2.3) 

若随机过程 ( )x t 满足如下条件。 
1) ( )x t 为连续适应过程 
2) ( )( ) ( ) ( )( ) ( ) [ ]1 2

0, , , , , , ,d d mf t x t D J R g t x t D J R J t T×∈ ∈ =  
3) ( )x t 满足随机微分方程(2.2) 
那么就称 ( )x t 为方程(2.2)满足初值为 ( )0x t 的解。 

2.3. 深度学习方法 

2.3.1. 神经元模型 
在介绍深度学习之前我们先引入神经网络中单个神经元的具体工作原理，这是通过对于人脑神经元

的模拟得出的一种数学模型。这里引入的是具有 4 个神经元输入的神经元[11]，如图 1 所示。 
图中 , 1, 2,3, 4ix i = 表示的是 4 个神经元输入，是具体的数值， , 1, 2,3, 4iw i = 为其对应的权重，K 阈值

是模仿一个单位元的刺激上限，对应这个神经元的输出为 ( )4
1 i iif w x K
=

−∑ ，其中 ( )f i 为激活函数。一些

常见的激活函数有 Sigmoid 函数，双曲正切函数，SoftPlus 函数和 ReLU 函数[12]。在本文中选取的是双
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曲正切激活函数，其表达式如下所示。 

( ) e e
e e

x x

x xf x
−

−

−
=

+
                                   (2.4) 

 

 
Figure 1. Single neuron model 
图 1. 单个神经元模型 

2.3.2. 正向传播 
考虑到神经元之间的关系可能会很复杂，往往不是简单的一对一的神经元传送，可能会出现诸如层

次的关系。我们把最初输入的层称为输入层，输出结果的层叫做输出层，中间的神经元组成的层叫做隐

藏层，隐藏层的层数可能很高。现只给出隐藏层是 1 层时的具体情况，如图 2 所示。 
 

 
Figure 2. Single hidden layer model 
图 2. 单隐藏层模型 

 
上图中代表正向传播神经网络，每个神经元的工作状态如图 1 所示。一般深度学习的隐藏层的层数

为 5 层，6 层甚至高达 10 多层。 

2.3.3. 反向传播调参 
对于给定输入层，输出层，隐藏层，未知参数是每个神经元的阈值以及相互连接的权重，我们定义

损失函数，对于输入值进行正向传播，并且根据损失函数的结果判断，若不满足精度要求，进行反向传

播，更新每个神经元的参数，如此往复直到达到精度要求。 
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2.4. 深度学习求解显式常微分方程 

对于满足初值条件 ( )0 0x t x= 的常微分方程 ( ) [ ]0d d , ,x t f t t t T= ∈ ，下面是一些具体深度学习算法的

属性设置，本文中深度学习选用的框架是 torch1.11.0，运行环境为 python3.7.1。 
首先生成训练样本点。考虑区间 [ ]0 ,t T ，给定一个预备值 N，对区间进行 N 等分，记作 

( )0 0 , 1, ,it t i T t N i N= + − = � 。目的是拟合{ } 1

N
i i

x
=
，使得所连接的曲线尽可能符合解析解。 

接着设置损失函数。对于深度学习损失函数，主要考虑初值条件以及微分近似方面[13]。首先对小区

间进行 M 等分，产生了横坐标点序列{ } 1

M
i i

t
=
。对于微分近似，使用 torch 自带的求微分模块 

torch.autograd.grad 可以对第 k 轮产生的数组 ( ){ }
1

,
Mk

i i i
t x

=
进行求微分运算并且与具体的微分值 ( ){ } 1

M
i i

f t
=
进 

行比较。对于初值条件，考虑误差 1
kx 为与 1x 的差别。第 k 轮损失函数如下所示。 

( ) ( )
2

2

1 11

d
d

k
Mk ki

ii
i

xloss f t M x x
t=

  
 = − + −    
∑                        (2.5) 

上式中的 d dk
i ix t 并不是说明拟合的积分曲线在区间内可微甚至在一点处可微，而仅仅是调用微分模

块 torch.autograd.grad 进行该点近似微分值大小的估计。 
最后设置隐藏层参数。一般而言隐藏层层数越多，每层里面的神经元越多，结果拟合的就越好。但

是这往往会造成算力的浪费并且可能会产生过拟合现象，即模型在训练集上表现不错但是在测试集上表

现一般，而层数或者神经元过少起不到泛化作用，为此使用神经网络中的经验公式[14]进行初始层数确定。 
2

1 0 0 1 00.43 0.12 2.54 0.77 0.35 0.51n n n n n n= + + + + +                     (2.6) 

其中，n 为初始隐藏层数， 1n 为输入神经元的数目， 0n 为输出神经元的数目。 
对于满足初值条件 ( )0 0x t x= 的常微分方程 ( ) [ ]0d d , , ,x t f t x t t T= ∈ ，主要区别在于损失函数的构造。

由于每一轮真实值的微分与 ( )*,i it x 有关(其中 *
ix 表示在 it 处真实的值)，但是在预先 *

ix 不知时真实微分难

以计算出来。为此我们近似用 ( ), k
i if t x 来表示精确值微分，第 k 轮损失函数如下所示。 

( ) ( )
2

2

1 11

d ,
d

k
Mk k ki

i ii
i

xloss f t x M x x
t=

   = − + −    
∑                       (2.7) 

具体的一个神经网络的架构如图 3 所示。 
 

 
Figure 3. The structure of neural network 
图 3. 神经网络结构图 
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上图中的神经网络结构是输入层、输出层以及 5 层隐藏层，其中每层隐藏层具有的神经元个数为 5
个，激活函数为双曲正切函数。网络结构的主要变化是隐藏层层数以及每个隐藏层神经元的个数。对于

给定微分方程，使用式(2.7)作为损失函数，首先正向传递小区间的斜率值以及初值条件，经过神经元线

性求和以及其非线性激活函数映射，最终输出到输出层，若精度不能达到要求，则反向传播调节各个神

经元的阈值以及权重参数，反复迭代使得初值条件以及斜率误差达到所需精度要求。下面对常微分方程

( ) ( ) [ ]d 1.5 d , 0,1x t x t t t= ∈ 进行数值解法。选用 8, 20N M= = ，进行不同网络架构( ,a b )的数值解(其中 a

代表隐藏层个数，b 表示每层神经元个数)。每层神经元个数对于数值解的影响如图 4 所示。 
 

 
Figure 4. Numerical solution for different number of neurons 
图 4. 不同神经元个数数值解图 

 
上图中迭代次数是指当前小区间的位置，具体的误差是数值解与解析解的误差(平均绝对误差)，当隐

藏层层数固定时，随着每层神经元个数的增加数值解拟合效果提高，但是神经元个数过多时会使数值解

拟合效果降低。隐藏层层数对于数值解的影响如图 5 所示。 
 

 
Figure 5. Numerical solution for different hidden layers 
图 5. 不同隐藏层层数数值解图 
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上图说明当每层神经元个数固定时，随着隐藏层层数的增加数值解拟合效果提高，但是隐藏层层数

过多时会使数值解拟合效果降低。深度学习主要改变一个区间里欧拉法中的平均斜率。对于上述数值解

的方程，分别选用当前区间下整个小区间斜率、前一半小区间斜率、第一个点斜率进行深度学习方法数

值解以及欧拉法进行数值解，具体误差如图 6 所示。 
 

 
Figure 6. Error comparison of numerical solutions of ordinary differential 
equations 
图 6. 常微分方程数值解误差对比 

 
由上图可以看出，深度学习的精度比欧拉法高一个量级，并且平均斜率取值点越多深度学习方法拟

合的精度就越高。 

3. 随机常微分方程数值解 

对于上文定义的伊藤随机微分方程，下面主要考虑其自治形式(2.3)，并给出经典方法以及深度学习

方法数值解的迭代格式。下面给出 ( ) ( )( ) ( )( ) ( ) [ ]0d d d , ,x t f x t t g x t W t t t T= + ∈ 的数值求解方法。 

考虑在闭区间 [ ]0 ,t T 上，对于给定的某个正整数 N，步长 0
0, , 1, 2, ,k

T t
h t t kh k N

N
−

= = + = � ， ( )x t 在 

kt 处的值为 kx ，并记 ( )1, ~ 0,k k k kW W W W N h−∆ = − 。则下面列出三种迭代格式。 
欧拉法主要思想是使用一个点来代替一段小区间的平均斜率，其中显式欧拉法迭代格式如下所示。 

( ) ( )1 , 1, , 1k k k k kx x f x h g x W k N+ = + + ∆ = −�                             (3.1) 

米尔斯坦法在欧拉法的基础上加入了修正项，提高了其数值解拟合的精度，令 

( ) ( )k k k kx x f x h g x h= + +� ，其具体的迭代格式如下所示。 

( ) ( ) ( ) ( ) ( ) ( )2
1 2 , 1, , 1k k k k k k k kx x f x h g x W g x g x W t h k N+

  = + + ∆ + − ∆ −∆ = −   � �       (3.2) 

本文所构造的深度学习方法在米尔斯坦方法的基础之上进行改善，实际上是对于(3.2)式中的

( )k kx f x h+ 项进行改善。米尔斯坦方法均仅用到了 kx 作为小区间的平均斜率，实际上这会产生一些误差，

为此设计深度全连接网络来预测小区间上的平均斜率 *grad ，得到迭代格式如下所示。 

( ) ( ) ( ) ( ) ( )2*
1 2 , 1, , 1k k k k k k kx x grad h g x W g x g x W t h k N+

  = + + ∆ + − ∆ −∆ = −   � �        (3.3) 
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具体求解随机微分方程的步骤如图 7 所示。 
 

 
Figure 7. Deep learning flowchart for stochastic ordinary differential equations 
图 7. 随机常微分方程的深度学习流程图 

4. 数值实验 

下面将使用欧拉法、米尔斯坦法和深度学习方法对具有代表意义的随机常微分方程(Black-Scholes 方
程)进行数值解。其具体表达式如下所示。 

( ) ( ) ( ) ( ) [ ]0d d d , ,x t ax t t bx t W t t t T= + ∈                          (4.1) 

其中 ,a b 为常数，令 logt ty x= ，由伊藤公式[15]可求出 Black-Scholes 方程的解析解为 

( ) ( ) ( )( )2
0 exp 0.5x t x a b t bW t= ∗ − +                           (4.2) 

在上述自治随机常微分方程(4.1)，令 01.5, 0.8, 1a b x= = = ，可以得到随机常微分方程 

( ) ( ) ( ) ( ) ( ) [ ]0 0 0d 1.5 d 0.8 d , , ,x t x t t x t W t x t x t t T= + = ∈ 。通过公式(4.2)可以计算出解析解为 

( ) ( )( )0 exp 1.375 0.8x t x t W t= ∗ + 。选定区间 [ ] [ ]0 , 0,1t T = ，固定 N，解析解序列生成步骤如下。 
1) 生成标准布朗运动{ } 1

N
i i

w
=
以及时间序列{ } 1

N
i i

x
=
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2) ( ) ( )( )0 exp 1.375 0.8i ix t x t W t= ∗ +  
3) 遍历 1, ,i N= � ，获得解析解序列{ } 1

N
i i

x
=

 
接着使用欧拉法，米尔斯坦法，深度学习法进行求解，选用 20N = ，具体数值解结果如图 8 所示。 

 

 
Figure 8. Simulation results of three methods and analytical solutions 
图 8. 三种方法与解析解的模拟结果图 

 
上图表明 20N = 时，深度学习方法的精度最好，下面选用不同的 N，各种方法的误差如表 1~4 所示。 
 

Table 1. When N = 40, the error data of the three methods 
表 1. N = 40 时，三种方法的误差数据 

N 选用方法 误差 

40 欧拉法 0.06630902 

40 米尔斯坦法 0.02501323 

40 深度学习法 0.01307861 

 
Table 2. When N = 80, the error data of the three methods 
表 2. N = 80 时，三种方法的误差数据 

N 选用方法 误差 

80 欧拉法 0.02604765 

80 米尔斯坦法 0.01465881 

80 深度学习法 0.00909178 

 
Table 3. When N = 100, the error data of the three methods 
表 3. N = 100 时，三种方法的误差数据 

N 选用方法 误差 

100 欧拉法 0.04748597 

100 米尔斯坦法 0.04060693 

100 深度学习法 0.02639421 
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Table 4. When N = 300, the error data of the three methods 
表 4. N = 300 时，三种方法的误差数据 

N 选用方法 误差 

300 欧拉法 0.03060330 

300 米尔斯坦法 0.01664447 

300 深度学习法 0.01155888 

 
通过上述实验表明深度学习方法在精度上要比米尔斯坦方法高，欧拉法的精度最低。当步长维持在

10−3量级时，深度学习法的精度可以达到 10−2。 

5. 结论 

本文采用深度学习法数值求解了随机微分方程。首先使用深度学习法求解了常微分方程：借用欧拉

法思想，将区间等距离划分并对划分出的小区间继续等距离划分成深度学习训练的样本集，选用每一轮

的预测出的斜率和初值条件进行损失函数的构造，结果表明深度学习方法在求解常微分方程时精度明显

高于常规欧拉法；接着使用深度学习方法求解了一种随机微分方程(Black-Scholes 方程)：使用小区间样本

集斜率的平均值来代替欧拉法中小区间初始点斜率，结合米尔斯坦法，构造出了深度学习方法的迭代格

式，结果表明深度学习方法与米尔斯坦方法相比精度提高了 50%。 
本文构造了一种有效的求解随机 Black-Scholes 方程的深度学习法，该方法也有望推广到求解更复杂

的随机微分方程中。 
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