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Abstract 
In this paper, we study the parallel data mining based on Spark, and apply it to the data analysis of 
process object. We propose some parallel algorithm flow solutions based on Spark by studying the 
algorithm flow of stand-alone process object data mining. Through programming, parallel effi-
ciency testing and algorithm tuning, we conclude an optimized parallel algorithm flow. These so-
lutions improve the computational efficiency. 
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摘  要 

本文研究了基于Spark的并行数据挖掘，并将其应用到了流程对象数据分析中。文章通过对串行的流程

对象数据挖掘算法流的研究，提出了一种基于Spark并行计算框架的并行化算法流解决方案，并通过编

程实现、并行效率测试、算法调优，最终得出一个并行效果良好的并行数据挖掘方案。该并行方案明显

提高了计算效率。 
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1. 引言 

分布式控制系统(Distributed Control System, DCS)在流程工业中应用广泛，其依靠分布于各个环节的

传感器实时检测得到的数据进行系统控制。一方面，长期的检测过程可以得到大量数据。另一方面，由

于计算机技术的空前发展，尤其是硬件存储技术以及数据库技术的发展，使得海量数据的存储成为可能。 
信息时代数据的爆炸式增长，让人们愈发认识到数据的重要性，产生于上世纪 90 年代的数据挖掘

(Data Mining, DM)技术受到人们广泛关注。数据挖掘就是从大量的、不完全的、有噪声的、模糊的、随

机的实际应用数据中，提取隐含在其中的、人们事先不知道的、但又是潜在有用的信息和知识的过程。

数据挖掘为企业决策与控制提供了数字化的指导信息，使得决策与控制不再过于盲目。数据挖掘在工业

过程控制中的研究也愈发火热。 
与数据挖掘一起，受到人们关注的是大数据处理(Big Data Processing)技术。并行计算(Parallel Com-

puting)便是大数据处理的首选，并行计算通过多处理机同时处理同一事务进而加速计算过程。现有的并

行计算机主要有 SIMD 架构和 MIMD 架构，在并行计算机上同样存在着多种并行编程模型和架构，常用

的主要有 MPI、OpenMP、Hadoop、Spark [1]-[3]等，这些并行编程模型和架构在并行化机理上不尽相同，

有的是基于数据划分机制的并行，有的是基于任务划分机制的并行，因此适用的场景也不尽相同。在这

些并行计算框架中，Spark [3] [4]是当前备受人们关注的开源集群计算框架，Spark 基于改进的 MapReduce 
[5]，计算效率较 Hadoop 有明显提高。 

然而，设计并行计算程序比设计串行程序具有更多的挑战性。针对具体的并行计算模型，并不是任

何串行算法都可以轻而易举地转换为并行算法。针对不同的问题，往往要经过仔细的考量之后才能得到

一个可以实施且效果良好的并行计算方案。 
本文在 Spark 基础之上设计并实现了并行化的流程对象数据挖掘算法，主要包含了数据预处理、时

序调整、环节聚类、关系分析以及状态关联这几个环节，最终实验表明该并行化设计是可行的，并且有

了较大的效率提升。 

2. 相关理论研究 

2.1. 流程对象模型 

2.1.1. 流程工业检测过程 
在流程工业的分布式控制系统中，生产过程由一个个环节构成，每个环节通常需要加装许多检测装

置，通过数据接口，将检测数据传入数据库/数据仓库中存储起来，用于监测过程状态[1]。我们可以将流

程工业生产过程数据检测结构描述为图 1。 
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在集中数据库中存储着各个环节的检测数据，形式如表 1 所示。 

2.1.2. 流程对象模型定义 
基于上述介绍和相关研究[1]，我们将流程工业生产过程所具有的一般特征列举如下： 
1) 多环节：可以把整个生产流程看作一个开环系统，局部的相对独立的生产步骤看作闭环系统。多

个环节前后相连，构成一个流程。 
2) 时序性：生产是从一个环节流向一个环节，也就具有时序性。时序性主要有以下含义： 
① 前后顺序。 
② 环节延迟。 
3) 单向相关性：生产过程中，前一环节的输出作为后一环节的输入，后一环节依赖于前一环节，反

过来则没有。 
根据上述特性，我们可以抽象出：流程对象(Process Object, PO)是由多个环节构成的具有单向向后相

关性和时序性的整体，其所有环节组成了一个时间序列集合，这个时间序列集合中的数据来自各个环节

的可采样检测点，检测点采样在时间 { }1 2  , , ,  mT t t t=  内完成，其中 t1 < t2 < ⋯ < tm，则流程对象 可以

按如下公式表示： 
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其中 o， ( ), , 1, 2, ,i jX X i j n=  为在时间 { }1 2  , , ,  mT t t t=  内的可采样环节数据。 
 

 
Figure 1. Detection structure of process industry production process 
图 1. 流程工业生产过程检测结构 

 
Table 1. Detection data of links 
表 1. 环节检测数据 

检测时间 环节 1 环节 2 环节 3 … 环节 n − 1 环节 n 

T1 X11 X21 X31 … X(n − 1)1 Xn1 

T2 X12 X22 X32 … X(n − 1)2 Xn2 

T3 X13 X23 X33 … X(n − 1)3 Xn3 

… … … … … … … 

Tm X1m X2m X3m … X(n − 1)m Xnm 
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2.2. 集群计算框架 Spark 

Apache Spark 是目前比较流行的并行计算框架，它基于改进的 MapReduce 模型。在经典的 MapReduce
模型中，数据通常被分区存储在不同的计算节点上，计算也被分为 Map 和 Reduce 两个阶段，其中 Map
阶段负责对分区数据进行转换，而每一次 Map 的计算结果都会被缓存到磁盘上进行容错，Reduce 阶段负

责将 Map 阶段的计算结果整合规约到一块并得到最终结果，而在 Map 和 Reduce 中间还可能存在 Shuffle
过程。Spark 对于经典 MapReduce 的改进在于，Spark 将计算的中间结果保存在内存中，而不是缓存到磁

盘中，因此相较于经典 MapReduce，Spark 具有更高的并行执行效率且更适合于数据挖掘和机器学习等需

要迭代处理的领域[6]。 
与 MapReduce 一样，Spark 也是基于数据并行的。Spark 将数据集抽象为 RDD [7]，RDD 中数据以分

区的形式分布在不同节点上，对 RDD 的操作就被转换为对数据集的并行操作。 

3. 基于 Spark 的并行化设计 

为了挖掘流程对象各个环节之间的相互影响关系，基于串行的流程对象知识发现算法流[8]，本文提

出了如图 2 所示的并行化算法流。 
从图 2 可以看出，算法流主要包括数据预处理、时序调整、环节聚类、关系分析以及状态关联这几

个环节。下面分别介绍每个环节的并行化设计。 
 

 
Figure 2. Algorithm flow of knowledge discovery system of process object 
图 2. 流程对象知识发现系统算法流 
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3.1. 边界数据处理 

受数据并行的计算模型所限，对于数据之间需要协同计算的情况，处理起来显得不是很灵活。差分

法空值填充算法和数据平滑算法都属于这种类型，在计算当前数据的同时，也同时需要前后相关联的数

据。单纯的基于数据划分的并行不能适用于此类型的计算任务。 
为了解决上述问题，我们需要在计算当前数据分区的同时，也拥有当前计算所需要的其他分区的数

据。在 Spark 中，我们可以将所有数据通过广播的形式复制到所有计算节点，但是巨大的通信开销会导

致效率极其低下。为此，本文通过获取分区边界处必要的少数几条记录，并对其进行广播，这样大大减

少了数据广播所带来的通信开销。 
对于一个分区，我们通常需要获取分区头部和尾部的边界数据。下面给出分区头部边界数据获取算

法： 

 
对图 3 所示分区尾部(其中，每一列代表一条记录，每一个单元格代表一个环节数据，白色单元格为

空缺值)使用上述算法，当输入数据小于 0 时，我们将得到如图 4 所示的边界数据(其中，深灰色标记的记

录为最终获取的边界数据)。 
在该并行化系统中，边界数据处理是较为频繁的操作，减少边界数据处理的通信开销将会大大加速

并行计算过程。 

3.2. 数据预处理 

数据预处理将原始数据转换为方便后续算法进行分析的数据，通常在数据挖掘和知识发现中占比较

大的比重。在本算法流中，数据预处理部分也占有较大比重，大致可以分为：数据清洗、数据抽样、时 
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Figure 3. Partition boundary data processing 
图 3. 分区边界数据处理示意图 

 

 
Figure 4. Partition boundary data processing 
图 4. 分区边界数据处理示意图 

 

序调整。 

3.2.1. 数据清洗 
数据清洗的步骤主要包括：空值填充、数据过滤以及数据平滑。 
空值填充：在采样数据记录中，可能存在空缺环节数据，我们采取填充的方法来进行处理。空值填

充使用等差填充法，首先获取空值前后第一个非空值，然后按照等差数列的分布逐个填充空缺值。在 Spark
中，处理这种需要前后关联起来一块处理的数据时存在一定的困难。在此，我们需要使用前面介绍的边

界数据处理算法，获取从分区边界开始的各个环节第一个非空值所在的记录，并将所有环节的边界数据

收集到 driver 节点，然后广播到各个计算节点。 
数据过滤：空值填充之后的数据中仍可能存在空缺记录，空缺记录严重影响后续的时序计算，在本

系统中，数据过滤和数据抽样保证了抽样数据中不再含有空缺记录。在 Spark 中，对数据的划分(即 RDD
分区)是大尺度的，因此我们在数据过滤时针对 RDD 分区进行。对于在数据分区内部含有空缺记录的分

区，我们将其过滤掉，这同时也减小了后续计算的数据量，从而加速了计算。 
数据平滑：检测数据中不免会存在噪声，为了削减噪声数据所带来的计算误差，我们需要对数据进

行降噪处理。在本系统中，我们使用均值平滑的方式对环节数据进行平滑，滑动窗口大小为 3，步进为 1。
在 Spark 中，这同样需要先将每个分区边界处的 1 条数据广播到所有节点。 

3.2.2. 数据抽样 
为了加速计算过程，我们需要对数据进行抽样。在本算法流中，抽样的作用主要有 3 点：1) 减少数

向前 向后

向前 向后
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据量，加速计算；2) 去除含有空缺记录的数据分区，使用于计算的数据连续；3) 获取数据中最具有挖掘

价值的数据段。 
在本文中，我们使用基于滑动窗口的数据变化量最大化抽样方法，最终获取原始数据中的一段连续

的且数据变化量最大的数据，数据变化量即是相邻数据之间差值的绝对值之和。对于串行的数据抽样算

法，数据划分级别为记录，算法中的滑动窗口可以设置为大小等于抽样量，步进为 1，然后就可以使用

滑动窗口来计算所有数据，从而得到最佳抽样数据段。 
然而数据分区不可能仅包含一条记录，也不是包含很少几条记录，为了达到较好的计算效率，每个

数据分区通常会包含大量数据。因此，在基于 Spark 的并行化设计中，我们采用近似的大步幅的滑动窗

口算法，滑动窗口步进为 1 个数据分区。首先计算出所有数据分区的单独的数据变化量，然后将分区编

号并收集到 driver 节点，在数据过滤阶段被滤掉的分区作为空缺分区也被编号。如图 5 所示，灰色方格

为从各个计算节点收集得到的数据分区的变化量，白色方格代表被过滤掉的空缺分区，所有分区依次排

列并被编号。空缺分区前后为不同的数据段，在窗口滑动的过程中遇到空缺分区将成为无效窗口，图 6
为有效窗口，图 7 窗口中包含了空缺分区，为无效窗口，窗口需继续滑动，直到不包含空缺分区为止。 

容易看到该近似抽样算法最终的抽样量和需要的抽样量可能相差较大，为了使其更加接近，我们最

好将数据分区的大小设置为抽样量的 1/n (n 为整数)。 

3.2.3. 时序调整 
抽样之后的数据仍存在一个问题：环节数据在时序上不匹配，也即同一条记录中的各个环节数据之

间并不是直接相互影响关系，因为环节之间存在时间延迟，因此我们需要找出环节之间的延迟时间，并

对数据进行时序调整。时序调整主要分为两步：环节延迟分析和环节数据调整。 
环节延迟分析用于找出流程对象中前后两环节产生影响所需要的延迟时间，下面给出其并行设计的

算法： 
 

 
Figure 5. Number of data partition 
图 5. 数据分区编号 

 

 
Figure 6. Valid window 
图 6. 有效窗口 

 

 
Figure 7. Invalid window 
图 7. 无效窗口 

分区编号： 1 2 3 4 5 6 7 8 109

分区编号： 1 2 3 4 5 6 7 8 109

有效窗口

分区编号： 1 2 3 4 5 6 7 8 109

无效窗口
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上述算法得出的环节相对延迟时间可能为正，可能为负，也可能为零。 
为了加速计算并使其易于并行，在计算极值点时，我们采取二元矩阵的形式存储极值点数据，如果

某一环节数据在该环节中属于极值点则将其置为 1，否则置为 0。这种数据存储形式虽然空间复杂度较大，

但是它保留了各环节数据之间的相对位置。基于这种数据存储形式，当我们需要计算基准环节 x 的一个

极值时间点 m 到环节 y 所有极值时间点之间的距离绝对值最小值的时候，可以直接从极值点 m 所在记录

开始向前向后扫描最近的环节 y 极值点即可，达到了快速定位的目的。 

3.3. 环节聚类 

经过数据预处理之后的数据是直接时序相关的，但由于数据量还很大，如果直接进行关联分析，会

导致产生的关联规则数量巨大并且价值密度较低。为了解决这个问题，我们需要减少关联规则前后项的

状态量，聚类刚好可以解决这个问题。本文中环节聚类就是使用 K-Means 算法将每个环节的数据聚类为

K 个类别，其中，环节 K 值通过凝聚度和分离度的轮廓系数算法自动确定，且每个环节的 K 值均为单独

计算。 
环节聚类的总体策略是：使用给定的 K 值区间中的每一个 K，对环节数据进行聚类，并计算聚类轮

廓系数，最大轮廓系数对应的聚类数即为最佳 K 值，使用最佳 K 值的聚类结果即为最佳聚类结果。其中

主要包含两个算法：1) K-Means 聚类算法；2) 基于轮廓系数的最佳 K 值获取算法[9]。 
在传统 K-Means 算法的基础上，并行化 K-Means 需要将聚类中心广播到各计算节点，并将计算节点

的计算结果汇聚到 driver 节点，以重新计算聚类中心。计算迭代进行直到聚类中心不再变化或者达到了

指定迭代次数。 
基于轮廓系数的最佳 K 值获取算法的并行化，首先需要将每个聚类的聚类数据单独广播到各个计算

节点，据此计算分区数据中每一个数据的轮廓系数，所有数据的轮廓系数的平均值即为整个聚类的轮廓

系数。 

3.4. 环节关联与状态关联 

关联分析用于挖掘环节之间的相互影响关系，我们首先通过并行化 Apriori 算法[10]挖掘出两两环节
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之间的相互影响规则，我们称之为二项关联规则，然后将二项关联规则按照关联度大小进行排序，最终

形成由最强关联度和次强关联度对应的二项规则组成的关联树。 
我们将环节的状态分为上升、下降和不变三类，将状态应用于关联链中便成了状态关联链。状态关

联链反映了不同环节之间状态变化的相互影响关系，通常情况下，一条关联链可生成多条状态关联链。

通过遍历环节关联树可以得到环节关联链，有了环节关联链和环节状态变化表，只需进行简单的统计分

析即可得出状态变化关联链。 

4. 实现与优化 

基于本文提出的并行化算法流，我们使用 Spark 实现了该知识发现系统，系统的框架图如图 8 所示。 
在针对如表 1 所示的 10 万条数据上，我们对原始串行计算系统和基于 Spark 的并行计算系统做了性

能对比。如表 2 所示，其中针对 Spark 并行系统的测试包含了本地运行测试和集群运行测试。 
通过测试我们发现，该并行化计算系统较串行计算系统在计算效率方面有了较大提高。 

5. 总结 

Spark 集群计算具有易扩展、通用和高效的特点，基于 Spark 而设计的并行化流程对象知识发现系统

在计算效率上明显优于串行算法。和其他并行计算算法设计一样，基于 Spark 的并行算法设计同样需要

最大化地减少通信所带来的开销，本文的算法流设计充分体现了这一点。但由于算法策略的限制，并行 
 

 
Figure 8. Framework of parallel knowledge discovery system 
图 8. 并行化流程对象知识发现系统框架 
 
Table 2. Execution efficiency comparison 
表 2. 运行效率对比 

 串行计算系统 并行计算系统(local) 并行计算系统(cluster) 

运行环境 1 台：CentOS 7 (64 bit), 4GB RAM 1 台：CentOS 7 (64 bit), 4GB RAM 3 台：CentOS 7 (64 bit), 4GB RAM 

运行时间 55 分 3 秒 57 分 47 秒 28 分 20 秒 
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化的流程对象知识发现系统还远没有达到实时处理的能力，下一步将研究增量实时处理，以使知识发现

系统具有更高的实用价值。 
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