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Abstract: This paper presents a multi-robot reinforcement learning method combination LCS and LS-SVM, the optimal 
learning strategy LS-SVM obtained as an initial rule set of LCS. LCS interact with the environment, which can quickly 
find the guiding rules for multi-robot reinforcement learning, provide real-time, dynamic feedback, so that multi-robot 
autonomously learn the optimal strategy of mutual cooperation. Algorithm analysis and simulation show that a large 
space for multi-robot learning, the learning speed converges slowly, uncertainties and other learning problems can get a 
great improvement. 
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摘  要：本文提出了一种 LCS 和 LS-SVM 相结合的多机器人强化学习方法，LS-SVM 获得的最优学习策略作为

LCS 的初始规则集。LCS 通过与环境的交互，能更快发现指导多机器人强化学习的规则，为强化学习系统的动

作选择提供实时、动态的反馈，使多机器人自主地学习到相互协作的最优策略。算法的分析和仿真表明多机器

人学习空间大、学习速度收敛慢、学习效果不确定等问题得到很大的改善。 
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1. 引言 

机器人强化学习问题自提出至今已有众多学者

做了多年的深入研究并产生了大量研究成果[1-4]。Q 学

习方法作为一典型的强化学习方法，且不需要建立环

境和任务的精确数学模型，已被广泛地应用于机器人

领域[5]。但在多机器人的学习过程中，经常出现由于

学习空间大、造成学习速度慢、学习效果不确定等问

题[6]。 

基于上述分析，本文提出了将 LCS 和 LS-SVM

结合用于解决多机器人的强化学习问题。LS-SVM 获

得的最优学习策略作为 LCS 的初始规则集。LCS 通过

与环境的交互，可以发现一组用于指导机器人学习的

规则，为 LCS 系统的动作选择提供实时、动态的反馈，

使机器人自主地学习到最优路径规划策略。 *基金项目：河南省教育厅重点资助项目(12B520047)。 

Copyright © 2013 Hanspub 24 



基于 LCS 和 LS-SVM 的多机器人强化学习 

2. 相关技术原理 

2.1. 基于学习分类器的多机器人强化学习模型 

多机器人强化学习的任务是利用环境回报来学

习针对某个环境的最优策略。其原理是通过对感知的

环境状态采取各种试探动作，获得此种试探动作对此

种环境状态的回报，并能不断调整学习策略以获得较

大的回报，同时反馈给其它机器人，最终获得最好协

作的强化学习策略。 

权值调整：Q 学习是著名的强化学习之一，该算

法无需任何数学模型，Q 值和最优策略的算法更新如

下： 

Step1：LCS 系统观察当前状态 ts ，按一定的学习

策略选取学习规则 ； ta

Step2：LCS 从环境中获得即时回报 ； r

Step3：LCS 系统状态 ts 由转换为 1ts  ，更新Q 值。 
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其中 是学习率， 是折扣系数。 0   0  

2.2. 基于最小二乘支持向量机的 Q 学习 

典型强化学习系统的映射关系包括：状态空间到

动作空间的映射 、状态空间到回报函数的映

射 、 ( 状态，动作 ) 对到值函数的映射

以及(状态，动作)对到转移函数的映射

。王雪松等[7]提出了协同最小二乘支持向

量机的 学习算法。该学习系统由一个最小二乘支持

向量回归机(Least squares support vector regression 

machine, LS-SVRM)和一个最小二乘支持向量分类机

(Least squares support vector classification machine, 

LS-SVCM)，分别采用 LS-SVRM 和 LS-SVCM 实现对

和 S 映射的学习估计。 

S A




A

S r

S A Q 

S A P 

Q

S A Q 

协同最小二乘支持向量机的 学习过程如下[7]： Q

Step1：在环境的初始状态 ts 下，LCS 系统直接选

择执行由 LS-SVCM 给出的初始动作 ，并依据环境

反馈信号 ，更新此时状态下的 。 
ta

tr tQ

Step2： 与 LCS 系统的tQ  ,t t s a 组合后形成

LS-SVRM 训练样本集合 S1，对 LS-SVRM 模型进行

在线训练； ,t ts a 则送入LS-SVCM的训练样本集 S2，

对其进行在线训练。 

Step3：在   , ,t t ts a Q 和  ,t ts a 加入样本集 S1 和

S2 时，需要对样本进行有效性判断，当实际动作执行

前后系统的变化满足下列条件⑶时，   , ,t t ts a Q 加入

S1，满足条件⑷时，  t,ts a 加入集合 S2。 

1t ts s                       (3) 

1t d t ds s s s                  (2) 

其中， 为状态阈值， ds 表示目标状态。 

Step4：当LS-SVRM给出的动作选择与LS-SVCM

给出的动作相同时，此时 LS-SVCM 失去作用，

LS-SVRM 需对 Q 值进行在线估计，学习系统根据得

到的数据   , ,t t ts a Q ，依据动作 被选择的概率 ，

及时对 LS-SVRM 模型作出调整，重复上述 Step1、

Step2、Step3 过程，直至学习到准确的最优学习策略。 

ta p
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        (5) 

其中： 为温度系数，控制动作选择的随机程度，

一般在学习初期选择较高的温度，在学习的过程中逐

渐降低温度，以保证较好的学习效果。 

0tT 

 
0 max

1 min mint t

T T

T T T T


   

              (6) 

其中： 0   为退火因子， 和 为设定的最

大和最小温度。 
maxT minT

3. 基于学习分类器和最小二乘支持向量机 
的 Q 学习 

LCS[8,9]是一个集成强化学习和遗传算法的新型

进化算法，其主要功能是如何通过信用分配和基于遗

传算法的规则发现机制对环境不断学习，不断产生出

新的学习规则。LCS 系统主要由规则与消息系统、基

于信用分配系统的强化学习和基于遗传算法(GA)的

规则发现系统三部分组成。 

规 则 及 消 息 系 统 可 用 IF<Condition>THEN 

<ACTION>，strength 表示的特殊产生式，直接与外部
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环境发生作用。信用分配系统用于调整现有 LCS 的学

习规则强度，并对分配算法进行更新，同时产生三种

LCS 学习规则：匹配规则集中未中标的 LCS 学习规

则、匹配规则集中竞标获胜的 LCS 学习规则、未匹配

的 LCS 学习规则。 

三种 LCS 学习规则强度的信用分配算法如下： 

   i iB t S t f i

1

              (7) 

其中 0   ，投标风险系数。 是当前学习规则

的权值强度。 为规则参与投标的投标值。

 iS t

 iB t if 表

示规则参与投标的力度， 0 1if  。 

if l L                       (8) 

其中 为规则条件部分中非“#”的位数， 为规则条

件部分的长度， 。 

l 1L

16L 

         life bid1 1i i iS t Tax S t R t Tax B t      i  (9) 

lifeTax 为规则的生存税，防止其权值人为地增长。

bidTax 为规则需支付的投标税，用于调节规则的权值

强度。 

3.1. 学习规则编码 

机器人的学习策略规由三元组 0,1, # 的 22 位字

符位串组成的  ,t t s a 数据，前 16 位是学习规则的条

件部分，后 6 位是学习规则的动作部分。机器人传感

器的探测区域为一定偏转度的扇形区域，机器人共有

16 个声纳传感器，可感知每一个扇形区域中障碍物和

机器人分布情况。学习规则编码系统用 6 位二进制代

码表示机器人动作，其中 4 位代码表示转向角，1 位

代码控制速度快慢，1 位代码表示前进或后退。 

学习策略规则编码描述如下： 

 
 

Condition :: 0,1,#

Action :: 0,1

l

m




 

环境信息的编码格式为： 

 Condition :: 0,1
k  

其中 分别为规则的条件和动作部分的长度，这里

。 

,l m

16,l m  6, 16k 

3.2. 学习优化模型 

本文的强化学习采取 -Greedy 探索策略，无限范

围衰减模型，基于一定的衰减因子 进行几

何衰减，多机器人系统最优化的期望奖励值为： 

 0   1

0

t
t

t

r 




                  (10) 

其中 代表将来的第 t 步接收到的奖励。 tr

3.3. 适应度函数 

遗传算法是 LCS 内嵌的集成算法，在 LCS 系统

的每一次工作周期中，如果 LCS 受到了奖励或惩罚，

权值分配系统都会相应调整匹配规则集中学习规则

的强度，而权值强度则作为内嵌遗传算法的适应度函

数来产生新的学习规则。 

在不考虑环境其它因素的情况下，基于 LCS 和

LS-SVM 的多机器人强化学习的适应度函数为： 

if S 1t               (11) 

3.4. 遗传算子策略的改进 

LCS 系统在进化过程中，将权值最大的学习策略

规则直接传递，能有效防止学习“早熟收敛”和“搜

索迟钝”，同时引入冲突消解功能的竞争择优交叉操

作，加快 LCS 系统学习的收敛速度，为滤除相似的个

体，减小学习空间，采取学习策略规则合并的策略，

并对遗传算法的交叉算子进行了如下改进： 

Step1：在 LCS 的匹配规则集中选定两个父类分

类器  1 1 1
1 1 2, , ,p p p

lp a a a 
,i ii

i i

p p
a al u

和 其

中 p
ia

 2pa 2 2
2 1 2, , ,p p

lp a a  ，

    。 

Step2：设定一随机值  0,  0.5 。 

Step3：计算父代分类器的最低下限 

 1 2
min min ,

i i

p pi
a ac l

max
ic mi

ic

l u和最高上限  

值，以及 和 的距离：

 1 2
ma i

pi
ax max ,

i

p
ac u

max min
i i

n I c c 

  
  

  
  

1,1

1,1

and 1,1

and 1,1









。 

Step4：产生新分类器 和 的上限和下限值 1o 2o

 
 

1

1

2

2

min

min

min

min

rand

rand

1 r

1 r

i

i

i

i

o
a

o
a

o
a

o
a

l c I

u c I

l c I

u c I









   

   

    

    

 

其中函数   rand 1,1 的值为 1 或−1，当 的值较小

时，产生的子代分类器与父代分类器很相似，适用于

机器人局部搜索；当 的值较大时，产生的子代分类
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器与父代分类器差异较大，适用于机器人对未知领域

环境的探索。 

3.5. 基于 LCS 和 LS-SVM 强化学习策略描述 

Step1：最小二乘支持向量机的Q 学习产生的最优

学习策略作为 LCS 的初始规则集，并随机执行其中的

学习策略。 

Step2：调用拍卖模块判断当前学习策略的条件部

分与消息列表中消息是否匹配，匹配的学习策略规则

送入匹配规则集。 

Step3：从匹配规则集中选择较优的学习策略规则

送往效应器并产生相应动作，LCS 系统依据环境反馈

值来判断学习效果。 

Step4：重复 Step2~Step3 过程，直到匹配规则集

为空。 

Step5：启动进化(规则发现)系统构造新的学习策

略规则。 

经规则合并后，发送到 LCS 公共规则集中，供其

它机器人 LCS 产生新学习规则时共享。 

Step6：如果机器人未达到学习效果，则返回

Step2。 

4. 实验及仿真结果 

我们以多机器人路径规划效果来验证本文提出

的混合学习策略。图 1 内 O1-O3 机器人均是用直径为

0.3 m 的圆柱体表示，各机器人根据自己的路况，可

进行 0˚、左曲线 5˚、左曲线 10˚、左曲线 15˚、右曲线

5˚、右曲线 10˚、右曲线 15˚或停止当前动作的八种学

习策略。活动区域内圆形和方形图形均为静态障碍

物。图 2 为基于 LCS 学习的多机器人收敛学习曲线；

图 3 是基于 LCS 和 LS-SVM 混合方法的多机器人的

学习收敛曲线。与图 2 相比图 3 明显地提高了学习效

率和收敛速度。 

一般情况下，一个强化学习算法的性能需要两方

面的判定，一个是算法的收敛性，一个是算法的收敛

速度。从图 4、图 5 中可以看出，系统经过若干次数

的学习后，算法出现收敛的趋势，在学习初始过程，

的震荡幅度较大。经过若干次数的学习之后，

振荡幅度就很小了，我们可以认为已经近似地收

敛了。图 4 为基于传统 LCS 强化学习的收敛情况，体

现了传统强化学习时间较长、收敛速度慢的缺陷；图

5 为基于梯度的 LCS 和 LS-SVM 的强化学习情况，不

管是机器人个体强化学习或是团队学习，均能在较短

的时间内收到理想的学习效果。 

 R t

 R t

 

 

Figure 1. The evolution algebra and fitness curve based on LCS 
图 1. 进化代数与适应度曲线图(LCS 学习) 
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Figure 2. Reinforcement learning convergence based on the 
traditional LCS 

图 2. 基于传统的 LCS 强化学习收敛情况 

 

0 0.2 0.4 0.6 0.8 1 1.2 1.4 1.6 1.8 2
-0.2

0

0.2

0.4

0.6

0.8

1

进进进进1：200

适
适

适
适

 

Figure 3. Algebra and fitness curves based on LCS and LS-SVM 
图 3. 化代数与适应度曲线图(LCS 和 LS-SVM) 
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Figure 4. Reinforcement learning convergence based on the 
traditional LCS 

图 4. 基于传统的 LCS 强化学习收敛情况 
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Figure 5. Reinforcement learning convergence based on LCS and 
LS-SVM 

图 5. 基于 LCS 和 LS-SVM 的强化学习收敛情况 

5. 结束语 

本文提出了 LCS 系统和 LS-SVM 算法结合的混

合算法，解决多机器人在复杂环境下的强化学习问

题。LCS 内嵌的遗传算法采用了特有的遗传算子策

略，加强了 LCS 系统的强化学习效果，由学习空间大

造成的学习速度慢、学习效果不确定等问题得到很大

的改善。仿真实验结果也表明将 LCS 用于多机器人的

强化学习是有效的。 
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