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Abstract: Runoff process is highly nonlinear characteristics under the synthetic action of weather system and 
underlying surface system. Considering the strong correlation and high complexity of runoff time series, the 
wavelet transform is applied to eliminate noise in the monthly runoff time series in this paper, of which the 
Lyapunov index method is used to recognize the chaotic feature of the monthly runoff time series. On this 
basis, the phase space restructure of chaos theory is used to calculate the best delay time and saturated em-
bedding dimension of the runoff time series from 1882 to 2008 of the Yichang station. At last, taking the 
times series computed by the phase space restructure as the input of chaotic neural network model to get the 
proposed model by network training. Prediction results show that this model can process a complex hydro-
logical data series better, and is of higher prediction accuracy and good prospect of engineering application. 
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摘  要：受天气系统和流域下垫面系统综合作用的影响，径流过程具有高度的非线性特征。针对径流

时间序列强相关性和复杂特性，本文综合运用小波变换、混沌理论和神经网络非线性理论对水文时间

序列进行分析和预测。首先通过小波变换对月径流序列进行消噪处理，然后推求出大于零的李雅普诺

夫指数，证实了宜昌站的月径流序列具有混沌特性，为此引入混沌理论中的相空间重构方法计算出宜

昌站 1882~2008 年月径流序列的最佳延迟时间和饱和嵌入维数，进而以相空间重构后的时间序列作为

神经网络的输入进行网络训练得到最佳的混沌神经网络径流预报模型。实例研究结果表明，该模型能

较好地处理复杂非线性径流序列，预测精度高，具有实际工程应用价值。 

 

关键词：径流预报；小波消噪；饱和嵌入维数；混沌神经网络 

1. 引言 传统的水文时间序列预测方法都基于一维空间，

可以单一的进行确定性分析和随机性分析，但不能将

两者统一起来，而水文系统从降雨到径流，中间要经

历包括蒸发、下渗、产流、汇流等复杂的动力过程，

并受到下垫面因子、地质、土壤及人类活动等多种因
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素的影响，因此径流过程具有高度的非线性特征。小

波变换、神经网络和混沌理论都是目前非线性预测问

题研究的热点[1-3]，但国内外学者综合利用这些非线性

理论的特点，对含噪声的水文时间序列进行预测的研

究成果尚不多见。针对复杂径流时间序列预测这类研

究问题，混沌理论的引入可以解决水文时间序列混沌

特性的辨识及其非线性预测。混沌时间序列的非线性

导致其内部存在确定的规律性，这种规律性表现为时

间序列在相空间重构后的相关性[4]，使得水文系统具

有了一定的记忆功能，然而通常的解析方法很难表达

出这种规律，而神经网络正好具备这种信息处理能

力。近十年来，神经网络在认识时间序列混沌特性的

应用中显示了十分重要的作用[5]。噪声的存在不利于

对水文系统的真实变化进行观测，从而会在一定程度

上影响预测精度，因此在进行混沌时间预测之前有必

要对径流序列进行消噪处理，以提高数据的可靠性和

预报精度。 

本文将神经网络与相空间重构理论相结合，采用

小波变换作为神经网络建模的样本数据进行预处理，

建立了月径流预报模型。首先采用史坦(Stein)无偏风

险阈值法对月径流时间序列进行小波消噪，然后计算

径流序列的最佳延迟时间和饱和嵌入维数进行相空

间重构，将一维径流时间序列拓展为多维序列作为 BP

神经网络的输入，最后以宜昌站逐月平均入库径流序

列为例进行了混沌特性识别和径流预测。 

2. 径流时间序列的小波消噪 

2.1. 小波分析 

水文现象是一个复杂的动态过程，因此径流序列

表现出高度非线性和多时间尺度特性，其中包含了确

定成分和随机成分。小波分析[6]是基于傅里叶变换发

展起来的一种具有良好的时、频多分辨率功能的分析

方法，能通过一系列平移和伸缩等运算实现对函数或

信号的多尺度细化分析并提取信号中的有效信息。径

流序列的观测值可以看作一个有用信号和一个服从

高斯分布的白噪声信号的叠加。对于这种加法性噪声

模型，正交小波变换可以将其能量集中在白噪声对应

的小波系数上且不会使白噪声的性质发生变化。在实

测得到的径流时间序列中，有用信号通常表现为低频

信号，而噪声则表现为高频信号，小波变换能将二者

进行有效分离。由此，可根据不同信号小波变换后表

现出的不同特性，对小波分解后的小波系数进行处

理，将处理后的序列加以重构，从而得到消噪后的水

文时间序列。小波变换的定义如下： 

对任意函数   2 f t L R ，令 为平方可积

空间，其离散小波变换公式为： 

 2L R

   ,

1
, ,f a b

t b
W a b f f t t

aa
 





    
  d   (1) 

式中，    2t L R  为母小波，  t 表示 ψ(t)的复共

轭，a 为伸缩因子，b 为平移因子。 

原信号  f t 通过连续小波变换系数由反演计算

得到，即对任意  f t 上连续的点 xR，其重构公式可

表述为： 

     ,2
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式中，
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   为函数 ψ(t)能作为母小 

波，其傅里叶变换  ̂  必须满足的条件。 

2.2. 小波消噪 

小波阈值消噪[7]的基本思想是对径流时间序列进

行多层小波分析，识别出其中的高频成分(噪声信号)，

并对每层高频序列所对应的小波分解系数进行阈值

处理，对处理后的小波系数进行反变换，重构出消噪

后的径流序列。实现过程中涉及阈值估计和阈值函数

的选取两个问题。如果阈值太小，仍有残留的噪声；

相反，阈值太大，会过滤掉很多有用信号造成偏差。

阈值函数则体现了对于各层系数中模大于和小于某

阈值的系数的处理策略，可分为硬阈值方法和软阈值

方法。基于以上两点，本文采用基于软阈值函数的经

典史坦(Stein)的无偏风险阈值方法[8]，且在该准则(均

方差准则的无偏估计)下能够获得趋近于理想的阈值。

运用小波变换实现径流时间序列消噪的步骤如下： 

1) 径流时间序列的小波分解。选择合适的小波函

数并确定小波分解的层数 N，然后对原始径流时间序

列 X'进行 N 层小波分解，即对径流序列进行多分辨率

的分解。分解后得到低频系数序列  1,  2, ,iA i N  和

N 层高频系数序列  N1,  2, ,iD i   ； 

2) 高频小波系数的阈值处理。对 1~N 层的每一
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层高频系数 ，选择一个阈值进行量

化处理，从而得到去噪后该层的高频系数 

；本文采用史坦(Stein)的无偏风险阈

值方法确定阈值，首先将某一高频序列的小波系数的

平方由小到大排列，得到向量

 1,  2, ,iD i N  

, N



 1,  2,iD i 

 1 2, , , iU u u u  ，然后

根据 U 计算风险向量  1 2R r , , , nr r ，其中： 

 
1

2
i

i j
j

i

n i n i u u

r
n



   



         (3) 

选择 R 中最小元素 rb作为风险值，并由 rb的下标

b 找到对应的 ub，从而确定阈值 T 为： 

bT  w



                      (4) 

式中，σ为噪声强度。 

3) 径流时间序列的小波重构。利用小波分解得到

的第 N 层低频系数 AN和阈值处理后的第 1 层~第 N 层

的高频系数 ，进行径流时间序列的

小波重构，得到消噪后的径流序列 X。 

 1,  2, ,iD i N 

3. 径流时间序列的相空间重构 

混沌是一种过程的科学，混沌现象固有的确定性

表明了随机现象的可预测性。由混沌系统提取出非线

性时间序列，并对混沌系统的未来进行预测是混沌理

论应用一个十分重要的领域[9]。从时间序列研究混沌

始于 Packard 和 Takens 提出的重构相空间理论[10]，对

于 d 维混沌吸引子的标量时间序列{x(t)}，只要嵌入维

数满足 m ≥ 2d + 1，在拓扑不变的意义下总可以找到

一个二维的嵌入相空间，即从一维混沌时间序列中重

构的相空间与其原系统拓扑等价，二者在动力学特性

的定性意义上完全相同，因此在这个重构的相空间中

对混沌时间序列进行判定、分析与预侧从而把握混沌

时间序列的性质与规律是可行的。可见，重构相空间

是混沌时间序列研究的关键。 

本文采用了坐标延迟相空间重构技术[11]，其核心

问题是两个参数的确定：最佳延迟时间 τ和饱和嵌入

维数 m。这两个参数确定以后就能将一维的时间序列

扩展到多维的相空间，具体方法如下： 

设混沌时间序列为   1,  2, ,x t t N ： ，  x t 为

t 时刻系统的运动状态，令嵌入维数为 m，延迟时间

为 τ，则构建 m 维的相空间上的矢量为 

，其中      1 2, ,t x t x t x   , mx t

    1mx t x t m    。每一个矢量对应相空间中的

一个相点，该相点代表了系统在某个瞬时的特定状

态，相点的连线所构成的轨迹则表示了系统状态随时

间的演变。 

4. 基于 BP 神经网络的径流预测 

误差反传前馈网络(Back Propagation，简称 BP 网

络)[12]是目前应用最广泛的神经网络算法，一般由一个

输入层、一个输出层和中间层(一个或多个隐含层)组

成，且输入层只和中间层连接，中间层再与输出层相

连，每一层的各个神经元之间不存在连接。BP 神经

网络的学习过程是在拓扑结构确定以后，输入信息正

向传播，经过中间层的加权处理并在输出层经过作用

函数运算之后输出到输出单元得到结果值，将结果值

和期望值进行比较，若误差不在可接受范围之内，则

误差反向传播，沿原先的连接通路返回，然后反向的

逐层修改各层神经元之间的连接权值，从而减小误

差，直到输出满足要求为止[13]。实践证明，三层结构

的 BP 网络就可以满足水文预报的一般要求。网络的

拓扑结构如图 1 所示： 

采用 BP 神经网络模型结合相空间重构理论进行

全局逼近的具体学习过程如下： 

步骤 1：收集月径流数据，进行小波消噪，设径

流时间序列为   1, 2, ,x t t ： N ； 

步骤 2：确定最佳延迟时间 τ和饱和嵌入维数 m，

重构相空间    2, , 1n m 1,X t t   ： ； 

步骤 3：确定 BP 网络的结构，以饱和嵌入维数

作为混沌神经网络模型输入层节点数，初始化各层之

间的权值和阈值以及网络的学习效率等参数； 
 

 

X（i）

X（i-t）

X（i-（m-1）t）

Y（i）

输入层 隐含层 输出层

误差反传

 

Figure 1. BP neural network topological structure 
图 1. BP 神经网络拓扑结构图 
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步骤 4：将重构的相空间 X(t)作为神经网络的输

入，选取消噪后的径流时间序列进行网络训练，直至

满足精度要求，记录此时的网络参数； 

步骤 5：利用得到的最佳混沌神经网络模型对未

来月径流进行预测。 

5. 实例研究 

本文搜集了宜昌站 1882~2008 年共 127 年的实测

月径流数据作为研究资料，以前 117 年的数据为训练

样本对后 10 年的月径流过程进行预测检验。 

5.1. 小波消噪 

母小波中 Daubechies 小波对不规则信号较为灵

敏，其中 Db4 小波相比其他 Db 小波具有更好的时间

分辨率[14]。因此本文对宜昌站月径流时间序列选用

Db4 正交小波函数进行 3 级 Mallat 小波分解，然后通

过 Stein 无偏风险阈值法确定阈值，对月径流序列实

行软阈值处理，最后通过小波重构得到消噪后的径流

序列。 

5.2. 确定相空间重构参数 

本文分别采用自相关函数法和 CAO 方法来计算

宜昌站月径流时间序列的最佳延迟时间 τ和饱和嵌入

维数 m。 

图 2 为宜昌站月径流时间序列的自相关函数图，

一般情况下，当自相关函数随延迟时间增大而衰减明

显时，取自相关函数第一次通过零点所对应的时间 t

为重构相空间的最佳延迟时间，此时保证了各嵌入坐

标间的相关性最小[15]，由图 2 可看出，自相关函数首

次通过零点所对应的时间为 3，故选择最佳延迟时间

τ = 3。 
 

 

Figure 2. Autocorrelation function of monthly runoff series 
图 2. 月径流序列自相关函数 

应用 CAO 方法[16]计算最佳嵌入维数。CAO 方法

是判断伪邻近点的改进方法，该方法只需要延迟时间

τ 一个参数，利用较小的数据量就可以有效区分随机

信号和周期性信号，并求得嵌入维数。 

设嵌入维数为 m，延迟时间为 τ，构建 m 维的相

空间上的矢量         1 2, , , mt x t x t x t x ，其中

    1mmx t x t  

 
 。第 t 个重构矢量 x(t)的最近邻

点以 x t 表示，定义： 

 
   

   

1 1

,
m mx t x t

a t m
x t x t

 





          

m

(5) 

其中： 1, 2, ,t N    

  
1

1
,

N m

i

E m a t m
N m










              (6) 

其中  E m 是延迟时间 τ和嵌入维数 m 的函数，CAO

方法仅考虑  E m 随嵌入维数的变化，定义： 

   
 

1
1

E m
E m

E m


                   (7) 

当大于某一个值 m 时， 不再明显变化并且

接近于 1，则选择此时对应的维数为宜昌站月径流序

列的饱和嵌入维数。由图 3 可看出，随着嵌入维数 m

的增加，

 1E m

 1E m 也随之变化，当 m = 12 时，  1E m 达

到饱和，故选择饱和嵌入维数为 m = 3。 

5.3. 混沌特征识别 

李雅普诺夫指数是混沌动力系统在整个吸引子

或无穷长轨道上运动的主要特征量[17]，可以度量混沌

系统对初始条件的敏感程度，是判断混沌存在和混沌

特性的一个重要依据。在实际应用中，受数据量和 
 

 

Figure 3. Relation graph of E1(m) and m 
图 3. E1(m)-m 关系图  
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BP 神经网络预报模型的输入样本集，以 1882~1998

年的数据作为训练样本，然后对 1999~2008 年的月径

流进行预测检验。网络训练中 BP 神经网络的隐含层

节点数 K 的选取十分重要。一般情况下，预测对象越

复杂，隐含层节点数应越多。实际上，若 K 值过大，

会造成训练样本的过拟合，即训练过程中过多地捕获

了样本的个性特征而弱化了样本的共性特征，虽然增

加了训练精度，但会造成预报精度的下降；而 K 值太

小，网络映射能力不足将无法准确的近似混沌动力学

函数。故本文采用试算法选取 K，即逐渐增大隐含层

单元数，多次训练后当 K 大于某一个值时模型的均方

误差若达到最小，则选取此时的 K 为最优参数，经过

逐次训练确定 K = 13。 

噪声的影响，计算完整的李雅普诺夫指数谱存在困

难，而格力波基在 1983 年证明了只要最大李雅普诺

夫指数大于零，就可以肯定系统的混沌性质，因此本

文运用了小数据量法[18]计算月径流的最大李雅普诺

夫指数。在相空间重构过程中，先寻找每个点的最近

邻域点并限制短暂分离以保证邻域点沿不同的轨道

运动，然后计算每个点到其最近邻域点的距离和每对

邻域点在一定离散步长后的距离，最后由最小二乘法

作出回归直线得到最大李雅普诺夫指数约为 0.0721，

说明宜昌站的月径流序列确实具有混沌特性，可以采

用混沌预测方法对其进行预测。 

5.4. 径流预测与结果分析 

本文应用宜昌站的月径流数据以延迟时间 τ = 3

和嵌入维数 m = 12 进行相空间重构，由嵌入相点作为 

为增加可比性，本文还采用自回归模型对相同数

进行了预测，结果见图 4 和表 1 和表 2。 据 
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Figure 4. Results of monthly flow forecast at the Yichang station from 1999 to 2008 
图 4. 宜昌站 1999~2008 年月径流预测结果 

 
Table 1. Error statistics of monthly runoff prediction of training period 

表 1. 训练期月径流预测误差统计表 

预测类型 平均相对误差(%) 平均绝对误差(m3/s) 均方误差(m3/s) 确定性系数 

自回归小波 18.80 2259.41 3082.68 0.9044 

未消噪的混沌神经网络 15.02 1854.54 2693.43 0.9308 

消噪后的混沌神经网络 14.37 1739.12 2514.51 0.9396 

 
Table 2. Error statistics of monthly runoff prediction of verification period 

表 2. 检验期月径流预测误差统计表 

预测类型 平均相对误差(%) 平均绝对误差(m3/s) 均方误差(m3/s) 确定性系数 

自回归小波 19.11 2523.83 3549.18 0.8722 

未消噪的混沌神经网络 17.25 2094.41 3136.37 0.9002 

消噪后的混沌神经网络 16.10 1921.91 2958.87 0.9112 
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由图 4 可以看出，消噪后的混沌神经网络预测相

比自回归小波模型预测效果要好，预测结果更接近实

测值，而消噪后的混沌神经网络预测结果目测区别不

大。表 1 和表 2 也表明各项精度指标上，消噪前后的

混沌神经网络训练期和检验期的预测结果都能满足

水利部规范要求，但消噪后的混沌神经网络的预测结

果相比于消噪前训练期的平均相对误差减小了

0.65%，平均绝对误差降低了 115.42 m3/s，均方误差

减小了 178.92 m3/s，检验期的平均相对误差减小了

1.15%，平均绝对误差降低了 172.50 m3/s，均方误差

减小了 177.50 m3/s，而消噪后的混沌神经网络训练期

和检验期的确定性系数均有所提高，说明噪声的存在

确实会影响预测的精度，本文利用消噪后相空间重构

的径流时间序列作为训练样本得到的神经网络模型

进行预测时能在一定程度上提高预测的精度。 

6. 结论 

本文提出了基于小波消噪和神经网络的月径流

预报模型，并对宜昌站的月径流过程进行了预测，主

要结论如下： 

1) 鉴于水文序列中的噪声会加大混沌系统的饱

和关联维数使水文系统更趋复杂，从而影响预测精

度，本文引入小波理论，对宜昌站的月径流序列进行

消噪处理，并用消噪后的序列作为训练样本得到最佳

混沌神经网络模型，预测结果表明小波分析具有良好

的消噪功能，能有效实现信噪分离，从而提高预报的

精度。 

2) 本文采用混沌理论的相空间重构方法计算得

到宜昌站月径流序列的最佳延迟时间 3  和饱和嵌

入维数 ，结合神经网络原理，建立了混沌神经

网络月径流预报模型。搜集了宜昌站 1882~2008 年共

127 年的实测月径流数据作为研究资料，以前 117 年

的数据作为训练样本对后 10 年的月径流过程进行预

测检验。结果表明，预测模型在预测精度上满足水文

规范要求，若对影响径流变化的因素再考虑的更加充

分，预测结果应该会更好。 

12m 

3) 推求出大于零的李雅普诺夫指数，证明宜昌站

月径流序列具有混沌特性，对应的水文系统内部存在

着混沌机制。目前关于混沌时间序列判别的方法有功

率谱法、李雅普诺夫指数法、主成分分析法等，但这

些方法都不是对混沌特性识别的充分条件，因此在实

际应用中，建议用多种方法对径流时间序列的混沌特

性进行综合分析。 
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