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摘  要 

随着工业自动化和物流行业的迅速发展，自动引导车辆(Automated Guided Vehicle, AGV)在物流仓库中

的路径规划已成为确保运输效率和准确性的关键环节。尽管近年来已经有很多策略被提出，但多AGV系
统在复杂的物流环境中仍然频繁地出现碰撞、路径冲突以及控制迟延等问题。鉴于此，本研究提出了一

种基于多智能体深度强化学习(Multi Agent Deep Reinforcement Learning, MADRL)的路径规划方法，

以期解决多AGV之间的相互协调问题并提高其路径规划效率。为验证所提方法的有效性，我们采用了与

遗传算法(Genetic Algorithm, GA)的比较实验。结果显示，基于MADRL的策略在整体运输效率上实现了

28%的提升，并在碰撞事件上有了明显的减少。 
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Abstract 
With the rapid advancement of industrial automation and the logistics industry, the path planning 
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of Automated Guided Vehicles (AGV) in logistics warehouses has become a critical component to 
ensure transportation efficiency and accuracy. Although numerous strategies have been proposed 
in recent years, multi-AGV systems still frequently encounter collisions, path conflicts, and control 
latencies in complex logistics environments. In light of this, our study introduces a path planning 
approach based on Multi-Agent Deep Reinforcement Learning (MADRL) aiming to address the 
coordination issues among multiple AGVs and to enhance their path planning efficiency. To vali-
date the effectiveness of the proposed method, we conducted comparative experiments with the 
Genetic Algorithm (GA). Results show that the MADRL-based strategy achieved a 28% improve-
ment in overall transportation efficiency and a significant reduction in collision incidents. 
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1. 引言 

自动引导车辆(Automated Guided Vehicle, AGV)已为材料搬运和仓储物流领域带来革命性变革[1] 
[2]。在高度自动化的现代仓库中，AGV 能够根据系统的调度，在货架之间快速移动，精确地定位并取得

或存放货物，大大提高了出入库效率。其精准的导航系统和可编程路径确保了货物被高效、安全和准确

地搬运。在当今工业 4.0 智能汽车制造厂中，如特斯拉、理想、比亚迪等公司广泛采用 AGV 来搬运汽车

部件，从而确保了生产线的连续性和流畅性[3] [4]。此外，在智能化的物流产业中，AGV 能够为工作人

员精确地搬运货物，显著提高了仓储效率[5]。最初仅用于制造车间中搬运笨重材料的 AGV，如今已经逐

渐演变成现代物流仓储解决方案的核心组成部分。在当今错综复杂的物流领域，AGV 在加速流程、减少

人工劳动和优化存储空间方面都显示出其不可替代的价值[6] [7] [8]。 
然而在物流仓储中，多 AGV 同时进行路径规划还存在诸多挑战[9] [10] [11]。首先，AGVs 之间可能

会发生路径交叉和碰撞，尤其是在空间有限且结构复杂的仓库内，当 AGV 出现碰撞或锁死将会严重影响

货物搬运效率[12]。其次，多个 AGV 的实时协同和调度，以满足高效率和低延迟的要求，也是一个难以

解决的问题。传统的基于遗传算法(Genetic Algorithm, GA)算法的路径规划方法很难应对这些动态和复杂

的挑战[12] [13] [14]。而深度强化学习已经成为人工智能领域的一个重要技术，为智能体提供了通过与环

境互动来学习最优策略的途径[15]。但是利用 DRL 进行小车路径规划任然存在状态空间和动作空间的维

度灾难[16]。因此，面对多 AGV 情景，我们基于多智能体深度强化学习(Multi Agent Deep Reinforcement 
Learning, MADRL)来对 AGV 的状态、动作、奖励进行建模。MADRL 可以有效地整合多个 AGV 的集体

潜力，使它们在一个共享的环境中进行有效的协同、规避碰撞和实现快速路径规划。 
本文深入探讨了在物流仓储背景下利用 MADRL 进行多 AGV 路径规划的复杂性。鉴于物流行业长

期面临的碰撞、路径冲突和控制迟延等挑战，我们的研究引入了一种新颖的基于 MADRL 的 AGV 路径

规划策略。与经常采用预定义规则或静态算法的传统方法不同[17]，我们的方法能够动态适应实时变化，

确保最佳的 AGV 协调。此外，在我们的研究中，为了验证所提出的 MADRL 方法的有效性，我们与传

统的 GA 进行了比较。实验结果显示，基于 MADRL 的路径规划策略在运输效率上实现了 33%的显著提

升，并且能够显著减少 AGV 之间的碰撞事件。 
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2. 模型 

2.1. 仓储环境 

下图 1 为仓库中多 AGV 的搬运场景图，本文将仓储的自动分拣系统采用栅格化进行建模，即将场景

栅格化为一个个相同大小的正方形[栅格化]。其主要包括以下部分： 
• 道路：在图 1 中表示为白色栅格。这些道路用于 AGV 行驶，且其中的 AGV 可以自由向四个方向行驶，

即 AGV 可实时调整行驶策略，避免碰撞和锁死。 
• AGV：它们以一定的速度行驶并搬运包裹。 
• 自动分拣机：它依据包裹的收获地址发出运输指令，通知 AGV 将包裹运送到指定的货物缓存区。 
• 货物缓存区：在图中由绿色栅格代表，基于包裹的收货地址，在地图上均匀地划分出多个投递区域。

每个投递区域都配备一个竖直向上容量有限的存储空间。当该空间内的包裹数目满时，这些包裹将被

从仓库中转移出，以便进行后续的装车和发货。 
• 障碍：由一些固定物，如楼梯、门、工人活动区等构成，AGV 不能到达此区域。 
• 充电站：它为蓝色栅格，用于提供给 AGV 进行充电，AGV 工作时不能经过占用。当 AGV 点亮到达

预警值时，将自动寻找最近空充电站进行充电。 
 

 
Figure 1. Multi-AGV handling scenario in the warehouse 
图 1. 仓库中多 AGV 搬运场景 
 

在不失一般性的前提下，本文假设 AGV 都是单载量的且匀速行驶，即 AGV 一次只能运输一个包裹

和经过每个栅格的时间相同；假设 AGV 在工作过程中均不会发生物理损坏；假设 AGV 的位置基于 GPS
和 RFID 可实时定位；假设 AGV 基于 5G 通信实时获取自动分拣机发出的包裹运输命令；假设时间被均

匀的分为一个个时长为 t 的时隙，AGV 移动一格距离的时长定义为一个时隙。如果搬运场景发生显著的

改变，本文的结论可能需要重新验证。 

2.2. 问题描述与建模 

在仓储环境下的多 AGV 的路径规划问题可以由以下描述。设 { }| 1,2,3, ,i i I=  、

{ }| 1,2,3, ,j j J= I 和 { }| 1,2,3, ,k k K=  分别代表仓库中的 AGVs、包裹和货物缓冲区。包裹 j 所
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对应自动分拣机栅格坐标 start
jp 和对应的货物缓存区坐标 end

jp 已知，坐标 2p∈ 是通过笛卡尔坐标系来确

定的。AGV 载货和空载由ω 表示，即令 iω 表示第 i 台 AGV 的载货状态： 

1,   AGV
0,   AGVi

i
i

ω


= 


如果第  台
如

载货
空第 台 货果   

                                 (1) 

当自动分拣机分发出一个新的包裹，将基于包裹与周围的空 AGV 的曼哈顿距离进行任务派发，AGVi
与包裹 j 的曼哈顿距离给出为： 

ij i j i jd x x y y= − + −                                     (2) 

其中，有坐标 ( ),p x y= ，x 表示网格的横坐标；y 表示网格的纵坐标。包裹 j 计算与所有空 AGV 的曼哈

顿距离由下给出： 

( )min ,   if 0ij i j i j ii I
d x x y y ω

∈
= − + − =                              (3) 

AGV 的路径规划需要决策 AGV 行驶的路径和进行是否停车判断，其策略目标为最小化搬运包裹的

总和时间 maxC ， maxC 为所有包裹的搬运时间和等待时间相加，具体如下： 

( )max 1
J

j jjC w t
=

= +∑                                     (4) 

其中 jw 是包裹放置在分拣台的等待时间， jt 表示包邮由 AGV 运输到指定货物缓存区的时间。因为 AGV
的速度 v 恒定，则 tran

j jt d v= × ， tran
jd 为包裹起始坐标 start

jp 与包裹终点坐标 end
jp 的曼哈顿距离。 

2.3. 数学公式化 

基于上述的假设和场景建模，针对多 AGV 的实时协作搬运包裹的路径规划问题，建立以最小化搬运

完成时间为目标的优化目标，如下所示： 

maxmin C                                         (5) 

( ) ( )s.t.  0,1tω ∈                                      (6) 

0,     tran
jd j J≥ ∈                                      (7) 

( ) [ ]min max, ,     ip t x x i I∈ ∈                                  (8) 

( ) [ ]min max, ,     ip t y y i I∈ ∈                                  (9) 

( ) ( )0,1,2, , ,     k t N k Kφ ∈ ∈                               (10) 

公式(5)表示最小化包裹搬运总时长；公式(6)约束一个 AGV 只能搬运一个包裹，且一个包裹只能由一个

AGV 搬运；公式(7)约束包裹的搬运距离必须为正数；公式(8)和(9)约束 AGVs 的行驶范围，其不能超出

仓库区域；公式(10)约束货物缓冲区的容量界限，单个缓冲区最多容纳 N 个包裹。 

3. 算法 

在本章中，我们基于先前构建的数学模型，深入探讨多 AGV 路径规划的复杂性和连续性特征。为此，

我们将其路径规划过程建模为分布式部分可观测马尔可夫决策过程(Decentralized Partially Observable 
Markov Decision Process, Dec-POMDP) [18]，并借助 MADRL 算法进行有效求解。 

3.1. 强化学习环境建模 

在 AGV 研究领域中，DRL 为我们提供了一种新颖的方法来解决路径规划、任务分配和决策问题。
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回顾 1954 年，当 Minsky 首次描述强化学习的概念时，他提到的是智能体如何通过与环境的试错互动来

优化报酬[19]。这种理念在 AGV 系统中找到了其实际应用场景。在复杂的物流环境中，AGV 作为智能

体，需要确定最佳的路径以避免障碍物、减少碰撞风险，并有效地完成货物运输任务。起初，AGV 并不

知道哪条路径最优或如何避免碰撞。这时，深度强化学习的方法允许 AGV 在其操作环境中不断尝试、学

习并调整其策略。通过与环境的持续互动，AGV 可以根据返回的奖励或惩罚来评估并调整其行动策略，

从而找到最优的路径和决策策略。 
图 2 揭示了强化学习的核心结构。在此结构中，智能体(Agent)作为决策实体，位于环境(Environment)

中进行行动选择(Action)。每执行一次动作，环境的状态(State)都将改变并为智能体提供奖励(Reward)反
馈，这种奖励量化了所执行动作相对于任务目标的适当性。智能体旨在最大化其长期累积奖励，因此它

需要基于当前状态及其历史经验制定策略。在与环境的持续互动中，智能体不断地评估和优化其策略，

以确定在给定状态下哪些动作最可能产生最大的期望奖励。随着互动的深入，智能体持续地优化其决策

策略，以更好地满足任务需求。 
 

 
Figure 2. Core structure of reinforcement learning 
图 2. 强化学习核心结构 

 

但是，对于多 AGV 进行强化学习策略学习时，较高的状态维度和动作维度和多 AGV 之间存在的动

作干扰性将使得算法难以收敛，无法找到纳什均衡。因此为了应对多 AGV 中央控制导致的动作空间维度

急剧增长问题，以及单个 AGV 在获取全局信息时的局限性，我们采用了 Dec-POMDP。在此框架下，AGV
的路径规划被详细地划分为：状态空间 ( )S t 、观察集合 ( )O t 、动作集合 ( )A t 和奖励函数 ( )R t 。具体定

义如下所示： 
• 状态空间 ( )S t ：描述了AGV在物流环境中的所有可能位置和状态和包裹的状态， ( )S t 具体如下表示： 

( ) ( ){ ( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( ) ( ) ( )}
1 2 1 2

1 2 1 2

, , , ; , , , ,

, , , , , , ,

agv agv agv pack pack pack
I J

k I

S t p t p t p t p t p t p t

t t t t t tφ φ φ ω ω ω

=  

 

               (11) 

其中 ( )agvp t 和 ( )packp t 分别代表 AGV 和包裹在时隙 t 的位置。 ( )k tφ 代表获取缓存区 k 在时隙 t 的容量。 
• 观察集合 ( )O t ：代表了 AGV 在任意时刻所能观察到的环境信息，这包括但不限于其他 AGV 的位置

和状态以及任务信息， ( )O t 具体如下表示： 

( ) ( ){ ( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( )}
1 2 1 2

1 2

, , , ; , , , ,

, , , ,

agv agv agv pack pack pack
I J

k i

O t p t p t p t p t p t p t

t t t tφ φ φ ω

=  



              (12) 

• 动作集合 ( )A t ：表示 AGV 可以执行的所有潜在动作，例如前进、后退、转弯或停止，此外还有装卸

货动作， ( )A t 具体如下表示： 

( ) { }A t = 上、下、左、右、停、装货、卸货                       (13) 
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• 奖励函数 R：定义了基于 AGV 的动作和其结果对系统整体效益的量化评价。它考虑了路径长度、碰

撞风险、任务完成度等多个因素，旨在指导 AGV 作出能够最大化系统效益的决策。R 具体如下表示： 

1 1
J J

j jj jJ w tR β
= =

= × − − ∂×∑ ∑                              (14) 

其中 β 代表完成一次运输所获得的奖励； ∂代表 AGV 运输时间的惩罚因子，引入 ∂是为了惩罚 AGV 移

动行为，使其趋向于快速完成包裹运输任务，减少不必要的运行。 

3.2. MADRL 算法 

MADRL 是一种深度增强学习方法，专门设计来处理多智能体环境中的学习任务。在 MADRL 中，

每个智能体都使用深度神经网络来表示其策略，并与其他智能体同时学习和交互。由于多智能体环境的

动态性和非静态性，MADRL 需要考虑智能体之间的策略交互和可能的非平稳分布。因此，MADRL 算

法经常集成技术，如中央化学习与去中央化执行、多智能体信用分配等，以有效地促进多智能体之间的

协作或竞争学习。 
本研究提出一种多智能体近端策略优化(Multi-Agent Proximal Policy Optimization, MA-PPO)算法旨在

中心化训练 AGV，同时使 AGV 能去中心化自主执行策略。在仓库中 AGVs 不断与环境进行交互使其获

得一段经验序列τ ，依据τ 计算的奖励总和如下： 

( ) ( ) ( )
1 1

1 |
nTN

i i i
t t t

i t
r R s

N θθ τ π α
= =

= ∑∑                               (15) 

为了找出最优策略使 AGV 获得最大化累积奖励，需要通过最大化奖励目标函数来更新策略网络参

数 θ： 

( ) ( ) ( )ˆ , log |i i
t t t tr E A s s

θ

θ
θ θτ π τ α π α∇ = ∇ 

                           (16) 

其中 ( ),t tA sθ α 代表优势函数[20]，接着通过在线学习方法，提示算法样本效率，公式变为： 

( )
( )
( ) ( )

|
ˆ ,

|

i i
t t

t ti i
t t

s
r E A s

sθ

θ θ
θ τ π τ

θ

π α
α

π α′

′

′

 
=


∇


∇



                          (17) 

最终引入 KL 散度对 r̂θ 进行裁剪： 

( ) ( ) ( )( )( )ˆ , ,1 ,1clip t t tr E min r A clip r Aθ θ θθ θ θ = − +                        (18) 

4. 仿真实验 

4.1. 实验参数 

在本论文的仿真实验部分，着重模拟一个基于多模态深度强化学习策略的多 AGV 仓库搬运场景。实

验的计算任务部署在一个专业的计算环境中，该环境配备了 AMD 5600X 作为中央处理器(Central 
Processing Unit, CPU)和 RTX 3080 作为图形处理器(Graphics Processing Unit, GPU)，确保了仿真的计算效

率与实时性。神经网络模型的核心是一个六层全连接层，按层的节点数目分别为[64, 128, 128, 256, 128, 
64]。这种设计旨在捕捉仓库环境中的复杂特征并高效地为 AGVs 制定策略。每一层都采用了 ReLU 激活

函数[21]，以增强模型的非线性表示能力。场景方面，我们构建了一个面积为 50 m × 50 m 的虚拟仓库，

进一步栅格化为 0.5 m × 0.5 m 的单元，得到一个细致的 100 × 100 网格地图。这种精细的栅格化可以为仿

真提供足够的空间分辨率，确保 AGV 的移动策略与实际仓储操作紧密相符。 
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我们具体模拟了一个小时的物流货仓搬运场景。AGV 移动速度假设为 50 m/min，其中设置 AGV 为

10 个，自动分拣机为 3 个。假设一个货物缓冲区最大缓存 30 个包裹，在缓存区满载后需等待 2 分钟使

得小车运出包裹。更多实验参数和超参数如表 1 所示。基于相关参考文献和初步实验，为 AGV 的有效搬

运设定了包裹运输完成奖励。同时，为优化 AGV 的搬运效率，经多轮试验迭代，确定了移动惩罚因子。

货物缓存区的最大缓存则考虑了实际场景与仓库规模。其它如学习率、折扣因子、PPO 裁剪系数和广义

优势估计器等参数，皆是依据相关文献与初探实验选定。经过多轮实验和敏感性分析，确保了表 1 中参

数的可靠性和准确性。 
 

Table 1. Experimental simulation parameters 
表 1. 实验模拟参数 

参数/超参数 值 

包裹运输完成奖励( β ) 100 

AGV 移动惩罚因子( ∂ ) 2 

货物缓存区最大缓存(N) 30 

学习率(κ ) 0.001 

折扣因子( µ ) 0.98 

PPO 裁剪系数(  ) 0.1 

广义优势估计器( gλ ) 0.95 

4.2. 结果分析 

4.2.1. 收敛性分析 
如图 3 所示，为了深入研究学习率对模型收敛性的影响，我们设计了系列实验，并监测了 0.1、0.01、

0.001、0.0005 四种学习率下平均系统奖励随实验次数(Episodes)的动态变化，从而研究 MADRL 算法的收

敛性。很明显当学习率设定为 0.1 时，系统奖励的增长显著且迅速，且在较少的迭代次数中便趋于稳定。

这表明此学习率下，模型具有较快的收敛速度。但需要注意的是，过高的学习率可能会在模型训练初期

导致收敛后的性能不好。相比之下，较低的学习率，例如 0.001 和 0.0005，在训练的初阶段显示出递增

速度较缓。但在长时间的迭代中，它们展现出了较高的稳定奖励值，暗示这些学习率可能提供了更加稳

健的模型泛化。进一步观察，尽管各个学习率均展现出了收敛的趋势，但其最终收敛值有所区别。这进

一步突显了选择合适学习率的关键性。从图 3 中可以看出，模型在不同的学习率下都能够收敛，并且在

某些学习率下具有更快的收敛速度。这明模型具有较强的稳定性和适应性，能够在不同的参数设置下都

达到良好的性能。 

4.2.2. 性能分析 
如图 4 所示，可以清晰地观察到 MADRL 和 GA 两种算法在不同 AGV 数量情境下的性能表现。首

先，不论是 3 个、5 个还是 10 个 AGV，MADRL 算法的单 AGV 每分钟平均运输包裹量都明显超过了 GA
算法。这意味着在这些测试场景中，MADRL 算法具有更高的效率和更好的性能。具体来说，当 AGV 数

量为 3 时，MADRL 和 GA 的性能差距达到了 0.44 个包裹/分钟，而当 AGV 数量增加到 10 时，这一差距

进一步扩大到了 0.63 个包裹/分钟。这表明，随着 AGV 数量的增加，MADRL 算法的优势更为明显，表
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现出更强的扩展性。此外，从 3 到 10 个 AGV，两种算法的性能都有所提升，但 MADRL 的增长速度明

显快于 GA，这进一步印证了其在更复杂场景下的优越性能。最终基于上述实验结果，可以推断出 MADRL
在 AGV 调度问题上，无论在小规模还是大规模场景，都展现出了相较于 GA 更为优越的性能。 
 

 
Figure 3. Convergence status of average system reward under different learning rates 
图 3. 平均系统奖励在不同学习率下的收敛状况 
 

 
Figure 4. Convergence status of average system reward under different learning rates 
图 4. 平均系统奖励在不同学习率下的收敛状况 

5. 总结 

在本研究中，针对物流仓库中多 AGV 的路径规划问题建立了多 AGV 搬运货物的数学模型，并提出

了基于 MADRL 的解决方案。本研究中使用的 MADRL 策略基于特定的环境建模，模拟了真实的物流仓

储条件。通过对智能体与环境的深度交互，可以有效地训练 AGVs 进行高效路径规划。经过与 GA 算法

的实验比较，证明了 MADRL 在提高运输效率上具有显著优势。综合来看，MADRL 为物流仓储中的多

AGV 协同路径规划提供了一个有效且实用的方法。在未来的研究中，我们期望进一步探索 MADRL 在更

复杂的物流场景中的应用，特别是考虑到变化的仓库布局和动态的任务需求。 
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