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摘  要 

作为具有极度非线性、非平稳性等特征的加密货币，比特币价格预测的研究一直是投资者与研究者的焦

点。本文首先选取比特币数据的六个指标，构建LSTM预测模型，发现存在明显滞后性，故进一步构建

CNN模型提取数据深层特征，CNN模型拥有更强大的动态捕捉能力，但模型往往存在上下垂直的误差，

故最终建立CNN-LSTM混合模型提高预测精度，结果显示无论是模型预测值的总体趋势、局部表现或是

滞后性，混合模型都比单一模型更好。 
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Abstract 
As a cryptocurrency with characteristics such as extreme nonlinearity and non-smoothness, the 
study of Bitcoin price prediction has been the focus of investors and researchers. This paper first 
selects six indicators of Bitcoin data and constructs LSTM prediction model, and finds that there is 
obvious lag, so the CNN model is further constructed to extract deep features of data. CNN model 
has more powerful dynamic capturing ability, but the model often has up and down vertical error, 
so the CNN-LSTM is finally established to improve the prediction accuracy, and the results shows 
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that the hybrid model is better than the single model in terms of overall trend, local performance 
and lagging of the model prediction values. 
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1. 引言 

随着经济的快速发展，居民的投资方式逐渐由储蓄这一单一途径演变为投资资金、股票、国债等，

居民希望通过买卖其波动性资产，获得更大的收益。比特币是一种具有极度非线性、非平稳性等特征的

资产，人们希望通过预测比特币价格的走势来获得更多的利润并且规避风险，深度学习和神经网络的发

展有力推动了价格预测的研究。 
郭思涵[1]基于改进循环神经网络构建了比特币价格预测模型；张宁等[2]在长短时记忆网络基础上构

建了混合预测模型，发现混合模型预测准确性优于单一 LSTM 模型。本文同样先分别构建单一 LSTM 模

型与 CNN 模型得到预测结果，再建立 CNN-LSTM 混合模型对预测精度进行对比。 

2. 长短期记忆神经网络(LSTM) 

长短期记忆神经网络(LSTM)是一种特殊循环神经网络(RNN)，在 RNN 的基础上引入了门控单元系

统，采用输入门、遗忘门和输出门对信息进行选择性控制，适当遗忘历史信息并依据新信息更新细胞状

态。其基本结构如图 1 所示： 
 

 
Figure 1. The structure of LSTM 
图 1. LSTM 结构 
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LSTM 的计算过程[3] [4]可分为以下三步： 
1) 遗忘门 
遗忘门的任务是接受上一个单元模块的输出 1tC − 并决定保留和遗忘 1tC − 的哪个部分。其数学原理为将

1t − 时刻的长期记忆输入 1tC − 乘以遗忘因子 tf 实现对长期记忆的遗忘。遗忘因子的计算公式如下： 

[ ]( )1,t f t t ff W h x bσ −= ⋅ +                                     (1) 

其中σ 是 sigmoid 函数； fW 为遗忘门的权重矩阵；   1th − 是 1t − 时刻的 LSTM 单元输出； tx 为 t 时刻记忆

单元值； fb 为遗忘门的偏置项。 
2) 输入门 
输入门的任务是在细胞状态中加入新的记忆。其基于 1th − 和 tx ，通过 sigmoid 神经网络层得到数值 ti 决

定被更新的信息，通过 tanh 神经网络层得到候选记忆单元值 tC ，最终将 ti 与 tC 相乘加入细胞状态，实现

从 1tC − 到 tC 的更新。具体计算过程如下： 

[ ]( )1,t i t t ii W h x bσ −= ⋅ +                                      (2) 

[ ]( )1,t C t t CC tanh W h x b−= ⋅ +                                    (3) 

  1   t t t t tC f C i C−= ∗ + ∗                                        (4) 

其中 iW 、 CW 分别为对应的权重矩阵， ib 、 Cb 为对应的偏置项。 
3) 输出门 
输出门的任务是更新得到短期记忆 th 。与输入门类似，其基于 1th − 和 tx ，经过一个 sigmoid 神经网络

层输出数值 to ，将它与经过 tanh 函数的 tC 相乘得到输出信号 th ，同时 th 也作为输入信号传递到下一个时

刻。具体计算过程如下： 

[ ]( )1,t o t t oo W h x bσ −= ⋅ +                                     (5) 

( )t t th o tanh C= ∗                                         (6) 

其中 oW 为对应的权重矩阵， ob 为对应的偏置项。 

3. LSTM 模型实证分析 

3.1. 数据选取 

选取纳斯达克证券交易所的比特币 2016 年 9 月 11 日至 2021 年 9 月 10 日共 1826 个交易日的数据作

为初始数据。从图 2 中可看出比特币的价格变化幅度并不稳定，无明显规律。 
 

 
Figure 2. Bitcoin price change curve 
图 2. 比特币价格变化曲线 
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为了提取比特币价格数据的时间序列特征，将数据生成为堆叠数据类型，结合窗口滑动特征进行预

测，例如：假设时间窗口大小为 10 天，要预测 3t + 时刻的价格，需输入 10t − 时刻到 t 时刻的数据。除

价格数据外，选取 RSI14、DIFF、DEA、MACD、Up20、Down20 六个指标[5] [6]作为输入向量预测未来

3 日比特币的价格数据，他们的含义如下： 
 RSI14：相对强弱指标，测量一定时期(14 天)内价格上涨总幅度平均值占价格变化总幅度平均值的比

例； 
 DIFF：价格短期和长期指数平滑移动平均线间的差值； 
 DEA：DIFF 线的 M 日指数平滑移动平均线，常与 DIFF 线和 MACD 线搭配判断； 
 MACD：平滑异同移动平均线，DIFF 线与 DEA 线的差，利用两线的聚合与分离状况对买进卖出时

机做出研判； 
 Up20：唐安琪通道中的上线，为过去 20 天的最高价； 
 Down20：唐安琪通道中的下线，为过去 20 天的最低价。 

3.2. 模型建立 

对于数据集的选取，为了保留时间相关性和验证模型的准确性，数据集的时间跨度以 4 年为例，把数

据集分为训练集、验证集、测试集，在 4 年的数据中，训练集为前 80%时间的数据，验证集为前 80%到

90%时间的数据，测试集为后 10%时间的数据。为了防止时间序列过拟合，在各层之间加入了 dropout 层，

dropout 层在神经网络的训练过程中，对于一次迭代中的某一层神经网络，先随机选择其中一些神经元并

将其临时隐藏，然后再进行本次训练和优化，在下一次迭代中，继续随机隐藏一些神经元，如此直至训练

结束，减少权重使得网络对丢失特定神经元连接的鲁棒性提高，同时也提高模型的非线性预测能力[7]。 
在构建 LSTM 模型时，采用 MAPE 评价指标来评价模型的准确度，其计算公式为： 

1

ˆ100% n
i i

i i

y y
MAPE

n y=

−
= ∑                                    (7) 

其中𝑦𝑦𝑖𝑖�是预测值，𝑦𝑦𝑖𝑖是真实值。 
建立 LSTM 模型对比特币价格进行预测，此时的模型参数为：LSTM 层数为 3 层，dense 层数为 3

层，dropout 层数为 5 层，MAPE 值为 10.14，得到的预测与真实数据对比图以及残差图如图 3、图 4 所示： 
 

 
Figure 3. The contrast chart of predicted and real price data in the test set (LSTM) 
图 3. 测试集中预测与真实价格数据对比图(LSTM) 
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Figure 4. The residuals chart of the predicted and real price data (LSTM) 
图 4. 预测与真实价格数据残差图(LSTM) 

 

图 4 中曲线存在急剧下降的原因是比特币价格极度不稳定导致难以预测。从上图预测结果可以看出，

单一的 LSTM 模型预测效果并不理想且有明显滞后性，为解决这一缺陷，需结合 CNN 模型，利用卷积

层提取数据中的隐藏特征，并将其逐层结合，生成抽象的高层特征。 

4. 卷积神经网络(CNN) 

CNN 模型[8] [9]对输入数据进行逐层卷积和池化操作，主要由输入层、卷积层、池化层、全连接层

和输出层组成。 
卷积神经网络的输入通常为原始图像 X ，这里用 iH 表示第 i 层的特征图，那么 0H 即为 X 。在卷积

层中， iH 的产生过程可以用公式(8)表示： 

( )1i i i iH H W bσ −= ⊗ +                                      (8) 

其中， iW 为第 i 层卷积核的权重向量；运算符号“⨂”表示卷积操作； ib 为第 i 层的偏置项。 
池化层通常跟随在卷积层之后，根据一定规则对特征图进行下采样，其功能主要为对特征图进行降

维的同时一定程度上保持特征的尺度不变特性。其过程可概括为： 

( )1i iH subsampling H −=                                     (9) 

最后由全连接层在神经网络尾部进行分类任务，将卷积层输出的二维向量转化为一维向量。 

4.1. CNN 模型建立 

与 LSTM 模型的构建类似，也需要将比特币的价格数据生成为堆叠数据类型，同时还在输入矩阵中

添加了各变量的变动率作为额外的输入向量，例如，变量 RSI(t)的变动率为 ( ) ( )( ) ( )1RSI t RSI t RSI t− − 。 
此外，深度卷积神经网络能够提高模型拟合能力，但多层的卷积和池化的运算将降低数据的有效维

度[10]。为规避上述风险并使得模型拟合更长跨度的时间特征，将滑动窗口参数设置为 14，即输入模型

样本尺寸为14 14 1× × 的矩阵。 
在数据集选取方面，本模型数据集选取思路与 LSTM 模型基本保持一致。但由于变动率特征的存在，

原始时间序列的第一个样本将缺少变动率的特征。考虑到异常数据在全体中所占比例较小，故选择直接

将原始时间序列的第一个样本剔除，从而保证特征的完备性。 
考虑到 CNN 模型在预测系统中起到的作用主要是捕捉交叉特征，故引入膨胀卷积这一特殊的卷积模

式，并使用残差学习和瓶颈方法来规避深化卷积神经网络带来的梯度消失问题，将原始特征直接作为全

连接层的一部分特征加入到模型之中，以防止过拟合和退化问题。 
为了评价模型的准确性并使得本模型训练结果能与 LSTM 进行比对，同样采取了 MAPE 指标进行评

价。 
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4.2. 实证分析 

建立 CNN 模型对比特币价格进行预测，此时的模型参数为：二维卷积层数为 3 层，平均池化层数为

2 层，flatten 层数为 1 层，dense 层数为 3 层，dropout 层数为 2 层，MAPE 值为 9.29，得到的预测与真实

数据对比图和残差图如图 5、图 6 所示： 
 

 
Figure 5. The contrast chart of predicted and real price data in the test set (CNN) 
图 5. 测试集中预测与真实价格数据对比图(CNN) 

 

 
Figure 6. The residuals chart of the predicted and real price data (CNN) 
图 6. 预测与真实价格数据残差图(CNN) 

 

从上图中可以发现，CNN 模型相较于 LSTM 模型拥有更强大的动态捕捉能力。正是因为这个特点，

模型往往在尚未完全跟随上一次数据波动的同时开始拟合近期数据的变化，这也导致模型往往存在上下

垂直的误差，因而 CNN 模型需要结合 LSTM 的趋势信息以更准确的预测数据。 

5. CNN-LSTM 模型 

在预测比特币价格时，可以将货币价格图像与同一数据的价格时间序列数据同时训练，从而使两个

模型互补。针对 LSTM-CNN 结构的构建方法，方义秋等[11]提出了联合 RMSE 损失的 LSTM-CNN 模型。

其构建过程为先分别建立 CNN 模型与 LSTM 模型，利用损失函数计算各模型的损失值，再按照一定比

例联合两个模型的损失值使总 RMSE 损失尽可能小且预测精度较高。本文采取类似的构建方法，同样将

CNN-LSTM 模型的构建过程分三步进行。 
第一阶段采用 CNN 模型架构，采用与上文单一 CNN 模型相同的架构；第二步建立 LSTM 模型，同

样采用与上文 LSTM 模型相同的架构；而在第三步，本文采取按比例联合两个模型预测准确度的方法。

设 α和 β分别为 CNN 模型与 LSTM 模型预测结果的权重，当 LSTM 模型与 CNN 模型单独训练时，都会

产生一个 MAPE 值评价准确度，对于准确度更高的模型结果给予更高的权重，即 MAPE 值越小，权重越

大，但当权重达到一定程度时反而会影响整个模型的预测精度，故应合理取值。经过反复实验，将权重
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α和 β分别设置为 0.1 和 0.9，此时混合模型达到最优。 
确定两个单一模型的最优权重后，将两个模型分别预测的结果进行加权求和，以达到模型互补的效

果。利用既有数据的白噪检验 P 值作为 CNN-LSTM 模型预测的置信水平，并通过公式(10)计算混合模型

的预测数值： 

( )( ) 1
ˆ ˆ ˆ1CNN LSTM CNN LSTM

t t t tR R R Rα α β−
−= − ∗ + ∗ +                     (10) 

其中， ˆ CNN
tR 表示第𝑡𝑡时刻 CNN 分支部分的预测值， ˆ LSTM

tR 表示第𝑡𝑡时刻 LSTM 分支部分的预测值，

ˆ CNN LSTM
tR − 为两个分支预测值的加权和。此外， ( )0,1α ∈ 表示白噪检验 P 值， 1tR − 表示第 1t − 时刻比特币

的真实价格。 
CNN-LSTM 模型的整体结构可如图 7 所示： 

 

 
Figure 7. The structure of CNN-LSTM model 
图 7. CNN-LSTM 模型结构图 

模型实证与对比 

为对比单一模型与混合模型的预测效果，本文分别建立最优 CNN/LSTM 与最优 CNN-LSTM 模型，

计算相应的 MAPE 值作为评价指标。 
首先训练单一 LSTM 模型，使其预测效果达到最优，得到了如图 8 所示的模型结构图，其中 LSTM
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层数为 3 层，dense 层数为 3 层，dropout 层数为 5 层，MAPE 值为 8.20。同时也得到在测试集上预测值

与真实值的对比图与残差图，如图 9、图 10 所示。从两图中可以看出，LSTM 模型的预测效果总体趋势

和真实情况接近，但存在一定滞后性。 
 

 
Figure 8. The structure of optimal LSTM model 
图 8. 最优 LSTM 模型结构图 
 

 
Figure 9. The contrast chart of predicted and real price data in the test set (optimal LSTM) 
图 9. 测试集中预测与真实价格数据对比图(最优 LSTM) 

 

 
Figure 10. The residuals chart of the predicted and real price data (optimal LSTM) 
图 10. 预测与真实价格数据残差图(最优 LSTM) 
 

随后训练单一 CNN 模型，模型训练达到最优时同样得到了如图 11 所示的模型结构图，其中二维卷

积层数为 6 层，平均池化层数为 6 层，dense 层数为 3 层，dropout 层数为 2 层，MAPE 值为 7.09。得到

的测试集中预测与真实数据对比图和残差图如图 12、图 13 所示，由图可知，CNN 模型的预测效果滞后

性得到一定程度的改善，且预测误差有所降低，但局部细微变化不明显，过于平缓。 
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Figure 11. The structure of optimal CNN model 
图 11. 最优 CNN 模型结构图 
 

 
Figure 12. The contrast chart of predicted and real price data in the test set (optimal CNN) 
图 12. 测试集中预测与真实价格数据对比图(最优 CNN) 

 

 
Figure 13. The residuals chart of the predicted and real price data (optimal CNN) 
图 13. 预测与真实价格数据残差图(最优 CNN) 
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最后基于图 8 的 LSTM 结构与图 11 的 CNN 结构，建立了 CNN-LSTM 模型，训练达到最优时在测

试集上的预测值与真实值对比图与残差图分别如图 14 和图 15 所示。从图中明显可以看出，CNN-LSTM
模型结合了 LSTM 模型与 CNN 模型的优点，无论是模型预测值的总体趋势、局部表现以及滞后性都比

单一模型要好。至于图 15 中几处明显差值是由于比特币自身价格的极度不稳定性造成的。 
由 MAPE 值也可以看出，CNN-LSTM 模型达到最优时的 MAPE 值为 4.74，均小于单一 LSTM 模型

与 CNN 模型的 MAPE 值。 
 

 
Figure 14. The contrast chart of predicted and real price data 
in the test set (optimal CNN-LSTM) 
图 14. 测试集中预测与真实价格数据对比图(最优 CNN- 
LSTM) 

 

 
Figure 15. The residuals chart of the predicted and real price data (CNN-LSTM) 
图 15. 预测与真实价格数据残差图(CNN-LSTM) 

6. 结论 

本文先后建立了 LSTM 模型、CNN 模型与 CNN-LSTM 混合模型，发现单一的 LSTM 模型有明显的

滞后性，为解决滞后性，需要结合 CNN 模型生成抽象的高层特征。CNN 模型虽动态捕捉能力更强，但

容易导致上下垂直的误差，故需结合 LSTM 的趋势信息以更准确地预测数据。最终通过将两个模型进行

加权得到 CNN-LSTM 混合模型，其预测效果均优于两个单一模型，有效融合了 LSTM 提取时序特征的

优点和 CNN 提取深层特征的优点。 
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