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摘  要 

为使AP算法对图像进行聚类时充分考虑不同尺度的特征及有效利用未标记数据的特征，提出了结合特征

金字塔网络的半监督AP聚类算法(Semi-supervised AP clustering Based on Feature Pyramid Net-
works, FPNSAP)。FPNSAP算法使用改进的特征金字塔网络来获得图像不同尺度的特征图，对不同大小

的特征图进行融合，获得图像的高级语义特征，识别不同大小、不同实例的目标；k近邻标记更新策略

可以动态增加标记数据集样本数量，充分利用未标记数据的特征，提高AP算法的聚类性能。FPNSAP算
法与四个经典算法(FCH、SAP、DCN和DFCM)在Fashion-MNIST、YaleB和CIFAR-10数据集上进行实验

对比，结果表明，FPNSAP算法具有较高的聚类性能，同时算法的鲁棒性更好。 
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Abstract 
In order to make the AP algorithm fully consider the features of different scales and effectively use 
the features of unlabeled data when clustering images, a semi-supervised AP clustering based on 
feature pyramid network (FPNSAP) is proposed. FPNSAP algorithm uses an improved feature py-
ramid network to obtain feature maps of different scales, fuses feature maps of different sizes to 
obtain high-level semantic features of images and identify targets of different sizes and instances; 
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The k-nearest neighbor label updating strategy can dynamically increase the number of labeled 
data sets, make full use of the characteristics of unlabeled data, and thus improve the clustering 
performance of AP algorithm. FPNSAP is compared with four classical algorithms (FCH, SAP, DCN and 
DFCM) on the Fashion-MNIST, YaleB and CIFAR-10 datasets. The experimental results show that 
FPNSAP has higher clustering performance and better robustness. 
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1. 引言 

数据挖掘技术在多个领域有广泛的应用，近些年来已成为研究者关注的领域。聚类分析作为数据挖

掘的重要技术之一，也广泛应用于各种场景，如社交网络分析[1] [2]、计算机视觉[3]、自然语言处理和

知识发现[4]等。一般的聚类算法只对未标记的数据进行聚类，这种聚类方法一般可以分为三种类型：1) 基
于特征学习的方法。这类方法试图通过结合数据降维技术[5] [6]或子空间学习技术[7]来寻找更多的鉴别

特征。2) 基于度量学习的方法。这些方法旨在为训练数据学习提供一个适当的距离度量[8] [9]。在学习

到的距离度量下，它可以将相似的样本分在一组，同时将不同的样本分开。3) 基于图的聚类。这种方法

先将数据表达为一个图，然后再将聚类问题转化为图划分问题。一般地，在没有任何监督信息的情况下

提取足够的语义特征并在高维数据中学习适当的度量标准是一项具有挑战性的任务。因此，研究学者提

出了半监督聚类算法来改进聚类性能。肖宇等[10]用成对约束信息调整数据形成的相似度矩阵改进了近邻

传播(Affinity Propagation, AP)算法的聚类性能。Tuan 等[11]提出了改进的半监督模糊 C-均值聚类

(SSFCM)，通过使用多个模糊化分类器来提高聚类质量。Tao 等[12]采用密度峰值聚类算法为标记和未标

记数据生成伪聚类标签，然后探索生成的伪标签以构建两种正则化策略，以解决现有的半监督 FISHER
判别分析算法(FDA)不能有效地使用标记和未标记数据进行学习的问题。Zhao 等[13]提出了一种基于密度

峰值和自然邻域的自训练方法，解决大多数自训练方法受到初始标记数据分布的限制并且严重依赖于参

数的问题。 
为了在对图像数据集进行 AP 聚类时，充分提取图像的高层次语义特征，并且充分利用数据的特征，

特别是未标记数据的特征，本文提出了一种结合特征金字塔网络的半监督 AP 聚类算法。首先利用特征

金字塔网络作为网络的特征提取器提取不同尺度的特征并进行特征融合，确保聚类时已经得到了足够的

语义特征，同时使网络在速度和准确性上得到平衡，接着对已经提取到的融合特征进行 AP 聚类，最后

结合半监督思想使用 k 近邻标记更新策略动态增加标记数据集，进而提高 AP 聚类算法对图像的聚类性

能。 

2. FPNSAP 算法 

2.1. 特征金字塔网络 

特征金字塔网络(Feature pyramid network, FPN) [14]是根据金字塔的概念来设计的特征提取器，对不
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同尺寸的目标都有很好的检测效果，被广泛应用于图像的特征提取[15]。 
 

 
Figure 1. Feature pyramid network 
图 1. 特征金字塔网络 

 
本模型的特征金字塔网络主要由三部分组成，分别是自上而下(top-down)采样部分、自下而上

(bottom-up)采样部分和横向连接(lateral connections)部分，网络架构如图 1 所示。自上而下采样是卷积神

经网络对初始图像前向计算，图像输入大小为 224 × 224，首先使用一个大的卷积核(5 × 5)对图像做初始

卷积处理，之后使用 Inception 模块依次对图像进行下采样，使用两次辅助计算模块：Aux_Logits，得到

图像的特征图大小分别为 28 × 28 和 14 × 14，与上采样网络进行拼接处理，做不同尺寸的特征融合。自

下而上采样是对具有高级语义特征的大小为 7 × 7 的特征图进行上采样，将上采样结果与下采样层输出的

相同尺寸的特征图进行融合。其中横向连接是将相同尺寸的特征图按元素相加生成最终的融合特征图[16]。
这样做是因为图像高层的特征语义多，低层的特征语义少但位置信息多，这样便可以在所有尺度上构建

高级语义特征图。与 FPN 不同的是，本文没有分别利用融合后的特征进行聚类操作，而是通过双线性插

值上采样和卷积层卷积操作将最后输出的融合特征图转化为既定大小。 
本文使用 GoogLeNet 作为特征金字塔网络的主干网络。如图 1 的左侧“Conv + Maxpool + BN”表示
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第一个卷积模块。“Inception3、Inception4、Inception5”表示不同的卷积模块，每个 Inception 卷积块都

是由不同数量的卷积层堆叠而成，每个 Inception 模块具体结构如图 2 所示。 
 

 
Figure 2. Inception convolution block 
图 2. Inception 卷积块 

 
两个辅助分类器“Aux_logits”的结构相同，但是输出的特征如的尺寸不同，第一层是一个平均池化

下采样层，池化核大小为 5 × 5，步长为 3；第二层是全连接层，通道数是 2048；第四层是全连接层，通

道数是对应分类的类别个数，根据数据集动态调整。接着通过自上而下的网络将上层特征尺寸上采样，

为了和对应下层特征尺寸相同，将对应元素相加“concat”获得融合特征。最后将融合后的特征图使用

Conv 进行通道改变适应不同的数据集样本分类数量。 

2.2. K 近邻标记传播策略 

本文利用未标记数据通过 k 近邻标记传播策略对聚类结果进行优化，动态增加标记数据集，从而提

高聚类度量学习的性能[17]。图 3(a)展示了现有的半监督聚类模型架构，它用固定的数据集(标记数据和

未标记数据)统一输入训练网络模型[18]，而在本文的网络模型中，将通过逐步更新标记数据来不断改进

模型(标记数据逐步增加和未标记数据逐步减少)，进而充分利用数据的特征，特别是未标记数据的特征，

如图 3(b)所示。 
 

 
(a) 现有的半监督模型 

 
(b) 本文半监督模型 

Figure 3. Semi-supervised clustering model 
图 3. 半监督聚类模型 
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AP 聚类后所有的数据都被归为 C 个簇类，每个簇类包含有限的标记数据，而有大量的未标记数据。

为了充分利用未标记数据的特征，我们每次都向标记数据集中添加 k × C 个新的未标记数据。K 近邻标记

更新策略的主要过程如下。 
步骤 1：根据标记的数据计算每个簇的中心。 

( ){ }
1

1 ,
ci

i

N
l

i j j jl
jc

c s l l i
N =

= =∑                                        (1) 

其中， l
js 代表已标记样本，

i

l
cN 代表簇类 ic 中标记样本的数量， cN 代表簇类的数目， jl 代表样本 l

js 的标

签。 

步骤 2：从每个集群中已标记数据的中心搜索 k 个最近的未标记数据，然后将其属性从未标记数据更

新为已标记数据。集群
ic 中新添加的标记数据 Δ可以通过以下方法计算： 

( )( ){ }( ), , ,u
j j j iS Sort Dis s l l i c k∆ = =                                   (2) 

其中， ( ),u
j j js l l i= 表示第 i 个簇中未标记的样本 u

js ， ( ),Dis 是距离函数， ( ),Sort X k 表示对 X 个元素进

行递增排序并返回前 k 个元素。 

例如，在图 4 中，实心点表示已标记的数据，而空心点表示未标记的数据。在找到每个聚类的标记

数据中心后，每个聚类生成四个新的标记数据，它们是距离该中心最近的未标记样本。随着标记数据数

量的增加，我们可以学习更具鲁棒性和区分性的特征，这将进一步提高聚类算法的准确性。 

 

 
Figure 4. K-nearest neighbors label updating strategy 
图 4. k 近邻标记更新策略 

2.3. AP 聚类算法 

AP 聚类算法的核心思想是通过在不同点之间不断的传递信息，根据数据点间的相似度信息进行更新

迭代从而选出聚类中心完成聚类。AP 算法是利用样本间负的欧几里得距离来计算样本间相似度，以所有

相似度组成相似度矩阵为基础来聚类[19]。例如，点 ix 和点 jx 间的相似度为 ( ) 2
, i js i j x x= − − 。AP 算法

中把全部数据点都当作可能的候选类代表点，计算两两之间的相似度形成相似度矩阵网络，再通过网络

中各条边上的信息 ( )( ), ,r i j R 和 ( )( ), ,a i j A 迭代计算出各样本的类代表点。用 ( ),r i j 代表“吸引度”信息，

用 ( ),a i j 代表“归属度”信息。 ( ),r i j 与 ( ),a i j 的和越大，该候选类代表点作为最后类代表点的概率就

越大。这样，每个样本点通过反复迭代和竞争就会得到最终聚类数据集的类代表点。AP 算法的迭代过程

如下： 
1) 初始化：计算相似度矩阵 ( ),s i j ，偏向参数 p 值，即相似度矩阵对角线上的值 ( ),s k k 。初始化 R

和 A 为 0： ( ) ( ) ( ) ( )0 0, , 0a i j r i j= = 。 
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2) 更新迭代过程： 

① 更新信息量 R 和 A。对 ( ),r i j 的更新过程是所有数据点对候选类代表点的选择，可以理解为用

( ),s i j 减去对候选类代表点最具竞争的类代表点；对 ( ),a i j 的更新过程对应候选类代表点对某一数据点

的影响， ( ), 0r i j′ > 表明其他数据点选择该候选类代表点，那么这一数据点也更倾向于选择该候选类代表

点。R 和 A 的更新公式如下： 

( ) ( ) ( ) ( ){ }, , max , ,
j j

r i j s i j a i j s i j
′≠

← − +                              (3) 

( ) ( ){ }, max 0, ,i ja j j r i j′≠
′←∑                                  (4) 

( ) ( ) ( ) ( ){ }{ },IF , , min 0, , max 0, ,i i j ji j
i j a i j r j j r i j′ ′≠ ≠≠

′≠ ← +∑                     (5) 

② 引入阻尼系数 λ 

阻尼系数是信息更新迭代步骤中的一个重要参数，使用阻尼系数衰减 ( ),r i j 和 ( ),a i j ，针对上一次

迭代的 ( ),r i j 和 ( ),a i j 进行加权更新，以免在更新的过程中出现数值振荡。加权更新公式如下： 

( ) ( ) ( ) ( ) ( )1, , 1 ,tt tr i j r i j r i jλ λ−← + −                              (6) 

( ) ( ) ( ) ( ) ( ) ( ) ( )1, , 1 ,t t ta j j a i j a j jλ λ−← + −                            (7) 

( ) ( ) ( ) ( ) ( ) ( ) ( ) ( )1IF  , , 1 ,t t ti j a i j a i j a i jλ λ−≠ ← + −                        (8) 

其中 0 1λ≤ ≤ ， λ 越大对 ( ),r i j 和 ( ),a i j 的衰减作用越明显。 
③ 判断信息迭代是否满足终止条件：更新迭代次数超过第一次设置的最大迭代次数，信息变化小于

某个阈值，在连续几次更新迭代中，选定的类代表点不会发生变化，满足条件之一即可[20]。 
3) 判断最终得出的聚类数量是否符合样本的聚类要求，若不符合，则变化 p 值，重复进行迭代直到

最后的聚类数量符合要求，最后输出最终的聚类结果。 

2.4. 整体算法框架 

如图 5，本文首先利用标记样本训练特征金字塔网络，以提取图像不同层次的特征，得到不同尺度

的特征图。金字塔网络的损失函数使用 Focal Loss 作为整个特征提取器的目标函数。损失函数计算如下： 

( ) ( )
( )

ˆ ˆ1 log   if 1

ˆ ˆlog 1      if 0
fl

p p y
L

p p y

γ

γ

− − == 
− − =

                                (9) 

令
ˆ            if 1

ˆ1     otherwiset

p y
p

p
=

=  −
， 0γ > 为可调节因子，此处取 0.215γ = ，此时将(9)统一为： 

( ) ( )1 logfl t tL p pγ= − −                                     (10) 

然后利用 AP 聚类算法进行聚类。 
最后，根据上述步骤的聚类结果，使用 k 近邻标记更新策略动态增加标记数据集对未标记数据进行

分类，并将分类结果记录为未标记数据的标签。图 5 为整个 FPNSAP 网络的架构图。 

3. 实验与分析 

3.1. 实验数据集与比较算法 

本文在三个公开数据集上进行了对比实验，包括：Fashion-MNIST、YaleB 和 CIFAR-10 数据集。 
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Figure 5. FPNSAP’s algorithm framework 
图 5. FPNSAP 算法框架 

 
Fashion-MNIST 数据集由 70000 张共 10 个类别的图像组成，分别为 t-shirt (T 恤)、trouser (裤子)、pullover 
(套衫)、dress (连衣裙)、coat (外套)、sandal (凉鞋)、shirt (衬衫)、sneaker (运动鞋)、bag (包)和 ankle boot (短
靴)；YaleB 数据集由 2414 张灰度人脸图像，其中包括 38 人，每个人从 5 个不同的角度捕获的 64 张人脸

图像；CIFRA-10 数据集由 60000 张 32 × 32 彩色图像组成，有 airplane (飞机)、automobile (汽车)、bird (鸟)、
cat (猫)、deer (鹿)、dog (狗)、frog (蛙)、horse (马)、ship (船)和 truck (卡车)一共 10 类，每个类别包含 6000
个样本。 

为了评估本文所提出算法的有效性，将本文算法与以下相关算法进行了比较： 
1) 传统的无监督算法，FCH [5]； 
2) 传统的半监督算法，SAP [10]； 
3) 基于深度学习的无监督算法，DCN [8]； 
4) 基于深度学习的半监督算法，DFCM [13]。 

3.2. 评价指标 

为了评估本文算法与比较算法的性能，采用 F-Measure [21]。和归一化互信息(Normalized Mutual 
Information, NMI)这两种评价指标，这两种评价指标已广泛应用于评价聚类算法的性能[22]。 

F-Measure 指标既考虑了算法的查准率也考虑了算法的查全率，是分类问题中的常用的综合评价的指

标。对于样本类 t 以及样本的聚类 kC ，查准率和查全率： ( )Prec , k tk kt C N N= ， ( )Pec , k tk tt C N N= 。其

中， tkN ：聚类得到的聚类簇 k 中类别为 t 的样本数； kN ：聚类得到的聚类簇 k 中的样本总数 tN ：样本

集中类别 t 中的样本总数。那么，F-Measure 可以表示为： 
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( )
( ) ( ) ( )

( ) ( )

2

2

1 Prec , Rec ,
F-Measure ,

Prec , Rec ,
k k

k
k k

t C t C
t C

t C t C

β

β

+ ×
=

+
                       (11) 

其中， β 为参数变量，本文使用 1β = 进行计算。F-Measure 的取值范围是[0, 1]，F-Measure 的值越大算

法的聚类结果越准确。 
NMI 将度量两个聚类结果的相似度，即将聚类结果和真实标签相比较，值域是[0, 1]，值越高表示两

个聚类结果越相似，公式为： 

( ) ( )
( ) ( )

2 ;
NMI ,

I Y C
Y C

H Y H C
×

=
+

                                 (12) 

其中，Y 代表真实的簇类；C 代表聚类结果； ( )H  代表交叉熵, ( ) ( ) ( )1 logX
iH X P i P i
=

= −∑ ，log 以 2 为

底； ( );I Y C 代表互信息， ( ) ( ) ( );I Y C H Y H Y C= − ，可以看成是一个随机变量由于已知另一个随机变量

而减少的不确定性。 

3.3. 实验与分析 

1) 在 Fashion-MNIST、YaleB 和 CIFAR-10 数据集上比较实验算法与本文算法的聚类性能，设置半

监督算法 SAP、DFCM 和 FPNSAP 标记数据的比例为 10%，实验结果如下表 1 所示，最佳结果以粗体显

示。可以看出，本文 FPNSAP 算法优于经典的比较算法。具体来说，与传统的聚类算法(FCH、SAP)相比，

本文算法结合特征金字塔网络学习到了样本的深层强语义和更具鲁棒性的特征，而 FCH 算法是不利用标

签信息无监督的聚类，进一步削弱了其聚类性能；与基于深度学习的聚类算法(DCN、DFCM)相比，本文

FPNSAP 算法充分提取了图像不同尺度的强语义特征，聚类性能更优越。 
 

Table 1. Comparison of experimental results 
表 1. 对比实验结果 

Methods Fashion-MNIST YaleB CIFAR-10 

NMI    
FCH 0.665 0.521 0.224 

SAP 0.752 0.594 0.239 

DCN 0.811 0.638 0.263 

DFCM 0.904 0.746 0.314 

FPNSAP 0.913 0.806 0.512 

F-Measure    
FCH 0.657 0.506 0.146 

SAP 0.665 0.602 0.158 

DCN 0.757 0.624 0.215 

DFCM 0.902 0.736 0.318 

FPNSAP 0.927 0.898 0.442 
 
2) 本文 FPNSAP 算法与传统的半监督算法 SAP 和基于深度学习的半监督算法 DFCM 相比较，实验

结果如表 2、表 3 所示，最佳结果以粗体显示。可以看出，随着标记样本从 1%增加到 10%，SAP、DFCM
和 FPNSAP 聚类算法性能逐步提升，FPNSAP 算法聚类性能均优于 SAP 和 DFCM 这两种半监督聚类算

法，聚类性能在图 6、图 7 中可视化表示。 
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Table 2. NMI index 
表 2. NMI 指标 

 Fashion-MNIST YaleB CIFAR-10 

 SAP DFCM FPNSAP SAP DFCM FPNSAP SAP DFCM FPNSAP 
1% 0.598 0.862 0.889 0.697 0.715 0.732 0.219 0.289 0.476 
2% 0.674 0.867 0.891 0.712 0.723 0.765 0.223 0.297 0.498 
5% 0.692 0.901 0.898 0.734 0.739 0.793 0.238 0.309 0.546 
10% 0.752 0.904 0.913 0.752 0.746 0.806 0.239 0.314 0.576 
20% 0.768 0.912 0.923 0.663 0.801 0.834 0.354 0.412 0.607 

 
Table 3. F-Measure index 
表 3. F-Measure 指标 

 Fashion-MNIST YaleB CIFAR-10 

 SAP DFCM FPNSAP SAP DFCM FPNSAP SAP DFCM FPNSAP 

1% 0.647 0.854 0.899 0.579 0.715 0.866 0.122 0.283 0.401 
2% 0.649 0.873 0.916 0.584 0.729 0.871 0.128 0.296 0.419 
5% 0.657 0.889 0.924 0.597 0.732 0.876 0.132 0.311 0.432 

10% 0.665 0.902 0.927 0.602 0.736 0.898 0.158 0.318 0.442 
20% 0.701 0.913 0.935 0.626 0.812 0.922 0.295 0.355 0.525 

 

 
(a) Fashion-MNIST                       (b) YaleB                        (c) CIFAR-10 

Figure 6. NMI index 
图 6. NMI 指标 

 

 

(a) Fashion-MNIST                       (b) YaleB                        (c) CIFAR-10 

Figure 7. F-Measure index 
图 7. F-Measure 指标 
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4. 结语 

本文提出了一种结合特征金字塔网络的半监督 AP 聚类算法(FPNSAP)来解决利用深度度量学习网络

提取更有区别的特征，并充分利用未标记数据特征的问题。首先输入少量标记样本，利用改进 GoogLeNet
主干网络搭建特征金字塔网络，提取图像不同尺度融合的特征图。然后利用提取的融合特征进行 AP 聚

类，接着利用 k 近邻标记更新策略动态增加标记样本，充分利用未标记样本的特征。最后，将更新的标

记样本再次输入特征金字塔网络，提取特征后进行 AP 聚类。在 Fashion-MNIST、YaleB 和 CIFAR-10 进

行了实验，证明本文 FPNSAP 算法聚类性能更强且鲁棒性更好。 
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