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Abstract 
In order to overcome the disadvantages of K-Means clustering algorithm, such as over dependence 
on the initial clustering center, easily falling into local optimum, and the premature and slow con-
vergence of the artificial bee colony algorithm due to the limitations of search strategies, a hybrid 
clustering method combining the improved global artificial bee colony algorithm and K-Means++ 
algorithm is proposed, which makes full use of the characteristics of the improved global artificial 
bee colony algorithm and K-Means++ algorithm. It can optimize the location of the initial cluster-
ing center and the convergence speed is fast. By combining the two, K-Means can search globally 
and jump out of the local optimal solution. The experiments are carried out with the Wine data set 
and balance-Scale data set in the UCI database. The results show that the improved global artificial 
bee colony algorithm has faster convergence speed and better optimization effect than the stand-
ard artificial bee colony algorithm. Compared with the original K-Means algorithm, the hybrid 
clustering algorithm proposed in this paper has better stability, fewer iterations, faster conver-
gence speed and better clustering effect. 
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摘  要 

为了克服K-Means聚类算法过度依赖初始聚类中心、容易陷入局部最优的缺点以及人工蜂群算法因为搜

索策略的局限而导致的易早熟，收敛速度慢的问题，提出了改进的全局人工蜂群算法与K-Means++算法

相结合的混合聚类方法，充分利用改进的全局人工蜂群算法可以全局寻优的特点与K-Means++算法能够

优化初始聚类中心位置并且收敛速度快的特点，将二者融合，使得K-Means可以进行全局搜索，跳出局

部最优解，并用UCI数据库中的Wine数据集和Balance-Scale数据集进行实验。结果表明，改进的全局人

工蜂群算法较标准人工蜂群算法收敛速度更快，寻优效果更好；本文提出的混合聚类算法与原始K-Means
算法相比，稳定性更好，迭代次数减少，收敛速度更快，而且聚类效果也有了明显改善。 
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1. 引言 

数据挖掘是从大量数据中挖掘有趣模式和知识的过程，聚类分析是数据挖掘的一种重要技术手段，

它将一个数据集对象或观测划分成若干子集[1]。K-Means 算法是聚类分析中一种基于划分的无监督学习

算法。具有思想简单、效果好、容易实现的优点，广泛应用于机器学习等领域[2]。但其对初始中心敏感、

易陷入局部最优等问题也是近年来研究者对此算法进行改进的重点。文献[3] [4] [5] [6] [7]采用改进群体

智能等方法与 K-Means 混合聚类以及从优化初始中心的角度考虑改进 K-Means。人工蜂群算法(ABC)因
其搜索速度较快、鲁棒性好、且易于实现的优点被广泛应用。但由于搜索策略的局限性，人工蜂群算法

虽然在前期性能较好，但在后期易陷入局部解。文献[8] [9] [10]对于 ABC 算法的问题进行改进，优化蜂

群的搜索策略，但算法的收敛速度偏慢。文献[11]将人工蜂群算法改进后与 K-Means 算法相结合，一定

程度提高了聚类质量，但是该算法随机产生食物源，降低了种群的多样性。文献[12]为避免聚类中心可能

是同类样本而采用最大最小距离积法产生初始聚类中心。本文提出了一种结合人工蜂群与 K-Means 的改

进混合聚类算法，IGABC-K-Means++算法，降低了初始聚类中心的依赖性和陷入局部最优解的可能性，

有效提高了算法的聚类效果和稳定性，缩短了聚类时间。 

2. 相关算法简介 

2.1. 原始 K-Means 算法 

设样本集为 ( )1 2, , , NX X X X=  ，其中 1 2, , ,i i i iDX X X X=   ( 1, 2, ,i N=  )，现将这 N 个 D 维的数据

聚类： 
Step 1：随机选取 k 个簇中心点； 
Step 2：遍历所有数据，将每个数据划分到欧式距离最近的中心点中； 
Step 3：计算每个聚类的平均值，并作为新的簇中心点； 
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Step 4：重复 2~3，直到某个中止条件。 

2.2. 人工蜂群算法 

人工蜂群算法具体实现步骤： 
Step1：初始化蜂群数 NP、食物源个数 SN，最大迭代次数 MCN、食物源停滞的最大次数 Limit 和确

定搜索空间 D，通常有 SN = NP/2；在设置的区间内按照公式(1)随机生成 SN 个食物源并根据公式(2)计
算其适应度值 fitness。 

( )( )0,1ij j i jX b rand a b= + − ; ( )1,2,3, ,SNi =                         (1) 

( )

1
1
1

fitnessfitness
abs fitness


 += 
 +

                                 (2) 

公式(1)中， ( )0,1rand 表示 ( )0,1 之间分布均匀的随机数。aj 和 bj 分别表示第 j 维数据的上限和下限

( 1, 2,3, ,j D=  )。 
Step2：引领蜂由式(3)进行邻域搜索，产生一个候选食物源并计算 fitness， 

( )ij ij ij m j kjV x R x x= + −                                   (3) 

公式(3)中， k i≠ ；Rij为 [ ]1,1− 之间的随机数。对比新解与旧解的 fitness，如果新解较好，就用新解取代

旧解，否则，仍用旧解，同时将食物源的停滞次数加 1。 
Step3：跟随蜂按照轮盘赌选择引领蜂，根据公式(3)更新当前位置，fitness 较大，被更新的可能越大，

选择概率为公式(4)：  

1

SN

i i i
i

P fit fit
=

= ∑ ; 1, 2,3, ,SNi =                                (4) 

Step4：经过 Limit 次循环后某个解没有被更新，则放弃当前食物源，此引领蜂转成侦查蜂。 
Step5：完成 MCN 次迭代后，输出 fitmax的最优解。 

3. 一种基于人工蜂群与 K-Means 的改进混合聚类算法(IGABC-K-Means++) 

3.1. K-Means++算法 

为了解决因为初始化带来的 K-Means 算法的问题，K-Means++算法主要是让随机选取的中心点不再

趋于局部最优解，而是让其尽可能的趋于全局最优解，解决 K-Means 算法的初始化问题。算法中，并不

是直接选择距离最远的点作为新的簇中心，只是让这样的点被选做簇中心的概率更大。 
具体步骤如下： 
Step 1：随机寻找一个点作为中心点； 
Step 2：计算其他点到目前的全部簇中心点的距离(最开始只有一个中心点)； 
Step 3：利用公式(5)计算出映射到对应点的概率。 

( )

( )

2

2

0

i m

i

D k
P

D i
=

=

∑
                                      (5) 

其中 D(k)就是第 k 个点到其他中心点的最短距离。 
Step 4：根据 Step 3 中计算出的概率利用轮盘法随机选择出一个中心点，然后重复步骤 2，3，4，直

至找到全部中心点。 
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3.2. 适应度函数设计 

适应度函数的选取是影响算法稳定性和收敛性的关键因素[1]，本文结合人工蜂群迭代搜索过程以及

K-Means 算法思想提出一种新的适应度函数，如式(6)所示。 

( )
1

,
i j

k

i i j j
j x c

fitness d x Center CN
= ∈

= ∑ ∑                             (6) 

( )
1

,
i j

k

i j
j x c

d x Center
= ∈
∑ ∑ 表示第 j 类的类内距。CNj表示属于第 j 类的样本数。 

如果仅以类内距作为适应度函数，就会忽略类内样本数对于类内离散度的影响。当各类样本数目差

距较大时，仅仅用类内距作为适应度函数是不合理的，本文将平均类内距离作为适应度函数。Fitness 值

越小，表示类内离散度越小，类内点密度越大，说明粒子的位置越好，聚类结果也就越精确。 

3.3. GABC 算法 

朱国普等学者提出了全局最优解引导的 ABC 算法(GABC 算法) [13] [14]，该算法在位置搜索公式中

添加了全局最优项来指导算法的搜索过程，通过添加全局最优项来加强算法在全局最优解附近的搜索能

力而且收敛速度也有所增加[15]。使用公式(7)取代原始 ABC 算法中的公式(3)。 

( ) ( )ij ij ij m j kj best ijV x R x x x xϕ= + − + −                            (7) 

Rij是 [ ]1,1− 中的一个随机数，xbest表示全局最优食物源，ϕ 是 [ ]0,C  (C 是一个正数)中的一个随机数，

经多次实验，当 1.5C = 时效果最好。 

3.4. 贪婪选择 

在原始人工蜂群算法中，跟随蜂按照轮盘赌选择引领蜂时，适应度值越大，被搜索到的概率越大。

在本文中，将跟随蜂的选择概率定为公式(8)： 

1

1 i
i SN

i
i

fit
P

fit
=

= −

∑
, 1, 2,3, ,SNi =                                (8) 

适应度值越小表示引领蜂的位置越好，被选择的概率越大。 

3.5. IGABC-K-Means++算法的实现 

本文将改进的全局人工蜂群算法与 K-Means++算法相结合，提出一种新的混合聚类方法，算法描述

如下： 
Step 1：模型开始，设置引领蜂、跟随蜂的数量(一般情况下，二者相等)；最大迭代次数 MCN 及控

制参数 Limit；聚类簇数 K，Cycle = 1；利用 K-Means++初始化 SN 个蜂群。 
Step 2：对初始蜂群进行聚类划分，根据公式(6)计算每只蜜蜂的 fitness，将值较小的 50%为引领蜂，

值较大的 50%为跟随蜂。 
Step 3：引领蜂利用式(7)进行邻域搜索，得到新位置，对比两个位置的 fitness，按照贪婪选择原则，

如果 fit 新 < fit 旧，则新位置取代原位置；否则，保持原位置。并且将食物源的停止次数加 1；当所有引领

蜂完成邻域搜索后，根据式(8)计算概率 Pi。 
Step 4：跟随蜂利用 Pi 并基于轮盘赌原则选择引领蜂。当跟随蜂完成选择后，利用式(7)对邻域进行

搜索，同样按照贪婪选择原则选择 fiti小的位置。 
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Step 5：跟随蜂搜索结束，用 K-Means 对得到的位置进行聚类划分，更新蜂群。 
Step 6：如果某引领蜂在 Limit 次迭代后，结果都没有改变，则变为侦察蜂，并随机产生一个新食物

源。  
Step 7：如果当前迭代次数达到最大次数 MCN 转向步骤 8，否则转向步骤 3，Cycle = Cycle + 1。 
Step 8：输出聚类中心和对应的 fitness，算法结束。算法流程图如图 1 所示： 

 

 
Figure 1. IGABC-K-Means++ algorithm flowchart 
图 1. IGABC-K-Means++算法流程图 
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4. 实验结果及分析 

4.1. IGABC 算法性能测试 

在函数优化时，设 IGABC 算法和原始 ABC 算法的种群个数 NP = 20，SN = 10，Limit = 100，MCN = 
2000。两种算法分别在 Sphere、Griewank 两个标准测试函数上进行性能测试，测试函数属性如下： 

Griewank 函数： 

( ) 2

1 1

1 cos 1
4000

DD
i

i
i i

x
f x X

i= =

 
= − + 

 
∑ ∏   [ ]600,600 D−  

Sphere 函数： 

( ) 2
D

i
i

f x x= ∑   [ ]100,100 D−  

其中 Sphere 是单峰函数，Griewank 是多峰函数，用适应度来评价改进算法的性能，得出结果如图 2 和图

3 所示。 
结果分析： 
从图 2 和图 3 可以看出原始 ABC算法在两种测试函数上表现出了容易陷入局部最优并且有不同程度

的收敛速度变慢的问题；IGABC 在适应度函数和全局引导因子的作用下，迭代次数更少，可以找到的位

置更优。 

4.2. IGABC-K-Means++算法性能测试 

为了验证 IGABC-K-Means++聚类算法的有效性，实验选取 UCI 机器学习数据库中著名的 Wine 数据

集和 Balance-scale 数据集，数据集属性如表 1 所示。算法参数设置：最大迭代次数 MCN = 100；食物源

个数 SN = 10；食物源停滞的最大次数 Limit = 100。 
 

 
Figure 2. Fitness change of different algorithms in the Griewank function 
图 2. 不同算法在 Griewank 函数的适应度变化图 
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Figure 3. Fitness change of different algorithms in sphere function 
图 3. 不同算法在 Sphere 函数的适应度变化图 

 
Table 1. Data sets used in the experiment 
表 1. 实验中使用的数据集 

数据集名称 数据个数 属性维数 类别个数 

Wine data 178 13 3 

Balance-scale 625 4 3 

 
实验的软件环境 Matlab2016b，Windows10 操作系统。在相同的数据集下，都进行了 20 次的单独实

验，取平均值，在收敛时间、最大值、最小值、平均值、标准差 5 个方面进行比较，结果如表 2、表 3
所示： 
 
Table 2. Clustering comparison results of wine data 
表 2. Wine 数据聚类对比结果 

算法 收敛时间 最大值 最小值 平均值 标准差 

K-Means 1.3622 1.8558 1.6007 1.7275 53.6903 

ABC+K-Means 10.9185 1.6714 1.6488 1.6514 0.0924 

IABC-K-Means 5.3274 1.6568 1.6555 1.6562 0.0515 

IGABC-K-Meanss++ 3.1284 1.6485 1.6460 1.6468 0.0176 

 
Table 3. Cluster comparison results of Balance-Scale data 
表 3. Balance-Scale 数据聚类对比结果 

算法 迭代时间 最大值 最小值 平均值 标准差 

K-Means 1.0835 1.1874 0.4262 0.9761 1.7460 

ABC+K-Means 11.0268 1.2835 0.9075 1.2442 0.0608 

IABC-K-Means 7.68478 1.3337 1.0383 1.3271 0.0287 

IGABC-K-Meanss++ 5.1476 1.2633 1.0321 1.2376 0.0096 

https://doi.org/10.12677/airr.2020.92011


包婉莹 等 
 

 

DOI: 10.12677/airr.2020.92011 99 人工智能与机器人研究 
 

结果分析： 
在表 2 和表 3 中可以看出，K-Means 算法聚类耗时短但结果的标准差较大，每次实验结果差距较大，

主要是由于初始聚类中心的影响，所以效果并不理想； 
ABC+K-Means 算法是把原始的 ABC 算法与传统的算法融合在一起，想比较而言，此算法的寻优能

力比传统 K-Means 算法好一些，标准差减小，但 ABC 算法易早熟的问题仍然存在，所以算法后期收敛

速度缓慢，需要消耗的时间更长； 
IABC-K-Means 算法是文献[12]提出的算法，采用最大最小距离积法产生初始聚类中心，克服了传统

K-Means 鲁棒性较差的缺点，聚类效果得到改善； 
IGABC-K-Means++算法在选择的初始点时可以更好的反映数据实际分布，既保证了聚类准确度和算

法效率，而且算法表现出很好的稳定性。 

5. 结论 

本文将改进的人工蜂群算法与 K-Means++算法结合，从优化聚类中心位置入手，从蜂群的初始化、

适应度函数、位置更新，贪婪选择四个方面进行改进以较大概率跳出局部极值，寻找更优的聚类中心，

解决了 K-Means 算法全局搜索能力差的问题。实验对比结果表明 IGABC-K-Means++算法效率改善的较

为明显、性能也得到较大提高，优化了 K-Means 聚类效果和决策分析的准确度。下一步的研究目标是，

利用改进的全局人工蜂群算法和 K-Means++算法结合的混合聚类算法优势，将其应用于植物叶片高光谱

图像数据中，研究融合算法的实用性。 
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