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Abstract 

The problem of depth estimation from single image has been addressed. The mapping between a 
single image and the depth map is inherently ambiguous, and requires both global and local in-
formation. This paper presents a fully convolutional U-net whose encoder is pre-trained ResNet50 
without fully connected layer or pooling layer, and uses residual up-sampling layers to enlarge the 
feature maps. Besides, skip connection is introduced, making the model U-net, to fuse global and 
local information. The network can be end-to-end trained. 
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摘  要 

本文解决了从单张图像估计深度信息的问题。单张图像与深度图之间的映射是是模棱两可的，它需要全

局信息和局部信息。本文部署了一个全卷积U型神经网络，它用预训练的ResNet-50网络提取图像特征，

然后用残差上采样模块将特征图恢复到深度图的尺寸大小，并且使用了跳跃链接，整个网络呈现U型，

从而对全局信息和局部信息进行融合。整个网络可以进行端到端的训练。 
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1. 引言 

深度图估计是计算机视觉的一个基础性问题，它可以展现一个场景的一些几何关系。近几年提出了

不少的从立体图像中估计深度的成功方法。如果有精确的图像匹配，深度的确可以从立体图像中估计出

来。这方面已经被广泛研究过了，但是在实践中常常会遇到单目图像的深度估计的问题，图片有的是室

内的，有的是室外的。因此在缺乏深度传感器的情况下估计深度信息是必不可少的。再者，深度信息对

计算机视觉的其它任务有很大帮助，比如图像识别[1]与语义分割[2]。 
众所周知，从单目图像中估计深度信息是一个不适定问题，因为一张 RGB 图像可能对应无限多种

现实世界的场景，并且获取不到可靠的视觉线索。有很多工作都尝试着解决这个问题。近来，卷积神

经网络(Convolutional Neural Networks, CNNs)常常用来学习像素与深度之间的一种内含的关系。本文实

现了一个端到端可训练的 U 型 CNN 架构，结合残差网络，可以学习图像像素灰度值与对应深度图之

间的映射。 

2. 相关工作 

2.1. 经典方法 

经典方法依赖于对场景几何的强烈假设，依赖于手工制作的特征和概率图模型，而概率图模型

利用图像的水平对齐几何信息或其他的几何信息。比如，Saxena et al. [3]利用线性回归和 MPF 从图

像特征中预测出深度，之后又将该工作扩展到 Make3D 系统[4]。然而，这个系统依赖于图像的水平

对齐。 

2.2. 基于特征的映射方法 

第二种相关工作是基于特征的，给定一张 RGB 图像，在 RGB-D 的数据集中找到最近邻的图相对，

检索出来的深度图会被用来产生最后的深度图。Karsch et al. [5]利用 SIFT 流，之后用一种全局优化的方

法，而 Konrad et al. [6]计算检索出来的深度图的中值，之后用交叉双边滤波来平滑。Liu et al. [7]将优化

问题建模为连续和离散的可变势能的条件随机场 Conditional Random Field (CRF)。这些方法都基于这样

一个假设：RGB 图像中的区域之间的相似性也意味着相似的深度线索。 

2.3. 基于卷积神经网络的方法 

近来，基于 CNN 的深度估计方法开始占据主流。由于这个任务跟语义分割很相近，所以大多数工作

都基于 The Image Net Large Scale Visual Recognition Challenge (ILSVRC) [8]中最成功的架构。Eigen et al. 
[9]是第一个运用 CNN 来预测单目图像深度的。他们用了两个深度网络模块，第一个做全局粗糙的速度

估计，第二个在局部改善预测结果。这个想法之后被扩展[2]，三个 CNN 网络栈被用来额外预测表面法
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线、类别以及深度。另外一个提高预测深度图质量的方向是将卷积神经网络与图模型结合。Liu et al. [10]
提出用一种 CRF loss 的方式在 CNN 训练过程中学习一元的和成对势能，这种方法没有利用几何先验就

达到了最好的结果.这个想法行得通是因为深度值是连续的[11]。Li et al. [12]和 Wang et al. [13]用层次

CRFs 来细化 patch-wise 的 CNN 预测结果，从超分辨到像素级别。 

2.4. 基于全卷积神经网络的方法 

全卷积神经网络(Fully convolutional networks, FCN)在密集预测的问题中有令人满意的表现。[14]
使用 FCN，并用 CRF 来进行后处理。除了传统的卷积层，[15]使用扩张卷积来有效增加神经元的感受

野，而且不用增加模型的参数以及训练所需要的数据量；[16]在语义分割任务中使用转置卷积来上采样

特征图和预测图，并提出 U-net 网络结构。Laina et al. [17]提出一种带有残差上采样块的全卷积残差神

经网络。 

3. 网络结构 

本文的网络结构如图 1 所示，分别为特征提取部分和上采样部分。其中第一部分用 ResNet50，删除

了最后的全局池化层和全连接层，并以预训练模型的权值进行初始化；第二部分使用残差上采样[17]，使

得特征图逐步放大，最终输出预测的深度图。最后，使用跳跃连接，对第一部分的特征与第二部分的特

征进行融合。 
1) 残差上采样层 
如图 2 所示，Unpooling 层可以把特征图里的每个值都映射到一个 2*2 的矩阵的左上角处，而该矩

阵的其他位置均填充数值 0，后接一个 5*5 的卷积层。这样的结构可以把输入的特征图的尺寸增大，在

本例中，则可以将尺寸加倍。然而，这样的结构会在数值 0 上花费过多的计算，并且使得输出的预测

图造成棋盘效应(棋盘状伪影)。为了解决这个问题，本文引入残差上采样层(Fast up-projection layer [17])，
用 4 个不同的小卷积，分别是 3*3、3*2、2*3 和 2*2，代替 5*5 的卷积层。如图 3 所示，在残差上采样

层的每个分支上特征图分别经过 4 个不同的卷积核，再做插入操作，使得特征图的尺寸加倍，同时通

道数减半。 
2) 跳跃连接 
由于卷积神经网络是层级结构，也就是说，越靠近输出端的神经元拥有越大的感受野，并且可以产

生越抽象的特征，而越靠近输入端的神经元其感受野越小但是包含更多的边缘信息。基于这个前提，本

文将网络第一部分的特征与第二部分的特征进行级联，这种跳跃式的连接既让梯度更有效地反向传播，

又保留更多的边缘信息。 
 

 
Figure 1. The architecture of the proposed network 
图 1. 本文提出的网络结构 
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Figure 2. Up-sampling layer 
图 2. 上采样块 

 

 
Figure 3. Fast up-projection layer 
图 3. 残差上采样块 

4. 实验 

本文将提出的模型在 NYU V2 数据集[18]上训练和测试。包含 1449 个室内场景 RGB 图像及其对应

的深度图，其中 795 个训练样本对，654 个测试样本对。在对训练集中拿出 10%作为验证集，剩余的训

练样本当做开发集，并对开发集离线做了随机旋转、改变尺寸以及剪切，最后数据扩增到了大约 5000 个

样本对，并且保证 RGB 图与深度图是同步变换的。在训练的过程中，又对训练集中每一对样本进行同步

的随机左右翻转和随机改变 RGB 图的颜色，这样的在线随机变换相当于进一步离线扩增数据集而且不用

占用额外的磁盘容量，最后可以推算出数据扩增到了 10,000 个样本对。 
本文模型实现基于 PyTorch，电脑配置为 Intel core i5 处理器、NVIDIA GTX 1060 显卡和 8 GB 内存。

使用ADAM优化器，学习率初始化为 0.003，并且每 5个 epoch将学习率乘于 0.1，权重衰减系数为 0.0001。 
为了定量评估模型，本文使用如下指标。 d 为深度标签值， d̂ 为深度预测值，T 为图像中所有的像

素的集合，δ 为准确率，threshold 为准确率阈值(分别取 1.25、1.252 和 1.253)。 
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实验结果： 
 
Table 1. Comparison of evaluation index on NYU v2 dataset 
表 1. NYU v2 数据集上实验评价指标对比 

方法 
准确率(越高越好) 误差(越低越好) 

1.25δ <  21.25δ <  31.25δ <  Rel RMS log10 

Karsch [5]  - - - 0.374 1.12 0.134 

Liu [7]  - - - 0.335 1.06 0.127 

Eigen [9]  0.611 0.887 0.971 0.215 0.907 - 

Liu [12] 0.614 0.883 0.971 0.230 0.824 0.095 

本文方法 0.625 0.898 0.980 0.225 0.720 0.100 

 

NYU V2 数据集上的实验结果如表 1 所示，通过结果对比可以得知本文算法结果更优。与 Liu [12]
的结果相比，本文模型的准确率分别提高 1.79%、1.7%和 0.9%，同时平均相对误差和均方根误差分别降

低了 2.17%和 12.6%。 
分析： 
在测试集中随机选取 3张图片用于训练好的模型进行深度估计，本文方法的结果如图 4所示。与Eigen

等[9]的方法比较，本文没有先粗略预测再细致调优的多尺度 CNN 结构，而是单尺度的网络；与 Liu 等[12]
提出的方法相比，本文在像素级别进行了密集预测，并且不需要用 CRF 作为后处理方式对预测图进行细

节优化。 
 

 

 

 
(a) 原图            (b) 本文方法         (c) 标签图 

Figure 4. The depth estimation of NYU v2 dataset 
图 4. NYU v2 图像深度估计结果 

5. 结论 

本文提出了一种新的深度估计模型，以解决单目图像的深度估计问题。该模型利用预训练的 ResNet50
作为编码器，利用残差上采样块构造出解码器，并且利用跳跃连接将底层特征与高层特征融合起来，从

而加速网络收敛和保留更多的边缘信息，是一个端到端的全卷积网络，大大减少了参数的个数与训练所
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需的样本数量。与文献[5]、[7]、[9]和[12]相比，本文提出的模型误差更小、准确率更高。在未来的研究

中，将会引入扩张卷积，利用这种卷积增加神经元的感受野，从而得到更优的局部特征。 
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