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Abstract 
The BERT pre-trained language model has been widely used in Chinese named entity recognition 
due to its good performance, but the large number of parameters and long training time has li-
mited its practical application scenarios. In order to solve these problems, we propose 
ALBERT-BiLSTM-CRF, a model for Chinese named entity recognition task based on ALBERT. Struc-
turally, the model firstly trains character-level word embeddings on large-scale text through the 
ALBERT pre-training language model, and then inputs the word embeddings into the BiLSTM 
model to obtain more inter-character dependencies, and finally decodes through CRF and extracts 
the corresponding entities. This model combines the advantages of ALBERT and BiLSTM-CRF 
models to identify Chinese entities, and achieves an F1 value of 95.22% on the MSRA dataset. Ex-
periments show that while greatly reducing the pre-training parameters, the model retains rela-
tively good performance and has good scalability. 
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摘  要 

在中文命名实体识别任务中，BERT预训练语言模型因其良好的性能得到了广泛的应用，但由于参数量
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过大、训练时间长，其实际应用场景受限。针对这个问题，提出了一种基于ALBERT的中文命名实体识

别模型ALBERT-BiLSTM-CRF。在结构上，先通过ALBERT预训练语言模型在大规模文本上训练字符级别

的词嵌入，然后将其输入BiLSTM模型以获取更多的字符间依赖，最后通过CRF进行解码并提取出相应实

体。该模型结合ALBERT与BiLSTM-CRF模型的优势对中文实体进行识别，在MSRA数据集上达到了

95.22%的F1值。实验表明，在大幅削减预训练参数的同时，该模型保留了相对良好的性能，并具有很

好的可扩展性。 
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1. 引言 

命名实体识别 (Named Entity Recognition, NER)任务一直是自然语言处理 (Natural Language 
Processing, NLP)领域中的研究热点，主要采用序列标注的方式，获取文本中具有特定意义的实体。从早

期基于规则和字典的方法开始，历经传统机器学习方法和深度学习方法，到近两年来的预训练语言模型，

研究者们进行了不断的尝试与探索。 
在 NER 任务中，传统机器学习方法，如隐马尔可夫模型(Hidden Markov Model, HMM)、最大熵马尔

可夫模型(Maximum Entropy Markov Models, MEMM)和条件随机场(Conditional Random Field, CRF)，利用

概率图模型的思想，计算当前序列中的状态转移概率，进而获取最优标注序列[1]。另一方面，深度学习

方法，如循环神经网络(Recurrent Neural Network, RNN)，逐渐演化出长短期记忆网络(Long Short-Term 
Memory, LSTM)与门控循环单元(Gated Recurrent Unit, GRU)等具有记忆功能的网络结构，通过融合更多

信息获取更好的效果[2]。2013 年，Mikolov 等人提出词向量化工具 Word2Vec [3]，如何训练词嵌入(Word 
Embedding)成为新一轮的研究热点。2018 年，Devlin 等人结合前人的经验，提出了 BERT (Bidirectional 
Encoder Representations from Transformers)预训练语言模型[4]，在 NER 等 11 个 NLP 任务上取得了最好效

果。为解决 BERT 参数量过大的问题，Lan 等人于 2019 年提出了 ALBERT (A Lite BERT)预训练语言模

型[5]，在基本维持性能的前提下，获得了更好的模型扩展性。 
本文将 ALBERT 预训练语言模型与 BERT 预训练语言模型在 MSRA 公开的中文命名实体识别数据

集上进行对比，并结合 BiLSTM-CRF 模型，构建 ALBERT-BiLSTM-CRF 模型，在数据集上进行了进一

步实验验证，结果表明 ALBERT 预训练语言模型保留了相对良好的性能，并具有很好的可扩展性。 

2. 相关工作 

与英文不同，中文构成较为复杂，不仅在语义上存在字符与词语的区分，还有笔划与部首等额外信

息。Dong 等人应用融合了字符嵌入和部首级表示的 BiLSTM-CRF 模型[6]，在没有精心调整特征的情况

下取得了更好的效果。Xiang 等人提出了一种字词混合嵌入(CWME)方法[7]，可以结合下游的神经网络模

型有效地提高性能。Zhang 等人提出了 Lattice LSTM [8]，对输入字符序列以及与词典匹配的所有潜在词

进行编码，显式地利用了字符信息和词序信息，避免了分词错误，并在 MSRA 公开的中文命名实体识别

数据集上达到了 93.18%的 F1 值。针对微博数据集等口语化较多的语料，Xu 等人提出了 ME-CNER [9]，
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以推导中文文本中命名实体的字符嵌入，在微博数据集上实现了较大的性能改进。Johnson 等人提出了一

种综合嵌入方法，CWPC_BiAtt [10]，将字符嵌入、词语嵌入和词性嵌入依照顺序进行拼接以获得它们之

间的依存关系，并采用注意力机制捕获当前位置内容与任何位置之间的联系，在 MSRA 数据集和微博

NER 语料库上获得了较高的精度和召回率。 
以上方法的探索证明了字符嵌入与词语嵌入在中文命名实体识别任务中的有效性，而在 Devlin 等人

提出 BERT 后，其输出的词嵌入所具有的良好的语义表达效果，使针对预训练语言模型的研究成为热点。

在中文电子病历的命名实体识别任务中，Dai 等人[11]与 Jiang 等人[12]使用 BERT-BiLSTM-CRF 模型获

得了优于其他模型的效果。Cai 等人[13]先通过 BERT 预训练语言模型增强字符的语义表示，然后将字符

嵌入输入 BiGRU-CRF 进行训练，最终得到了优于最佳模型的效果。Gong 等人[14]使用 BERT 训练汉字

嵌入，将其与汉字根基表示法联系起来，并将结果放入 BiGRU-CRF 模型中，在中文数据集上取得了良

好的效果。为进一步提升 BERT 在中文 NER 任务上的表现，Cui 等人提出了全字掩码(WWM) [15]，实验

表明该方法可以带来显著收益。 
尽管 BERT 具有非常优异的性能表现，但由于其庞大的参数量，很多研究者开始研究如何在保持一

定性能的情况下压缩 BERT 的规模。Michel 等人发现，在测试时移除大量注意力表头也不会对性能产生

显著影响[16]。Wang 等人提出了一种基于低秩矩阵分解与强化的拉格朗日 L0 范数正则化的新型结构化

修剪方法[17]，在任何稀疏度级别上都可以显著实现推理加速。Shen 等人提出了一种新的逐组量化方案，

并使用基于 Hessian 的混合精度方法进一步压缩模型[18]。Lan 等人[5]提出的 ALBERT 采用两种参数减少

技术以降低内存消耗并提高 BERT 的训练速度，同时使用了一种自我监督的损失以提高训练效果。 
Lan 等人提出的 ALBERT 具有很好的减少参数的效果，但参数的减少必然带来性能的损失。为提升

下游任务的性能，本文提出结合 BiLSTM-CRF 模型的 ALBERT-BiLSTM-CRF 模型，并在 MSRA 公开的

中文命名实体识别数据集上达到了 95.22%的 F1 值。 

3. ALBERT-BiLSTM-CRF 模型 

模型主要由三部分构成，分别为 ALBERT 预训练语言模型、BiLSTM 层和 CRF 层。以 ALBERT 的

编码输出作为 BiLSTM 层的输入，再在 BiLSTM 的隐藏层后加一层 CRF 层用以解码，最终得到每个字符

的标注类型。具体结构如图 1。 
 

 
Figure 1. ALBERT-BiLSTM-CRF Model 
图 1. ALBERT-BiLSTM-CRF 模型 

3.1. BERT 预训练语言模型 

在自然语言处理任务中，语言模型是一个重要概念，其任务是计算语言序列 1 2, , , nw w w 的出现概率
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= = |∏                         (1) 

传统语言模型，如神经网络语言模型，一方面由于其是单向的，无法融入上下文信息，另一方面由

于训练得到的词嵌入为固定的，无法表示词的多义性。BERT 的模型结构很好地解决了这两个问题。 
BERT 模型结构如图 2 所示。相比于 GPT [19]和 ELMO [20]，BERT 结合了二者的长处，采用双向

Transformer [21]作为编码器，一方面使用效果更好的 Transformer 替代了 LSTM，另一方面，双向的语言

模型使得 BERT 可以获取上下文信息，进而使词嵌入具有更丰富的语义信息。 
 

 
Figure 2. BERT Pre-trained Language Model 
图 2. BERT 预训练语言模型 

 
Transformer 编码单元结构如图 3 所示。Transformer 主要利用的思想是注意力机制，通过自注意力获

取序列内部联系： 

( )
T

Attention , , softmax
k

QKQ K V V
d

 
=   

 
                           (2) 

然后通过多头结构拼接结果： 

( ) ( )1MultiHead , , Concat head , ,head O
hQ K V W=                        (3) 

( )head Attention , ,Q K V
i i i iQW KW VW=                            (4) 

而在 Transformer 编码单元中，为使网络更容易训练，引入了残差连接和层归一化： 

( )
2

i L
i

L

xLN x µ
α β

σ ε

−
= × +

+
                                (5) 

( )1 1 2 2max 0,FFN xW b W b= + +                               (6) 

由于注意力机制本身不提取时序特征，在输入端通过添加位置嵌入引入位置信息： 

( ) ( )model2
,2 sin 10000 i d

pos iPE pos=                              (7) 

( ) ( )model2
,2 1 cos 10000 i d

pos iPE pos+ =                             (8) 

最后，BERT 将位置嵌入和词嵌入拼接起来作为模型输入。 
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Figure 3. Transformer Encoder 
图 3. Transformer 编码单元 

 
虽然在模型结构上只是对 GPT 和 ELMO 的一种改进，但 BERT 创新性地提出了“Masked 语言模型”

和“下一句预测”两种任务。Masked 语言模型随机选择语料中 15%的词用[Mask]掩码代替，而这些被选

择的词中有 80%被正常替换，10%被替换成另外一个词，10%保持不变；下一句预测是在做语言模型预

训练的时候，正样本选择同文档中顺序相连的两个句子，负样本从不同文档中随机选择句子拼到第一个

句子后面。这两种任务，前者获取词间信息，后者获取句子间信息，在训练的时候融入这两种信息可以

使词嵌入具有更好的全局表达效果。 

3.2. ALBERT 模型的改进 

相比于 BERT，ALBERT 主要采用了三种改进方法。 

3.2.1. 对嵌入的因式分解 
在 BERT 中，词嵌入大小 E 与隐藏层大小 H 相同，总参数量为词汇表长度 V 乘以每个词嵌入隐藏层

大小 H，其复杂度为 ( )V HΟ × 。而 ALBERT 认为，词级别的嵌入没有上下文依赖的表述，而隐藏层的

输出包括了一些上下文信息，理论上来说隐藏层的表述包含的信息应该更多，应该让 H E 。因此

ALBERT 提出利用因式分解降低参数的方法，先把 one-hot 向量映射到一个大小为 E 的低维度空间，然

后通过高维映射变换到隐藏层空间内，进而使参数量的复杂度变换如下： 

( ) ( )V H V E E HΟ × →Ο × + ×                               (9) 

3.2.2. 跨层参数共享 
Transformer 共享参数有多种方案，ALBERT 采用了全连接层与注意力层都进行参数共享的策略，共

享了编码器内的所有参数，即用一个自注意力层的参数共享给每个注意力头。由于全连接层与注意力层

占据了总参数量中的大部分，而跨层参数共享策略直接把二者的参数减少为单头时的情况，极大地压缩

了参数总量。另一方面，减少了模型复杂度的同时，也使性能有比较明显的降低。 

3.2.3. 句间连贯性损失 
为了弥补参数减少带来的性能损失，ALBERT 采用了一系列的方法提升模型的性能，例如放宽输入

序列限制，采用 n-gram 掩码代替单字掩码，移除 dropout，而性能提升最明显的是一种新的训练任务，

句间连贯性损失。ALBERT 认为，相比于 Masked 语言模型的提升，BERT 采用的下一句预测任务降低了

下游任务的性能，因为该任务包含了两个子任务，主题预测与关系一致性预测，而前者比后者简单很多。

在 ALBERT 中，采用了一种新的策略对下一句预测任务进行改进，仅保留关系一致性预测。该任务中，
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正样本与下一句预测任务相同，选择同文档中两个顺序相连的句子，负样本则由正样本的两个句子调换

顺序获得。 

3.3. BiLSTM 层 

对于文本序列的时序特征，神经网络模型中的 RNN 具有很好的效果。RNN 由输入层 x、隐藏层 h
和输出层 y 组成，在命名实体标注任务的上下文中，x 表示输入的特征，y 表示输出的标签。与前馈神经

网络相比，RNN 在隐藏层引入了上个隐藏状态与当前隐藏状态的连接，计算如下： 

( ) ( ) ( )( )U W 1h t f x t h t= + −                               (10) 

其中，U 与 W 是在训练时计算的连接权重， ( )f z 是 Sigmoid 激活函数。 
 

 
Figure 4. Cell State in LSTM 
图 4. LSTM 中的细胞状态结构 

 
为了更好地获取文本中的长范围依赖信息，LSTM 在隐藏层用专门构建的记忆细胞结构代替了 RNN

中的更新模块，如图 4。其主要组成部分为输入门 i、遗忘门 f、输出门 o 和记忆细胞 c，构造如下： 

( )1 1t xi t hi t ci t ii W x W h W c bσ − −= + + +                             (11) 

( )1 1t xf t hf t cf t ff W x W h W c bσ − −= + + +                            (12) 

( )1 1tanht t t t xc t hc t cc f c i W x W h b− −= + + +                           (13) 

( )1t xo t ho t co t oo W x W h W c bσ −= + + +                             (14) 

隐藏层 h 的更新由 o 与 c 共同决定： 

( )tanht t th o c=                                     (15) 

BiLSTM 在 LSTM 的基础上引入反向传递的思想，构建了两个方向相反的隐藏层。通过获取上下文

信息，BiLSTM 可以取得更好的语义表达效果。 

3.4. CRF 层 

当前命名实体识别任务的解决方案实质上是一种序列标注任务，而 CRF 是神经网络模型之外的一种

主流模型。与神经网络模型相比，CRF 可解释性强，每一个特征都有可以具体解释的意义，而且 CRF 可

以捕捉标签之间的依赖关系，通过概率转移矩阵排除非法用语的情况。 
对于给定输入序列 ( )1 2, , , nx x x x=  和对应的标签序列 ( )1 2, , , ny y y y=  ，CRF 定义评估分数为： 

( )
1, ,

1 1
,

i i i

n n

y y i y
i i

s x y W P
−

= =

= +∑ ∑                               (16) 
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其中，W 是转移矩阵， 1,i iy yW − 表示从标签 1iy − 到标签 iy 的转移概率， , ii yP 表示输入 ix 映射到标签 iy 的非

归一化概率。 
输入序列到标签序列的对应概率 ( )p y x| 可用 Softmax 函数进行计算： 

( )
( )

( )

,

,

e
e

x

s x y

s x y
y Y

p y x
∈

| =
∑ 



                                (17) 

其中， xY 为所有可能预测的标签序列。 
在训练中，最大化 ( )p y x| 的对数似然，可将损失函数定义为： 

( )( ) ( ) ( ),log log e ,
x

s x y

y Y
p y x s x y

∈

 
− | = − 

 
∑ 



                        (18) 

解码时，选择 *y 作为输出预测标签序列，通过动态规划算法求得最优解： 

( )* arg max ,
xy Y

y s x y
∈

=


                                  (19) 

4. 实验及结果分析 

4.1. 实验数据 

本文使用微软亚洲研究院(MSRA)公开的中文命名实体识别数据集。该数据集包含人名(PER)、地名

(LOC)与机构名(ORG)三类实体，以约 12:1 的比例划分训练集和测试集，具体实体个数统计如表 1。 
 
Table 1. Statistics of the number of entities 
表 1. 实体个数统计 

数据集 人名 地名 机构名 共计 

训练集 17615 36517 20571 74703 

测试集 1973 2877 1331 6181 

4.2. 标注策略与评价指标 

本文使用的标注策略为 BIO 标注模式，即以 B-X 标记实体起始，以 I-X 标记实体中间，以 O 标记无

关字符。MSRA 数据集包含人名、地名与机构名三类实体，X 可分别取“PER”、“LOC”与“ORG”，

因此待预测标签共有 7 种，分别为“B-PER”，“I-PER”，“B-LOC”，“I-LOC”，“B-ORG”，“I-ORG”

和“O”。 
本文使用的评价指标为精确率(P)，召回率(R)和 F1 值，具体定义如下： 

100P

P P

TP
T F

= × %
+

                                  (20) 

100P

P N

TR
T F

= × %
+

                                  (21) 

21 100PRF
P R

= × %
+

                                  (22) 

其中， PT 为模型正确识别到相关实体的样本数， PF 为模型将非相关实体误识别为相关实体的样本数， NF
为模型未识别到其中所包含的相关实体的样本数。 
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4.3. 实验过程 

为验证模型效果，本文使用以下模型进行对比： 
Lattice-LSTM-CRF 模型[8]，由 Zhang 等人于 2018 年提出，融合了字符信息和词序信息，在 MSRA

上达到了当时最好的命名实体识别效果。 
Bert-base 模型[4]，由 Devlin 等人于 2018 年提出的预训练语言模型。其预训练的结果进行 fine-tuning

之后，在当时的各项自然语言处理任务中均获得了最好的效果。BERT-base 的 fine-tuning 效果在本文实

验中作为命名实体识别任务的基准。 
ALBERT-base 模型[5]，由 Lan 等人于 2019 年提出的预训练语言模型。ALBERT 的实质是进行了参

数削减的轻量版 BERT，相比 BERT 的优势在于更少的参数占用更少的内存，并可进行更快的训练。 
BERT-BiLSTM-CRF 模型，Dai 等人[11]与 Jiang 等人[12]所使用的当前主流 NER 模型，很多研究者

将此模型作为参照，与自己所提出的模型进行对比，以寻求进一步提升 NER 效果的方法。 

4.4. 实验环境与参数设置 

本文进行实验时所采用的环境如表 2。 
 

Table 2. Statistics of the number of entities 
表 2. 实验环境 

配置 规格 

操作系统 Ubuntu 

CPU i7-7700@3.6GHz 

GPU GTX 2080(8GB) 

Python 3.7.3 

Tensorflow 1.13.1 

内存 16GB DDR4 

 
实验参数方面，本文主要对模型规格选择与训练参数做出设置。预训练语言模型选择中，BERT 采

用 BERT-base，使用 BERT 中文预训练模型文件 chinese_L-12_H-768_A-12 作为预训练模型；ALBERT
采用 ALBERT-base，使用参数量 12M，层数 12，大小为 40M 的中文预训练模型。训练参数选择上，最

大序列长度为 128，训练批次大小为 64，学习率为 2e-5，丢弃率为 0.1。 

4.5. 实验结果及分析 

ALBERT-BiLSTM-CRF 模型在人名、地名和机构名三类实体上的精确率、召回率与 F1 值如表 3。 
 

Table 3. Statistics of the number of entities 
表 3. 不同类型命名实体的识别效果 

类型 P R F1 

PER 97.87 96.40 97.13 

LOC 97.36 90.72 93.92 

ORG 96.69 93.61 95.13 

 
从表中可以看出，ALBERT-BiLSTM-CRF 模型在三类实体上的精确率都比较高，但在地名和机构名

上都有明显偏低的召回率。经过对数据集的分析发现，地名与机构名这两类实体存在部分漏标、误标的
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情况。如在测试集中将“江苏省公安部[ORG]”标记为“江苏省[LOC]公安部”，这将导致其中的“江苏

省[LOC]”无法识别，进而降低地名类实体的召回率。而“工商联”、“理事会”等机构名类实体在训练

集中存在漏标的情况，这将导致模型不能很好地识别这些实体，进而降低其精确率与召回率。 
为进一步验证模型性能，将本文提出的模型与其他模型在数据集上进行对比，效果如表 4。 

 
Table 4. Statistics of the number of entities 
表 4. 不同模型的命名实体识别效果 

模型 P R F1 

Lattice-LSTM-CRF 93.57 92.79 93.18 

BERT-fine-tuning 96.68 96.01 96.33 

ALBERT-fine-tuning 95.15 94.11 94.62 

BERT-BiLSTM-CRF 97.92 96.88 97.40 

ALBERT-BiLSTM-CRF 97.38 93.16 95.22 

 
从表 4 中可以看出，Lattice-LSTM-CRF 模型性能低于作为基准的 BERT-base 的 fine-tuning 效果，这

说明单纯的神经网络模型即使加入字词融合特征等特别设计的语义结构信息，在效果上仍旧不如预训练

语言模型。另一方面，该模型在性能上全面低于基于预训练语言模型的方法，说明预训练语言模型抽取

语义信息的能力比较强，其在海量文本中抽取到的一般特征比手工设计的结构特征要好。 
在预训练语言模型之间进行比较可以发现，基于 ALBERT 的模型相比于基于 BERT 的模型整体表现

低 1%~2%，而 BiLSTM-CRF 对于二者的整体性能提升基本相似。值得注意的是，ALBERT-BiLSTM-CRF
在召回率上相比于仅对 ALBERT 进行微调的效果反而低了 0.9%，这可能是因为 ALBERT 放弃了 dropout
策略，而 BiLSTM 在模型中保留了 dropout 的操作，因此在语义表达上产生了些微冲突。 

本文在实验中使用的两种预训练语言模型都是 base 规模，而在模型结构相同时，参数量少很多的

ALBERT 自然会丢失一部分性能。另外，参数的减少使训练效率得到了提高，实验过程中基于 ALBERT
的模型的训练速度比基于 BERT 的略快，且占用内存较少。 

5. 结束语 

为解决 BERT 预训练语言模型参数量过大且训练时间长的问题，本文提出了 ALBERT-BiLSTM-CRF
模型，使用 ALBERT 预训练语言模型进行词嵌入的训练，并在下游任务采用 BiLSTM-CRF 模型以进一

步提升中文命名实体识别任务的效果。该模型能够利用 BiLSTM-CRF 的模型特性充分学习字符间的依赖

信息，而用 ALBERT 进行预训练既保留了 BERT 在海量文本上充分学习文本特征信息的优点，又通过参

数削减提高了预训练语言模型的扩展能力，使 large 等更大规模的预训练语言模型在性能受限的机器上的

应用成为了可能。 
通过在 MSRA 公开数据集上进行验证，本文所提出的 ALBERT-BiLSTM-CRF 模型在大幅降低预训

练语言模型参数的同时保留了相对良好的性能，这也同时验证了 ALBERT 的扩展潜力，可为后续研究带

来一定的参考价值。考虑到 BiLSTM 模型本身参数量不小，下一步研究主要针对 ALBERT 本身的优化方

向，可尝试一些新的训练任务或训练策略以进一步提高任务表现。 
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