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摘  要 

本文对图数据中的频繁子图挖掘算法进行了综述。追溯了从传统非图数据频繁项集挖掘技术到图数据频

繁子图挖掘的演化，详细阐述了经典算法如类Apriori方法和gSpan算法的原理与应用。也对近年来兴起

的基于图表示学习的先进算法，如SPMiner、NSIC、LSS和NeurSC进行了系统的介绍和比较。本文不仅

回顾了算法的历史演进，还对各类算法进行了详细的分析与讨论，通过分析这些算法的性能和特点，揭

示了它们的优势与局限。最后，展望了图神经网络在频繁子图挖掘领域的未来发展方向，并指出了这些

技术在生物网络分析、社交网络分析等领域应用的广阔前景。 
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Abstract 
We present a comprehensive review of frequent subgraph mining algorithms in graph data. We 
trace the evolution from traditional frequent itemset mining techniques for non-graph data to the 
current state-of-the-art in frequent subgraph mining for graph data, elaborating on the principles 
and applications of classic algorithms such as Apriori-like methods and the gSpan algorithm. We 
also systematically introduce and compare recent advanced algorithms that have emerged from 
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graph representation learning, including SPMiner, NSIC, LSS, and NeurSC. We not only recount the 
historical progression of these algorithms but also provide a detailed analysis and discussion of 
each category. By examining their performance and characteristics, we reveal their advantages 
and limitations. Finally, we anticipate the future trajectory of graph neural networks in the field of 
frequent subgraph mining and highlight the vast potential for these technologies in applications 
like biological network analysis and social network analysis. 
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Frequent Itemset Mining, Graph Data, Frequent Subgraphs, Graph Neural Networks, Machine 
Learning 

 
 

Copyright © 2024 by author(s) and Hans Publishers Inc. 
This work is licensed under the Creative Commons Attribution International License (CC BY 4.0). 
http://creativecommons.org/licenses/by/4.0/ 

  
 

1. 引言 

频繁项集挖掘 FIM (Frequent Itemset Mining)是最重要的数据挖掘任务之一，是关联规则挖掘、聚类、

离群点分析等众多数据挖掘任务的基础[1]。自从它被提出以来 ，受到了越来越多的关注。图数据领域的

频繁项集挖掘一般指的是频繁子图挖掘，即寻找在图数据集中频繁出现在各个图数据中的子结构。其在

社交网络分析、生物信息学研究、交通网络以及图像识别等各个领域得到了广泛的应用，重要性不言

而喻。 

2. 频繁项集与频繁子图 

频繁项集是在给定数据集中频繁出现的项的集合，而频繁子图是在图数据中频繁出现的子图。支持

度被用来衡量项集或子图的重要性，频繁项集和频繁子图定义为支持度超过预设阈值的项集或子图。后

文将对上述内容以及频繁子图挖掘的目标和瓶颈进行探讨。 

2.1. 频繁项集 

根据 Han [2]等，首先给出关于频繁项集的形式化定义： 
Definition 2.1 (项集)：项的集合称为项集(Itemset)，包含 k 个项的项集称为 k-项集。 
Definition 2.2 (支持度)：项集的支持度(Support)是一个项集在数据中的出现频率。 
Definition 2.3 (频繁项集)：频繁项集(Frequent Itemset)是根据用户自行设定最小支持度阈值 minsup，

支持度大于 minsup 的项集称为频繁项集。 

2.2. 频繁子图 

有了前述频繁项集的相关定义，相应的，可以给出频繁子图的相关概念： 
Definition 2.4 (子图)：图 ( ),G V E′ ′ ′= 是另一个图 ( ),G V E= 的子图，如果它的顶点集V ′是V 的子集，

并且它的边集𝐸𝐸′是𝐸𝐸的子集。子图关系记作G sG′ ⊆ 。 
Definition 2.5 (子图的支持度)：给定图的集族 ζ ，子图 g 的支持度为包含它的所有图所占的百分比即 

( ) { }, }i i iG g sG G
s g

ζ
ζ

⊆ ∈
=                                 (1) 
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Definition 2.5 (频繁子图挖掘)：给定图的集合ζ和支持度阈值 minsup ，频繁子图挖掘的目标是找出所

有使得 ( )s g minsup≥ 的子图 g 。 

2.3. 频繁子图挖掘 

频繁子图挖掘需要找到一个图中出现次数最多的大小为 k 的子图。这需要解决两个问题：i、是枚举

出所有大小为 k 的连通子图，ii、统计不同类型的子图的个数。要解决这个问题很困难，因为仅确定一个

特定子图是否存在于图中就已是计算代价很高的问题[3]，计算用时随子图大小指数级增长，因此传统方

法可行的子图尺寸都相对较小。这也是为什么要使用 GNN 或者基于学习的方法，来帮助我们找到频繁子

图，具体的解决方案是用控制搜索空间来解决组合爆炸的问题，然后用 GNN 来解决同构子图匹配的问题。

问题形式化定义为：假设需要操作的图是 TG ，需要挖掘的子图的大小是 k ，并且得到的结果为 r 。算法

的目标是找到 TG 中所有节点个数为 k 的子图并得到出现最高的频率。 

2.4. 频繁子图挖掘的复杂度 

因为具有指数级别的搜索空间，所以挖掘频繁子图的计算量很大。考虑包含𝑑𝑑个实体的数据集，在频

繁项集挖掘中，每个实体是一个项，搜索空间大小为 2d ，这是可能产生的候选项集的个数。在频繁子图

挖掘中，以无向连通图为例，每个实体是一个顶点，并且最多可以有 1d − 条到其他顶点的边。假定顶点 

的标号是唯一的，则子图的总数为 ( )1 2

1
2

d
i ii

d
i

C −

−

×∑ 其中， i
dC 是选择 i 个顶点形成子图的方法数，而 ( )1 22i i− 是 

子图的顶点之间边的最大值。Han 等[2]给出了不同实体个数下项集与子图的数量，见表 1。 
 
Table 1. Comparison of the number of different dimensions d, itemsets and subgraphs 
表 1. 不同维度 d，项集和子图个数的比较 

实体个数 d 1 2 3 4 5 6 7 8 

项集个数 2 4 8 16 32 64 128 256 

子图个数 2 5 18 113 1450 40,069 2,350,602 286,192,513 

3. 频繁项集生成的经典算法 

频繁项集生成是数据挖掘中关联规则挖掘的一个重要步骤。经典的频繁项集生成算法主要包括

Apriori 算法和 FP-growth 算法，并且这两个算法的思想也延伸至频繁子图挖掘中，在此简要介绍一下这

两个算法的主要思想。 

3.1. APriori 算法 

APriori 算法是一个经典的频繁项集挖掘算法，在 1994 年由 IBM 研究员 Agrawal  [4]提出，它的核心

思想是：广度优先搜索，自底而上遍历，逐步生成候选集与频繁项集，它基于一个重要的原理——反单

调性原理(Antimonotonicity)，其定义如下： 
Definition 3.1 (反单调性 )：如果一个项集是频繁的，则它的所有子集一定也是频繁的。即

( ) ( ), :X Y X Y support X support Y∀ ⊆ → ≥ 。 
其中 support 表示支持度，依据该性质，对于某 1k + 项集，只要存在一个 k 项子集不是频繁项集，则

可以直接判定该项集不是频繁项集。算法步骤主要分为连接步和剪枝步。连接步：从频繁 1K − 项集生成

候选 K 项集(K ≥ 2)。具体来说，对于两个频繁 1K − 项集 I 和 J，如果它们的前 2K − 个元素相同，那么可

以将它们合并成一个候选 K 项集  I J 。剪枝步：从候选 K 项集中筛选出频繁 K 项集。具体来说，对于
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每个候选 K 项集 C，检查它的所有 1K − 子集是否都出现在频繁 1K − 项集中，如果有任何一个子集不是

频繁的，则可以将 C 剪枝掉。 

3.2. FP-Growth 算法 

FP-Growth 算法也是一个经典的频繁项集挖掘算法，于 2000 年由韩家炜等提出 [5]。它的核心思想是

构造一棵能够压缩原始数据的频繁模式树(Frequent Pattern Tree, FP-Tree)，成功构造 FP 树后，就可以使

用递归的分治方法来挖掘频繁项集。 

4. 经典的频繁子图挖掘算法 

Akihiro Inokuchi 等人[6]最早将 Apriori 算法思想应用到频繁子图挖掘中 ，引起了诸多学者对频繁子

图挖掘的注意，各种算法也就应运而生 [7]，韩家炜等人提出了将 FP-Growth 思想应用到子图挖掘中[8]，
使得频繁子图挖掘算法得到了迅速发展。后来，许多研究人员，如 Jun Huan 等人提出了 FFSM  [9]等基于

FP-Growth 思想的算法，使得频繁子图挖掘算法得到了进一步的发展。 
 基于贪心的方法，基于贪心策略的频繁子图挖掘是频繁子图挖掘领域最先发展起来的技术之一，其

中最著名的是 SUBUE 算法 [10]，SUBUE 算法基于最小描述长度原则(Minimum Description Length, 
MDL)来发现子结构。 

 基于归纳逻辑编程(Inductive Logic Programming, ILP)的方法，其优点在于大多算法能找出出现频率

高的子图，且能作为交好的类识别器。但其缺点在于不能保证发现所有的频繁子图。1998 年 Dehaspe
基于 ILP 提出可对频繁子图进行完全挖掘的 WARMR 算法[11]，其算法核心思想与 Apriori 算法类似。 

 基于 Apriori 的方法——AGM 算法 ，AGM 算法在效率上与采用了分层搜索的 ILP 算法架构相比有了

比较大的提升，而且在化学分子结构这样的真实世界图数据中也有不错的表现。但是其在判断模式

图 X 和 Y 是否具有相同子图时，仍要花费较多时间。且每添加一个顶点产生新候选频繁子结构时，

会产生许多冗余的 k + 1 顶点的子结构。 
 对 Apriori 方法的改进——FSG 算法[12]，FSG 是 AGM 算法的一种改进。同基于 Apriori 的方法一样，

其采用了分级扩展的方法。FSG 算法对 AGM 算法的优化主要体现在其采用了基于边的候选频繁子

图生成方法，效率有所提升。不过仍产生了冗余的候选模式子图，所以仍需进行规范化判断。 
 基于模式增长的方法——gSpan (Graph-Based Substructure Pattern Mining)算法 ，Xifeng Yan [13]提出

的 gSpan算法通过对图进行深度优先搜索遍历来发现频繁子图，解决了AGM和FSG算法基于Apriori
逐层推进的方法所遇到的两个瓶颈：i、从 k 阶频繁子图构造 k + 1 阶频繁子图相当复杂且代价昂贵。

ii、因为子图同构测试是一个 NPC 问题，所以处理误报的代价也是极其昂贵。 
 混合型方法——FFSM (Fast Frequent Subgraph Mining)算法[14] [15]，快速频繁子图挖掘 FFSM 采用

了垂直搜索模式，通过解决潜在的子图同构问题并减少冗余候选子图的生成，大大提升了效率。 

4.1. 类 Apriori 方法 

类 Apriori 方法参考了 Apriori 的思想，基于频繁项集的概念，通过迭代的方式逐步生成频繁项集，

并利用支持度计算和候选剪枝来提高算法效率，主要有四个步骤。 

4.1.1. 步骤一：候选产生 
在候选产生阶段，合并(k − 1)子图为 k 子图，首要问题是如何定义子图的大小 k。通过添加一个顶点，

迭代地扩展子图的方法称作顶点增长(Vertex Growing)。k 也可以是图中边的个数，添加一条边到已有的

子图中来扩展子图的方法称作边增长(Edge Growing)。 
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为了避免产生重复的候选，我们可以对合并施加条件：两个(k − 1)子图必须共享一个共同的(k − 2)子
图，共同的子图称为核(Core)。由此，产生了两种子图候选产生的方法：1、顶点增长(Vertex Growing)：
过添加一个新的结点到已经存在的一个频繁子图上来产生候选。2、边增长(Edge Growing)：增长将一个

新的边插入到一个已经存在的频繁子图中。与顶点增长不同，结果子图的顶点个数不一定增长。 

4.1.2. 步骤二：候选剪枝 
候选剪枝需要剪去(k − 1)子图非频繁的候选。可以通过以下方式实现：相继从 k 子图中删除一条边，

并检查得到的(k − 1)子图是否连通且频繁。如果不是，则该候选 k 子图可以丢弃。意思是一次删除一条，

总共有 k 个子图要检测。 
为了检查(k − 1)子图是否频繁，需要将其与其他的(k − 1)子图匹配，此时需判定两个图是否拓扑等价，

即处理图同构的问题，图同构的定义如下。 
Definition 4.1 (图的同构)：对于给定的两个图 ( ) ( )1 1, 1 , 2 2, 2G V E G V E= = ，如果存在一个定义在

1 2V V→ 双射函数 f 满足对于 ( ) ( ) ( )( ), 1 , 2u v E f u f v E∈ → ∈ ，那么就称这两个图是同构的(Isomorphism)。
图 1 是一个图同构示例，顶点之间并没有颜色区分，为了更好地看出顶点间的映射关系，加上了颜色。 
 

 
Figure 1. Schematic diagram of graph isomorphism 
图 1. 图同构示意图 
 

Definition 4.2 (子图同构)：在无向图 ( )1 1, 1G V E= 和 ( )2 2, 2G V E= 中， 1G 中的一个子图 ( )1 1 , 1G V E′ ′ ′=

可以通过一一映射 : 1 2f V V′ → 的方式对应到 2G 中的一个子图 ( )2 2 , 2G V E′ ′ ′= ，且在这个映射中，边的

连接关系保持不变。如果这样的映射 f 存在，则称 1G′ 和 2G′ 是同构的，表示为：G H′ ′∼= 。图 2 是一个

子图同构示例，如果图 G1 和图 G2 的子图是同构的，就称 G2 关于 G1 是子图同构的，也可以说 G1 是 G2

的子图。 
 

 
Figure 2. Schematic diagram of subgraph isomorphism 
图 2. 子图同构示意图 

4.1.3. 步骤三：支持度计算 
当剪枝完成之后，将剪枝后剩余的候选图进行支持度计算，将其中大于支持度阈值的候选图记为满

足条件的频繁子图，支持度的计算见公式 1。 

4.1.4. 步骤四：候选删除 
丢弃支持度小于 minsup 的所有候选子图，对于所有频繁的候选子图，还需要进行图的同构测试，以
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减除重复的频繁候选子图。 

4.2. gSpan 算法 

AGM 和 FSG 算法都采用了基于 Aporiori 逐层推进的方法，为了解决 Aporiori 模式会遇到的瓶颈，

Xifeng Yan 于 2003 年提出了 gSpan (Graph-Based Substructure Pattern Mining)算法 ，通过对图进行深度优

先搜索(DFS)遍历来发现频繁子图。gSpan 算法在挖掘频繁子图的时候，用了和 FP-Growth 中相似的原理，

即模式增长(Pattern-Grown)的方式，深度遍历及生成的 DSF 树示例见图 3，挖掘的过程中同样没有产生候

选集，也用到了最小支持度计数作为一个过滤条件。要了解 gSpan 算法，首先要了解几个概念：最右顶

点与最右路径、前向边与后向边以及 DFS 编码。 
 

 
Figure 3. Depth-First Search graph traverses and the resulting DFS tree 
图 3. 图的深度遍历及生成的 DFS 树 

4.2.1. 最右顶点与最右路径 
gSpan 在构建深度搜索树对图进行深度优先遍历，所有节点根据发现时间排序，其中 0v 为根，最后

发现的节点叫做最右节点 nv ，从第一个节点 0v 到最右节点 nv 的路径叫做最右路径。 

4.2.2. 前向边与后向边 
基于节点先后发现的顺序，每条边可以表示为(i, j)，如果为前向边，则 i < j，反之为后向边 i > j。 

4.2.3. DFS 编码 
根据前述，每个节点都有一个标记，则 DFS 编码可以将具有标记的图转化为边序列，每个边(DFS 

Code)用一个五元组表示： ( )( ),, , , ,i jI ji j I I I 。即(节点 i 的访问次序标记，节点 j 的访问次序标记，节点

i 的标签，边的标签，节点 j 的标签)。边的排序：假设有两条边 1 2,e e ，分别是两个五元组。如果满足 1 2e e< ，

那么他们符合下述情况之一：a) 1e 和 2e 都是前向边，并且 1 2j j< ；b) 1e 和 2e 都是后向边，并且( 1 2i i<

或者 1 2i i= 且 1 2j j< )；c) 1e 是前向边， 2e 是后向边，并且 1 2j j≤ ；d) 1e 是后向边， 2e 是前向边，并

且 1 2j j< 。 
根据边的次序得到的边序列是图的 DFS 编码。图 4(b)~(d)是由图 4(a)得到 DFS 树示例，表 2 是其对

应的 DFS Code，显然深度优先搜索树是不唯一的，所以 DFS Code 也是不唯一的。 
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Figure 4. Depth-first search tree 
图 4. 深度优先搜索树表 
 
Table 2. DFS Code for the DFS tree 
表 2. DFS 树对应的 DFS Code 

edge Figure 4b Figure 4c Figure 4d 

0 (0, 1, X, a, Y) (0, 1, Y, a, X) (0, 1, X, a, X) 

1 (1, 2, Y, b, X) (1, 2, X, a, X) (1, 2, X, a, Y) 

2 (2, 0, X, a, X) (2, 0, X, b, Y) (2, 0, Y, b, X) 

3 (2, 3, X, c, Z) (2, 3, X, c, Z) (2, 3, Y, b, Z) 

4 (3, 1, Z, b, Y) (3, 0, Z, b, Y) (3, 0, Z, c, X) 

5 (1, 4, Y, d, Z) (0, 4, Y, d, Z) (2, 4, Y, d, Z) 

0 (0, 1, X, a, Y) (0, 1, Y, a, X) (0, 1, X, a, X) 
 

将 DFS 序列定义为 ( ),code G T 。对于给定图 G 的 DFS 树 T 的集合，其有对应的 DFS 序列集 Z：

( ){ } ,?  Z code G T T G DFS= 是 的 树 。其中， ( ),code G T 表示图 G 的 DFS 树 T 的编码。DFS 序列是指将所

有 DFS 树的编码按某种顺序排列形成的序列。可以对给定图 G 的 DFS 序列集𝑍𝑍(𝐺𝐺)找到图 G 的最小 DFS
序列，也即 ( )( )min Z G ，定义为图 G 的规范化标签。由此，两个图 G 与 G′ 同构当且仅当

( )( ) ( )( )  min Z G min Z G′= 。 
gSpan 算法通过这样的定义构造，将寻找频繁子图的问题转化为相应的最小 DFS 序列的问题，而这

样的序列模式挖掘问题可以用已有的序列模式挖掘算法解决。简要来说，gSpan 算法的流程就是，在得

到𝑘𝑘阶频繁子图的 DFS 编码树后，对其进行最右路径扩展。每次增加一条边，产生 k + 1 阶候选频繁子图。

若 k + 1 阶候选频繁子图具有最小 DFS 序列(即规范化标签 ( )( )1kmin Z G + )，则将其保留，否则丢弃该候选

子图。而在计算 k 阶频繁子图的支持度 ( )ksupport G 的时候，记录频繁子图的所有嵌入。由此，k + 1 阶候

选频繁子图的支持度 ( )1ksupport G + 即可通过 k 阶频繁子图的嵌入进行最右扩展而计算得到。通过这种方

法，gSpan 算法可以有效地挖掘频繁子图。与 Apriori 算法和 FP-Growth 算法不同，gSpan 算法使用 DFS
编码树来表示子图，通过最小化 DFS 序列来剪枝，从而提高了算法的效率。 

4.3. 总结和比较 

鉴于篇幅所限，本文重点讨论两种传统频繁子图挖掘算法：一种是具有里程碑意义的基于 Apriori
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原理的方法，另一种是创新性的 gSpan 算法。从 SUBDUE 算法的贪心策略出发，通过整数线性规划(ILP)
的应用，再到 A. Inokuchi 等人依据 Apriori 原理提出的 AGM 算法，我们见证了频繁子图挖掘效率的逐

步提高。FSG 算法对 AGM 算法在图表示和候选频繁子图生成过程中进行了改进，增强了效率并降低

了资源消耗，虽然改善幅度有限。然而，真正的飞跃出现在 gSpan 算法中，这是一种模式增长方法，

它巧妙地采用了深度优先搜索(DFS)策略，并通过定义 DFS 序列来有效避免冗余频繁子图的生成，这

一策略显著提升了挖掘效率并节约了空间资源。FFSM 算法进一步解决了 Apriori 基算法面临的两个主

要挑战：子图同构问题和冗余候选子图的生成问题。通过采用一系列精细化策略，FFSM 算法显著提高

了效率。 
如文献 [16]所示，除了上述基于组合优化的方法，还有多种枚举[17] [18] [19]和分析方法 [20] [21] [22]。

枚举方法通过穷举所有子图来进行计数，枚举方法依靠子图同构检测来确定特定的查询图是否存在于目

标数据图中，然而，子图同构被证明是 NP 完全问题[23] [24]，这大大限制了其效率。分析方法则是将大

图分解成更小的子图进行计数，并依据这些小图的计数结果来推算大图的计数，分析方法专门设计用来

处理某些特定大小的查询图，比如包含 5 个节点的查询图[25]。还有一些精确的子图计数算法 [26]能够支

持最多包含 6 个节点的查询图，这些算法往往难以扩展到任意大小和形状的查询图，因此在实际应用中

的适用性受到限制。但这些算法的发展和优化，为频繁子图挖掘领域的进步提供了坚实的基石。 

5. 基于学习的频繁子图挖掘算法 

鉴于子图计数在许多领域的重要性、普遍性，以及其难以处理的特性，比如即便是精确的子图匹配

计数方法，在处理百万级别的社交网络图频率挖掘问题时，也可能需要超过一周的时间来解决 [27]。因此

近年来，研究人员提出了基于学习的近似子图计数方法[28]-[32]。这些研究探索了神经网络在子图计数任

务中的应用潜力，并证实了其可以取得显著成效。尽管如此，由于神经网络本身的复杂性，这些方法在

可扩展性和效率方面仍存在挑战。尽管有这些挑战，这些基于学习的方法能够在较大规模的图上进行子

图计数，从而在多种场合下得到了广泛应用。 

5.1. 图神经网络 

GNN (Graph Neural Network)是深度学习在图结构上的一个分支，由 Scarselli 等人在 2009 年第一次

正式提出[33]。图中的一个节点可以通过其特征和相关节点进行定义，GNN 的目标是学习一个状态嵌入
s

vh R∈ 用于表示每个节点的邻居信息。状态嵌入 vh 可以生成输出向量 vo 用于作为预测节点标签的分布等。

GNN 由一系列 GNN 层线性组合构成，而 GNN 层的本质为：消息(Message) + 聚合(Aggregation)，当我

们训练一个 GNN 的时候可以从监督学习的视角出发进行训练，也可以从非监督学习的视角出发进行训练。

GNN 的总体框架分别包括：(1)消息与(2)聚合，也就是一个网络层中的操作，(3)层与层之间的连接(Layer 
Connectivity)，(4)图增广(Graph Augmentation)与(5)学习目标(Learning Object)。 

5.2. 神经子图匹配 

5.2.1. 节点锚定 
通过节点锚定(Node-Anchored)的方法将子图匹配问题转化成一个二分类问题，即用 True 和 False 来

判断一个图是否同构于另一个图的子图，首先用 GNN 去计算两个图中对应节点 u 和 v的嵌入向量，然后

来判断 u 的邻居节点和 v的邻居节点是不是同构的。假设我们需要在图 TG 中匹配一个子图 QG ，首先对每

个节点计算出 K-Hop 邻居，可以使用 BFS 等进行计算，K 为超参数，可以自行设定。然后使用 GNN 得

到邻居的嵌入向量。这种方法不仅可以判断是不是子图，还可以同时标定一组对应的点。 
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5.2.2. 有序嵌入空间 
子图同构关系可以在有序嵌入空间中很好地编码，其具有 i、传递性，A 是 B 的子图，B 是 C 的子

图，那么 A 是 C 的子图；ii、反对称性，如果 AB 互为子图那么他们同构；iii、闭包性，单个节点的图是

所有非空图的子图，空节点是所有图的子图。这些性质为将一个图结构嵌入到一个有序嵌入空间中提供

了支持。将图𝐺𝐺𝑇𝑇映射到高维空间中的一个点，并使得这个点的所有维度都是非负的，空间内的嵌入向量

就可以比较大小。 

5.2.3. 模型构建与训练 
用锚点和有序嵌入的方式可以解决子图同构问题[34]，在向量空间中可以使用图神经网络进行子图匹

配，图 5 是一般情况下的神经子图匹配过程，为了构建并训练一个完整的模型，需要设定一个损失函数，

来学习反映出子图关系的嵌入向量。损失函数的设定需要满足有序约束，这种约束可以保证子图关系的 

信息在嵌入空间中被保留了，通常设置损失函数为： ( ) [ ] [ ]( )( )2

1
, max 0,

D

q t q t
i

E G G z i z i
=

= −∑ 。 ,q tG G 是两个 

待判断的图， D 是嵌入空间的点数， [ ] [ ],q tz i z i 分别是图 q 和图 t 第 i 个点的嵌入表达。对于有子图关系

的两个图来说就是 E 值为 0，否则为一个正数。可以采用负采样的方式来训练模型，对于样本选取一半

为有子图关系的正样本，而另一半为没有子图关系的负样本，并且使用一个 max-margin 损失函数，即对

于正样本，最小化 ( ),q tE G G ；对于负样本，最小化 ( )( )max 0, ,q tE G Gα − ， α 为自行设定的 margin，负

样本计算出的惩罚函数越小则距离正确的位置越近。 
 

 
Figure 5. Neural subgraph matching 
图 5. 神经子图匹配 

5.3. SPMiner 算法 

SPMiner (Subgraph Pattern Miner)  [35]是第一个近似识别频繁子图的神经网络方法，由斯坦福大学在

2020 年提出 ，其优于现有的启发式[36] [37]和基于搜索的近似算法[38] [39]，斯坦福大学通过实验证明该方

法能够挖掘出 15size ≥ 频繁子图，而相同情况下非学习的方法只能挖掘出 3size ≤ 的频繁子图，其算法过程

如图 6 所示。它包括两个步骤：一个用于嵌入子图的编码器和一个模式搜索过程。SPMiner 和前面所述的子

图匹配神经网络是一致，创新点在最后一步“Search Procedure”。Search Procedure 是一个递归的过程，第

一次迭代时找出一个节点 anchor (一个节点是任意图的子图)，然后找出 anchor 直接相连的节点，使得这两个

节点构成的子图为目标图的最高频子图(size = 2)；第二次迭代则是找出与上一步两个节点直接相连的一个节
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点，使得这三个节点构成的子图为目标图的最高频子图(size = 3)；依次执行，直到迭代 k 次，这样就找出一

个由 k 个节点构成的最高频子图。在几个真实世界的数据集上 ，SPMiner 在给定所需子图大小的情况下寻找

频繁子图方面优于流行的非神经基线和多层感知器(MLP)基线，从而更好地处理搜索空间的组合爆炸。 
 

 
Figure 6. Schematic diagram of the SPMiner algorithm 
图 6. SPMiner 算法示意图 

5.4. NSIC 算法 

Neural Subgraph Isomorphism Counting (NSIC)是首个用 GNN 来做子图同构统计的方法，主要解决的

问题是给定一个小图(pattern)和一个大图(graph)，统计 graph 中与 pattern 同构的子图数量，GNN 的优势

在于能够在可接受的误差范围内以更快的速度解决这个问题，NSIC 由 Xin Liu  [40]等人在 2020 年提出。 
在 NSIC 框架中，将图 G 作为包含信息的数据，将模式 P 作为从图中检索信息的查询。因此，计数

问题可以自然地被表述为自然语言处理中已经建立起来的问答问题。除了文本和图作为输入的差异外，

主要问题在于在问答模型中，答案通常是从提供的文本中提取出的事实，而在计数问题中，答案是匹配

的局部模式的汇总统计信息。为了使问题可学习，图(或模式)应该被表示为一系列边或一系列相邻矩阵和 
 

 
Figure 7. DIAM structure of NSIC 
图 7. NSIC 使用的 DIAM 网络结构 
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顶点特征。NSIC 为序列模型和图模型提供了通用的编码方法。创新点在于引入了一个 Dynamic Inter-
medium Attention Memory (DIAMNet)来解决计数的更全局的推理问题，DIAM 网络结构如图 7 所示。结

果表明，NSIC 比传统算法 VF-2 快 10~1000 倍 ，误差在可接受的范围内。 

5.5. LSS 算法 

A Learned Sketch for Subgraph Counting (ALSS)是由 Kangfei Zhao  [41]等人在 2021 年提出的主动学习

子图计数的方法。ALSS 主要由两部分组成： 
1、Sketch Learned(LSS)：利用神经网络训练一个回归模型。主要步骤有：i、将查询图 q 分解为一些

更小的子结构。Ii、提取子结构的特征，用定长的向量表示。Iii、通过聚合所有子结构的表示来得到 Q
图的匹配数。LSS 有两个学习任务：1、给定查询图 q 预测子图匹配数；2、帮助 AL 决定如何为未来学

习选择测试的查询图 q。 
2、Active Learner (AL)：由于不可能得到完全的训练集来供模型学习，所以需要 AL 模块来学习一个

策略，这个策略能基于模型目前的信息量，从未标注数据池中选择一些数据，来扩充训练数据以提升模 
 

 
Figure 8. Overview of the Active Learned Sketch 
图 8. Active Learned Sketch 架构 
 

型效果。AL 利用了分类任务的不确定性和关联任务的一致性，无需做梯度计算。相比于消极学习，AL
的目的是在同样的数据量下，训练出更好的模型。 

ALSS 的架构如图 8 所示，LSS 的设计灵感来自基于分解的子图计数 。首先将查询图分解为更小的子

结构，计算/估计分解后的子结构的计数，并将分解后的各个子结构的计数聚合为最终结果。ALSS 相较

于以前的模型速度更快，而且错误率更低，成本比传统方法低 3 个数量级。但它与大部分基于学习的方

法一样，只能用于模糊计数。 

5.6. NeurSC 算法 

Neural Subgraph Counting with Wasserstein Estimator (NeurSC)由 Hanchen Wang  [42]等人于 2022 年提

出，NeurSC 由一个自适应提取模块和一个估计器组成，可以高效地从查询和数据图中提取和组合信息，
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NeurSC 的算架构如图 9 所示。NeurSC 的估计精度通过 Wasserstein Estimator 得到改进，通过更新网络参

数、查询和数据图之间的顶点对应关系，最小化了查询和数据图之间的 Wasserstein 距离。 
NeurSC 的算法框架主要包括以下步骤：从查询图和数据图中提取信息并构建子图。利用 Wasserstein 

判别器进行对抗训练并提高图的表示和估计精度。将子图集成到估计器中，计算估计值。 
 

 
Figure 9. NeurSC algorithm architecture 
图 9. NeurSC 算法架构 
 

NeurSC 的模块会自适应从查询图和数据图中提取子结构，以减少不利数据顶点的影响和提高模型的

效率和可扩展性。然后，估计器将有效地组合查询和数据图的信息。最后，通过以 Wasserstein 判别器为

基础的对抗训练提高了估计精度和质量。在七个大型真实标记图上的实验结果表明[24]，NeurSC 在预测

精度和鲁棒性方面优于 NSIC 和 LSS。 

5.7. 总结和比较 

SPMiner引入了一种强大的图神经网络编码器，其表达能力使得它能够有效地捕捉图结构的复杂性。

然而，这种能力的背后是它的计算成本，因为这种编码器本质上是复杂且计算密集的。SPMiner 特别依

赖于一个有序的嵌入空间，以此来捉捕图在子图层级关系中的偏序特征。这意味着，如果嵌入空间的学

习不够精确，它在子图识别的准确性上可能会受到影响。而对于庞大的图，要求更高维度的嵌入空间以

维持性能，这进一步增加了 SPMiner 在计算复杂性、嵌入质量依赖性以及扩展性方面的挑战。与 SPMiner
相似，NeuroMatch (2020年提出)  [43]和LMKG (2021年提出)  [44]等算法，主要致力于解决子图包含问题，

即判断一个给定的查询图是否为一个更大数据图的子图。这些方法将查询的存在与否视为一个二分类问

题，但它们并不适合直接应用于子图计数问题，后者通常被看作是一个回归问题。 
在子图计数的其他方法中，LSS、NSIC 和 NeurSC 与 SPMiner 有所区别。SPMiner 无需预设查询图，

而是直接在数据图中识别频繁出现的子图。相比之下，LSS、NSIC 和 NeurSC 主要关注统计特定查询图

在数据图中的出现频率。在 NSIC 出现之前，子图同构计数问题通常依赖于如 Ullmann 算法[45]这样的精

确算法，这些算法在计算上非常复杂，不适合处理大型数据集。NSIC 由于编码了完整的查询图和数据图，

参数空间大，导致在大数据图上其子图计数结果可能完全由数据图的结构所主导，有时甚至无法区分出

查询图，限制了它处理的数据图的规模，通常仅限于顶点数为上千级别的数据图。 
在 LSS 出现之前，过去的方法在支持同构子图计数和未标记图的小查询图子图计数方面能力有限，

无法很好地适应结构不规则的数据和查询图。LSS 采取主动学习策略，基于模型的信息量选择无标记数

据集的子集，旨在提高预测的准确性并降低计算成本。然而，它存在两个主要限制：一是 LSS 仅在查询

图的子结构上应用图神经网络，没有充分利用数据图的信息；二是 LSS 中的参数 k (代表从每个查询顶点

开始的 k跳广度优先搜索距离)是固定的，可能导致所有生成的子结构与查询图相同，影响效率和准确性。 
NeurSC 旨在通过更有效地提取和利用数据图和查询图中的信息来克服 LSS 和 NSIC 的局限性，提升
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子图计数任务的效率和精度。尽管如此，NeurSC 的性能在很大程度上依赖于从数据图中提取的候选子结

构的质量。如果这些子结构的代表性不足，估算的准确性可能会下降。此外，NeurSC 所依赖的 Wasserstein
鉴别器需要查询图和数据图之间的顶点对应信息，这在某些特定图结构中可能难以获得，从而限制了其

应用范围。 

6. 总结 

本文以非图数据的频繁项集挖掘为起点，拓展至图数据领域的频繁子图挖掘，深入剖析了该领域的

关键算法和方法。文章集中讨论了基于 Apriori 原则的传统算法和革新性较强的 gSpan 算法，以及它们的

发展与提升。从 SUBDUE 算法的贪心策略，到 AGM 和 FSG 算法在图表示和候选子图生成上的改良，本

研究记录了挖掘效率与资源消耗优化的历程。值得注意的是，gSpan 算法采用的模式增长方法和 FFSM
算法的细致策略，不仅显著提高了挖掘效率，还解决了子图同构和候选子图生成的关键难题。近年来，

研究者们致力于探索新的路径，将频繁子图挖掘视为机器学习中的预测任务，尤其是基于表示学习的方

法 。本文详细考察了 SPMiner 在图神经网络方面的创新应用，以及 LSS、NSIC 和 NeurSC 等方法在子图

同构计数问题上的新进展。同时，分析了这些方法在处理大规模数据集时所展现的潜力与面临的挑战，

及其在特定情况下的局限性。随着图数据在现实世界应用的普及与增长，频繁子图挖掘领域的发展势头

强劲，预计将在生物网络分析、社交网络分析、图像处理等多个领域展现广阔的应用潜力。计算能力的

增强和算法的进步，使得频繁子图挖掘有望在未来解决更多实际问题。展望未来，图神经网络(GNN)作
为处理图数据的关键技术，有望获得进一步的发展和完善，从而提升对图结构的建模能力和计算效率。

类似于 NeurSC 中采用的自适应子结构提取方法，预计会有更多创新算法问世。随着对图数据分析需求

的不断增长，我们可能会见证更多注重可解释性的图神经网络模型的涌现，以便更深入地理解和解释图

数据分析的成果。这些技术进步和应用的不断展开，有望推动图数据分析领域的整体进步，为生物网络

分析、社交网络分析、推荐系统等实际应用场景提供更为强大的分析工具和方法。 
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