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摘  要 

阿尔兹海默症(Alzheimer’s Disease, AD)的不同阶段会发生结构或功能连接的改变。这些基于连接的特

征可以大大提高疾病诊断的准确性，并能给出疾病的成因解释。如何有效融合结构和功能影像来挖掘不

同模态之间的互补信息仍然是一个挑战。本文提出了一种对抗图自编码器模型，来提取脑连接特征用于

AD分析。具体地说，将扩散张量成像(Diffusion Tensor Imaging, DTI)和功能磁共振成像(functional 
Magnetic Resonance Imaging, fMRI)相结合，构建每个受试者的图结构数据。图编码器(生成器)将图数

据转换为潜在表征。同时，利用fMRI数据估计潜在分布，对图编码器进行正则化约束，以保证良好的潜

在表征。为了保证潜在表征的稳定性，图解码器从潜在表征中恢复图数据。最后，将潜在表征送给分类

器，使其具有疾病类别信息。实验结果表明，该模型比其他相关模型具有更高的预测精度。总体而言，

该方法可以重建AD早期的结构–功能连接，分析异常的脑连接并用于AD的早期诊疗研究。 
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Abstract 
Alterations in the structural or functional connectivity take place at different stages of Alzheimer’s 

 

 

*通讯作者。 

http://www.hanspub.org/journal/jisp
https://doi.org/10.12677/jisp.2022.114019
https://doi.org/10.12677/jisp.2022.114019
http://www.hanspub.org


左乾坤 等 
 

 

DOI: 10.12677/jisp.2022.114019 192 图像与信号处理 
 

Disease (AD). These connectivity-based features can greatly improve the disease diagnosis accu-
racy and explain the causes of the disease. How to effectively fuse structural and functional images 
for exploring complementary information remains challenging. This paper proposes an adver-
sarial graph autoencoder model to extract connectivity-based features for AD analysis. Specifically, 
Diffusion Tensor Imaging (DTI) and functional Magnetic Resonance Imaging (fMRI) are combined 
to construct graph data for each subject. The graph encoder (generator) transforms the graph data 
into a latent representation. Meanwhile, the fMRI data is utilized to estimate the latent distribu-
tion, which can regularize the graph encoder to ensure good latent representation. To ensure the 
latent representation is stable, the graph decoder regains the graph data from the latent representa-
tion. Finally, the latent representation is sent to the classifier to make it class-discriminative. Experi-
mental results demonstrate that the proposed model can achieve higher prediction accuracy than 
other related models. Generally, this method can reconstruct the structural-functional connectivi-
ty and analyze abnormal brain connections for early AD study. 
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1. 引言 

阿尔兹海默症(Alzheimer’s Disease, AD)是老年人最常见的一种神经退行性疾病，其产生机理是大脑

神经细胞的 β淀粉样蛋白沉积[1]。这种疾病在病理改变上表现为记忆力下降、失语等脑功能下降[2]。目

前尚无治疗 AD 的有效药物，但是 AD 的早期阶段即轻度认知障碍(Mild Cognition Impairment, MCI) [3]
可以通过机器学习方法进行早期诊断，并通过适当的干预措施达到延缓或治愈疾病的目的。 

近年来，早期 AD 患者脑部结构连接或者功能连接的异常变化在脑神经科学中被发现。例如，功能

磁共振成像(functional Magnetic Resonance Imaging, fMRI) [4]揭示了在 MCI 阶段，脑部功能连接增强，弥

散张量成像(Diffusion Tensor Imaging, DTI) [5]反映了在 AD 阶段，脑部解剖区域间结构连接减弱或消失。

随着人工智能技术在医学图像分析中的广泛应用[6]-[13]，机器学习模型[14] [15]可以提高 AD 早期诊断的

效率和精度，但是当前的研究无法有效利用结构和功能成像数据对复杂脑网路特征进行刻画，难以挖掘

疾病相关的异常脑连接，不利于 AD 患者的早期诊疗。基于图网络分析的方法在许多领域获得了广泛的

应用[16]-[21]，该方法有利于分析 AD 患者的脑网络特征，进而为疾病的早期诊断提供生物标志物。 
基于上述观察启发，本文提出了一种对抗图自编码器学习网络模型用于 AD 早期预测和分析。它通

过图生成器学习结构和功能连接的互补特征，并通过估算分布对隐层表征进行分布约束，挖掘潜在的异

常脑连接特征，最后，通过图解码器重构图结构数据，使模型具有鲁棒性。本模型对 AD 进行早期诊断

和异常脑连接分析，可以为该类认知疾病的临床早期治疗提供靶点。 

2. 相关工作 

2.1. AD 诊断与分析 

当前的 AD 研究集中在单一模态和多模态的诊断和分析。针对单一模态的医学影像分析，Wang 等人

[22]利用 DTI 数据构建脑网络结构并提取图拓扑系数特征，结果表明，AD 组比正常对照组在整体效率和
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局部效率均有所下降。MRI 影像能直接反映脑部病变特征，Wang 等人[23] [24] [25]利用 3D 密集连接卷

积网络对三维 MRI 影像进行特征提取，显著提升了早期阿尔兹海默症的诊断精度，类似地，Yu 等人[26] 
[27]基于 MRI 影像利用生成对抗网络模型不仅提升了 AD 的诊断精度，而且对疾病相关的脑区进行可视

化成像，提高了模型的可解释性。fMRI 影像数据可以反映疾病相关的功能特征，Lei 等人[28]基于该模

态的时序信息构建高阶功能连接特征，在 AD 分类方面取得了较好的效果，并预测了相关生物标志物。

多模态融合相比于单模态可以显著提高 AD 诊断的精度，Yu 等人[29]基于 DTI 和 fMRI 构建图数据，并

利用图卷积网络(Graph Convolutional Network, GCN)融合两种模态，在公开数据集上进一步提升了 MCI
的识别性能。Pan 等人[30]基于 DTI 和 fMRI 构建超图生成对抗网络模型，在脑连接的角度分析了疾病相

关脑区特征，有助于认知疾病的靶点治疗。 

2.2. 生成对抗网络 

生成对抗网络(Generative Adversarial Network, GAN) [31]在学习表征分布方面具有很大的拟合能力，

在医学图像分类[32]、脑网络分析[33] [34] [35]、跨模态合成[36] [37] [38] [39]、图像生成[40]、图像分割

[41] [42]、超分辨率重构[43] [44] [45]和点云生成[46] [47] [48]等领域得到广泛的应用。其基本原理是利用

变分推断使概率分布的熵最大化[49] [50] [51] [52]。该网络一般包含一个生成器和一个判别器，生成器的

网络结构通常由多个卷积层和池化层交替连接，输出合成的数据(图片或者向量表征)，其目的是学习真实

数据的分布；判别器通常设计成多个降采样的卷积核叠加，输入真实数据或者合成数据，输出判别真假

的数值(1 或 0)，其目的是区分数据分布的真假。通过两个网络相互对抗学习，当达到纳什均衡时，生成

器得到最大优化，从而学习到最优的隐层表征，并用于后续 AD 的预测和分析任务。 

3. 数据与方法 

3.1. 数据 

本实验所使用的数据集是 ADNI 脑部影像数据集[53]，从该数据集下载并预处理 DTI 和 fMRI 两种模

态数据，包含共 4 类疾病，分别是正常人(Normal Control, NC)、早期轻度认知障碍(Early Mild Cognition 
Impairment, EMCI)、晚期轻度认知障碍(Late Mild Cognition Impairment, LMCI)、阿尔兹海默症(AD)。为

了平衡数据集，挑选四个疾病阶段(NC, EMCI, LMCI, AD)等量的被试共计 256 个样本，使用 10 折交叉验

证对数据进行 3 个二分类实验，包括 NC vs. EMCI，NC vs. LMCI，NC vs. AD。其中，预处理过程使用

的解剖学模板是AAL90 [54]，预处理DTI数据后得到大小为90 × 90的脑部结构连接矩阵(A)，预处理 fMRI
数据后得到大小为 90 × 187 的时序数据 X。 

3.2. 方法 

3.2.1. 图自编码器 
如图 1 所示，本模块编码结构连接矩阵(A)和功能时间序列(X)，使用三层 GCN 网络结构，激活层选

用 Tanh 函数，第一层输出的特征维度为 128，第二层输出的特征维度为 96，第三层输出隐层节点特征 H，

大小为 90 × 64。整个模块的表达式为： 

( )( )( )3 2 1H GCN GCN GCN A X= ,                                (1) 

其中， ( )0.5 0.5tanhl lGCN D AD XW− −=   ， NA A I= + ， ii ijjD A= ∑  ，D 为节点的度矩阵， ( )1,2,3l lW = 为模

型的参数。图解码器的网络结构跟编码器类似，将 H 输入到解码器中，经过三层图卷积(特征维度分别为

96、128、187)，计算得到 128 维的解码特征 X ′，其中第二层的输出经过矩阵内积和 sigmoid 函数激活，

输出大小为 90 × 90 的重构结构连接矩阵 A′。重构损失函数为： 
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( )Rec 2 2,
X AX P A PA X X X A A∼ ∼′ ′   = − + −    L                           (2) 

3.2.2. 判别器 
本模块的目的是鉴别输入数据的真假。真样本是来自于分布 p(H)的采样 H ′，大小为 90 × 64。这里

分布 p(H)的估算方法为：将 X 进行 PCA 降维得到 Xp (大小为 90 × 64)，基于核密度方法估算 Xp 的分布， 

其计算公式为 ( ) 1

1 N i
i

H x
p H K

Nw w=

− =  
 

∑ ，其中，w 为控制分布曲线宽度的参数，K(.)是高斯核，xi 是 

Xp 的行向量；假样本来自于图编码器的输出 H。超图判别器的网络结构为一个三层多层感知机

(Multi-Layer Perceptron, MLP)，每层输出维度依次为：64、32、1。H 或 H ′经过判别器 DH 后输出真或假。

输出对抗损失函数为： 

( ) ( )( ) ( ) ( )( )2 2
' 1D H HH q H H p HD H D H′∼ ∼

   = + −      
 L                      (3) 

( ) ( )( )2
1G HH p H D H∼

 = −  
L                                 (4) 

3.2.3. 分类器 
隐层特征 H 经过矩阵内积 ( )THHσ 得到大小为 90 × 90 的多模态脑连接矩阵，再经过一个分类器，

输出二分类的预测结果。该分类器由三层 MLP 构成，每层输出维度依次为 10、10 和 2。定义 y 为疾病

标签，维度为 2 的向量，分类损失函数为： 

( ) ( ) ( )( )( )T
Cls logH q HH y C HHσ∼

 =   
L                         (5) 

综合损失函数可以表示为： 

total Rec Cls0.1G D= + + +L L L L L                             (6) 

 

 
Figure 1. Overall framework of the proposed model 
图 1. 本模型的整体框架图 
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4. 实验与结果 

4.1. 实验设置 

本模型训练和测试都是基于 TensorFlow 平台进行的，GPU 硬件为 Quadro P4000，显存 12 GB。图生

成器和图解码器的初始学习速率为 0.0001，随着训练次数成指数衰减，判别器学习速率为 0.0004 固定不

变，epoch 次数为 1000，batchsize 设置为 4，本次实验评估分类性能的指标分别为准确率(ACC)、灵敏度

(SEN)、特异度(SPE)和 ROC 曲线面积(AUC)。 

4.2. 实验结果 

本次实验比较了不同方法的分类性能，分别为同一模态下(fMRI)和双模态下(fMRI 和 DTI)的实验对

比结果。其中 MPCA 方法[55]是结构和功能连接矩阵进行多线性降维后利用 SVM 进行分类，DCNN 方

法[56]是将结构连接矩阵和脑区时间序列在拓扑空间进行聚合，最后输出疾病类别。从表 1 可以看出，单

模态比双模态的分类性能差很多，这是由于双模态可以提供疾病相关的互补信息；在多种算法中，本模

型的分类性能最佳，在三个二分类任务(EMCI vs. NC, LMCI vs. NC, AD vs. NC)中最好的准确率分别为

86.72%、91.41%和 94.53%。 
 
Table 1. Comparison of mean classification performance using different methods (%) 
表 1. 不同方法的分类性能比较(%) 

模态 方法 
EMCI vs. NC LMCI vs. NC AD vs. NC 

ACC SEN SPE AUC ACC SEN SPE AUC ACC SEN SPE AUC 

fMRI 
SVM 72.66 78.12 67.19 79.32 75.00 68.75 81.25 80.21 79.69 79.69 79.69 83.78 

Ours 79.69 82.81 76.56 82.15 83.59 81.25 85.94 82.45 86.72 90.62 82.81 87.35 

fMRI & 
DTI 

MPCA 78.12 78.12 78.12 79.57 80.47 76.56 84.38 85.83 85.16 89.06 81.25 84.72 

DCNN 82.03 81.25 82.81 83.69 85.16 84.38 86.94 89.69 89.06 93.75 84.38 91.84 

Ours 86.72 90.62 82.81 88.50 91.41 87.50 95.31 92.60 94.53 96.88 92.19 96.26 

 
图 2 定性展示了经验方法(Empirical)和模型重构方法(Reconstructed)计算 NC 阶段下的结构脑连接矩

阵，其中，横纵和纵轴都是表示感兴趣脑区(Region of Interest, ROI)编号。通过比较这两种方法计算的结

构连接矩阵在同一分类器(GCN)下的分类性能，如图 3 所示，本模型重构的结构连接矩阵要优于经验方

法，说明本模型的图解码器能够很好的重构结构连接矩阵，确保了图编码器生成隐层表征的稳定性。通

过 LOOCV 算法，对各个二分类任务下重要脑区进行了定性分析，如图 4 所示，在 EMCI vs. NC 中，10
个重要的脑区分别是：额中回(MFG.R)、眶部额下回(ORBinf.R)、嗅皮质(OLF.R)、内侧额上回(SFGmed.R)、
海马旁回(PHG.L)、杏仁核(AMYG.L)、顶上回(SPG.L)、角回(ANG.R)、豆状苍白球(PAL.R)、颞极：颞上

回(TPOsup.L)。在 LMCI vs. NC 中，眶部额下回(ORBinf.R)、嗅皮质(OLF.R)、海马(HIP.L)、杏仁核(AMYG.L)、
中央后回(PoCG.L)、顶下缘角回(IPL.L)、楔前叶(PCUN.R)、丘脑(THA.R)、颞极颞上回(TPOsup.L)和颞下

回(ITG.R)；在 AD vs. NC 中，10 个重要脑区分别是：眶部额下回(ORBinf.L)、内侧额上回(SFGmed.L)、
脑岛(INS.R)、内侧和旁扣带脑回(DCG.R)、后扣带回(PCG.R)、海马旁回(PHG.R)、杏仁核(AMYG.L)、舌

回(LING.R)、缘上回(SMG.R)和丘脑(THA.L)。其中海马体、海马旁回、杏仁核、嗅皮质、角回等脑区都

已经被证实与阿尔兹海默症密切相关[57] [58]。 
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Figure 2. Schematic diagram of the brain connectivity matrices computed by different methods 
图 2. 不同方法计算的脑连接矩阵示意图 

 

 
Figure 3. Comparison of classification performance of structural 
connectivities using different methods for AD vs. NC 
图 3. 不同方法计算的结构连接矩阵在 AD vs. NC 下分类性能的比较 

 
为了定量分析不同认知疾病阶段的脑连接变化特征，基于模型输出的结构–功能脑连接矩阵，使用

t 检验方法，并选取 p 值小于 0.001 的值作为异常重要脑连接。图 5 展示了阿尔兹海默症不同疾病阶段的

重要脑连接可视化结果，其中品红色表示疾病阶段(EMCI、LMCI 或 AD)相对于 NC 阶段减少的脑连接，

蓝色表示增加的脑连接。这些异常的脑连接可以反映阿尔兹海默症发展过程中脑部重要连接的受损情况，

涉及到的脑区包括海马体、海马旁回、嗅皮质、后扣带回、角回，增加的异常脑连接包括：左侧海马(HIP.L)-
左侧角回(ANG.L)、左侧海马(HIP.L)-右侧海马旁回(PHG.R)、左侧海马旁回(PHG.L)-左侧颞极颞上回

(TPOmid.L)、右侧嗅皮质(OLF.R)-右侧脑岛(INS.R)，减少的异常脑连接包括：左侧海马(HIP.L)-左侧后扣

带回(PCG.L)、左侧嗅皮质(OLF.L)-右内侧额上回(SFGmed.R)、右侧海马(HIP.R)-左侧枕上回(SOG.L)、左

侧后扣带回(PCG.L)-右侧海马旁回(PHG.R)。 

4.3. 消融实验 

为了研究各个模块对实验结果影响，分别去掉判别器模块、图解码器模块，测试在 LMCI vs. NC 分

类任务中的效果。去掉判别器模块，即该模型由图编码器、图解码器和分类器组成；去掉解码器模块， 
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Figure 4. Visualization of 10 important ROIs for different classification tasks 
图 4. 不同分类任务下 10 个重要脑区的可视化结果 

 

 
Figure 5. Important abnormal brain connections at different stages of AD (p-value < 0.001) 
图 5. 不同认知疾病阶段重要的异常脑连接(p 值小于 0.001) 
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即该模型由图编码器、判别器和分类器组成。如图 6 所示，解码器模块在准确率(ACC)和灵敏度(SEN)指
标上对模型影响很大，而判别器模块在特异度(SPE)和 ROC 曲线面积(AUC)指标上影响更大。总体来说，

判别器和解码器模块都会影响实验结果的分类性能，它们在模型的隐层表征学习中起到很好的稳健性效果。 
 

 
Figure 6. Influence of different modules on the classification performance of LMCI vs. NC 
图 6. 不同模块对 LMCI vs. NC 分类性能的影响 

5. 总结 

本文提出了一种超图对抗性自编码器用于阿尔兹海默症的诊断和分析。利用估算分布对隐层表征进

行约束，使得图生成器可以有效融合并学习到结构–功能的互补脑连接特征，图解码器使生成器网络结

构更加稳定。实验结果表明，在同类模型比较中，该模型具有更高的预测精度。本模型可以重建脑部结

构–功能连接特征，并进行异常脑连接分析，为认知疾病的早期筛查提供潜在的生物标志物。 
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