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Abstract 
In order to forecast time series with multi-scale characteristics better, the echo state network 
model is combined with wavelet analysis method to create a new prediction model which is wave-
let echo state network. The original time series are processed with the Mallat algorithm and Dau-
bechies wavelet based on wavelet multi-scale analysis theory that can respectively get the details 
of the different layers and overview part of sequences. Then different echo state network fore-
casting models are respectively created based on the different sequence characteristics to forecast 
and eventually add the forecast data of detail sequences and overview sequence to obtain the 
original time series prediction result. The simulation examples of forecast model for a country 
gross national product show that this model can well fit the development trend of time series and 
the forecast accuracy is higher. 
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摘  要 

为了更好的对具有多尺度特性的时间序列进行预测，运用小波分析方法与回声状态网络模型相结合来创

建小波回声状态网络预测模型。利用小波方法对原始时间序列进行处理，获得不同层上的细节部分序列

和概貌部分序列，根据不同层上的序列特性分别创建与之相匹配的回声状态网络模型从而得到各层预测

数据，将各层预测数据进行拟合，最终得到原始时间序列的预测结果。通过对某国国民生产总值的仿真

研究表明，该模型能够很好的拟合时间序列的发展趋势，预测精度较高。 
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1. 引言 

在实际应用中，获得的时间序列通常表现出非线性、非平稳性及快速变化性等动态特性，对这些时

间序列进行准确的预测具有很大的挑战。因此，在面向时间序列预测的模型中研究融合了人工神经网络

等智能算法。这些智能算法在各自的领域中取得了不同的预测效果。其中，递归神经网络以其良好的非

线性逼近能力，被广泛应用于非线性时间序列预测问题中，并得到了学术界广泛的认同。但是，由于递

归神经网络训练算法计算量过大，收敛速度缓慢，训练效率低等问题，限制了它的进一步发展及在实际

中的应用。回声状态网络选用“储备池”取代传统递归神经网络的隐含层，简化了模型训练过程，只针

对部分连接权进行训练，解决了传统递归神经网络训练算法繁杂，训练时间长，易陷入局部最优等一系

列难题。 
在实际预测中，对于同一组数据采用不同预测方法得到的预测值是不同的，有的预测结果往往差别很

大。因此，针对不同预测方法的优缺点，可以把多种预测方法进行融合，从而创建出一种新的预测模型来

实现数据预测，这种新的模型能够充分有效的整合大量有效信息，在最大程度上提高数据的预测精度。 
为了更好的对具有多尺度特性的时间序列进行预测，本文运用小波分析方法与回声状态网络模型相

结合来创建小波回声状态网络预测模型。利用小波方法对原始时间序列进行处理，获得不同层上的细节

部分序列和概貌部分序列，根据不同层上的序列特性分别创建与之相匹配的回声状态网络模型从而得到

各层预测数据，将各层预测数据进行拟合，最终得到原始时间序列的预测结果。通过对某国国民生产总

值的仿真研究表明，该模型能够很好的拟合时间序列的发展趋势，预测精度较高。 

2. 小波回声状态网络模型 

小波回声状态网络模型首先利用小波分析的方法对时间序列进行分解与重构，分别得到不同层上的

细节部分序列和概貌部分序列，针对不同层上的序列特性分别创建相应的回声状态网络，将各层回声状

态网络模型的预测数据进行拟合，最终得到原始时间序列的预测结果，以此来提高数据预测精度。模型

结构如图 1 所示。 
小波回声状态网络模型由三部分构成，分别是小波分解与重构、各层回声状态网络模型创建、各层

预测数据拟合。 

2.1. 小波分解与重构 

小波分解与重构是对多尺度时间序列分析的经典方法，本文选用 Mallat 算法来完成原始时间序列数 
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Figure 1. Wavelet echo state network model structure 
图 1. 小波回声状态网络模型结构图 

 

据的小波分解，Mallat 算法具体如下[1]： 
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式中，H 表示低通滤波器，G 表示高通滤波器。 jc 和 jd 分别表示原始时间序列分解在 2 j− 下的概貌信号

和细节信号，其中 0,1, ,j J=  ，当 0j = 时，有 0c 为原始信号，即 0 尺度上的信号。 
在运用小波分解算法(1)对原始时间序列进行小波分解以后，生成的概貌信号和细节信号在信号点数

上总是要比分解前的信号点数缩减一半，但信号点数的缩减对于预测过程是非常不利的。为了解决以上

问题，通过一些算法将分解后的概貌信号和细节信号重新进行重构，重构算法[2]如下： 

1 1 , 1, 2, ,0j J JC H C G D j J J+ +′ ′= + = − −                           (2) 

其中，H ′表示为 H 的对偶算子，G′表示为 G 的对偶算子。在运用重构算法(2)对小波分解后的概貌信号

和细节信号进行重构以后可以增加信号的点数。对 Jddd ,, 21 和 Jc 分别进行重构，得到第 1 层、第 2 层…
第 J 层细节信号的重构结果 1 2 3, , , , JD D D D 和第 J 层概貌信号的重构结果 JC ，并且它们同原始信号 0c 的

点数是一样的。 

2.2. 回声状态网络模型 

2.2.1. 回声状态网络模型结构 
回声状态网络是一种新型的递归神经网络[3]，它是通过创建一个大规模的“储备池”代替传统神经

网络的隐层作来对系统的动态信息进行处理。回声状态网络的模型结构如图 2 所示。 
回声状态网络由三部分组成，分别为输入层、储备池和输出层。输入信号 ( )u k 与储备池之间经由输

入连接权矩阵 inW 连接，储备池中有许多随机分布的神经元，神经元节点之间经由内部连接权矩阵 resW 实

现相互连接，网络输出 ( )1y k − 经由反馈连接权矩阵 backW 反馈到储备池，内部状态向量 ( )x k 则由神经元

的输出组成， ( )x k 经由输出连接权矩阵 outW 与输出层进行连接。储备池的主要作用就是对输入信号进行

处理，其中 resW 、 inW 、 backW 在网络初始化阶段随机产生，在其后的训练过程中保持不变，不需要再对

其进行训练。输出层的神经元数目与输入数目相等，其输出神经元是由一系列平行的神经元构成。在回

声状态网络中，只需要对 outW 这一个输出连接权进行训练，而且训练过程十分简单，只需要求解一个线

性回归问题。 
假设回声状态网络具有 L 个输入单元、 M 个输出单元、 N 个内部信号处理单元。则输入数据单元

( )u k 、输出数据单元 ( )y k 以及系统内部状态变量 ( )x k 在 k 时刻的取值为[4]： 

( ) ( ) ( ) ( ) T
1 2, , , Lu k u k u k u k=                                  (3) 

( ) ( ) ( ) ( ) T
1 2, , , My k y k y k y k=                                 (4) 
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Figure 2. Echo state network model structure 
图 2. 回声状态网络模型结构图 

 

( ) ( ) ( ) ( ) T
1 2, , , Nx k x k x k x k=                                  (5) 

储备池内部状态更新方程如下式： 

( ) ( ) ( ) ( )( )1 res in backx k f W x k W u k W y k+ = + +                          (6) 

式中， *res N NW R∈ ， *in N LW R∈ ， *back N MW R∈ ， [ ]1 2, , , Nf f f f=  为内部神经元激活函数，通常情况下，

( )1,2, ,if i N=  采用双曲正切函数。 
网络的输出方程如下式： 

( ) ( ) ( ) ( )( )1 1 , 1 ,out
outy k f W x k u k y k v+ = + + +                           (7) 

2.2.2. 回声状态网络的训练算法 
对回声状态网络进行训练其实就是对 outW 进行训练的过程，通过预先给定的教师样本数据

( ) ( )( ), , 1, 2, ,u n y n n r=  来训练出与之相匹配的输出连接权矩阵 outW 。假设反馈连接权 0backW = ，同时

假设输入到输出连接权也等于 0。回声状态网络的训练过程一共有两个阶段：动态采样阶段、权值计算

阶段[5] [6]。 
1) 动态采样阶段 
首先对网络进行初始化，随机生成网络的初始状态，一般情况下，取内部状态向量 ( )0 0x = 。从 0

到 T 时刻，把教师样本输入数据 ( )( ), 1, 2, ,u n n r=  通过输入连接权 inW 连接到储备池，同时把输出数据

( )( ), 1, 2, ,u n n r=  通过反馈连接权 backW 连接到储备池，然后根据储备池内部状态更新方程，实现系统

内部状态的计算，以及完成相应输出 ( )ŷ n 的计算与收集。需要注意的是，每个时刻的内部状态 ( )x n 的

计算，都应该把教师样本数据 ( )y n 写入到输出单元。假设从 T0时刻开始，网络趋于稳定，为了消除任意

选定的初始状态对系统动态特性的影响，则从 T0开始收集系统内部状态变量、相应的输入部分和输出部

分，从 T0 时刻开始，能够认为系统反映的是输入、输出样本数据之间的映射关系，以向量

( ) ( ) ( )( )1 2, , , Nx i x i x i  ( ), 1, ,i m m r= +  为行构成矩阵 ( )1,B M m N− + ，同时以相应的样本数据 ( )y n 构

成一个列向量 ( )1,1T M m− + 。 
2) 权值计算 
在权值计算阶段，通过在动态采样阶段收集的系统内部状态矩阵 和教师样本数据来求解出输出连

接权 outW 。 
由于系统内部状态变量 ( )x n 和系统实际输出 ( )ŷ n 呈现线性关系，同时网络进行训练的目标是让网络

的实际输出 ( )ŷ n 最大可能的逼近期望输出 ( )y n ，即 

( ) ( ) ( )
1

ˆ
L

out
i i

i
y n y n x nω

=

≈ = ∑                                 (8) 

使计算权值 outW  ( outW 属于 outW )实现系统的均方误差最小化，则需求解如下的最优化问题[7]： 

B
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1

1min
1out

i

M L
out
i i

n m i
y n x n

M mω
ω

= =

 − − +  
∑ ∑                            (9) 

在数学的观点中，以上问题是一个线性回归问题，可以归结为求矩阵 B 的伪逆矩阵的问题，即 

( )ToutW B T+=                                     (10) 

这样就确定了回声状态网络模型的所有的参数，完成了对回声状态网络的训练。 

2.3. 各层预测数据拟合 

将各层预测数据进行拟合，最终得到原始时间序列的预测结果。 

3. 模型预测仿真研究 

3.1. 原始时间序列的分解与重构 

本文中，将某国 1947.1~2013.1 国民生产总值季度数据作为原始样本分析数据。运用 Mallat 算法和

Daubechies 小波(Db10)实现对原始时间序列的 3 尺度分析。其中，经过小波分解的细节部分信号分别标

记为 3 2 1, ,d d d ；经过小波分解的概貌部分信号标记为 3a ，具体折线图如图 3 所示。 

3.2. 各尺度分层建模预测 

1) 模型训练 
首先需要随机生成系统的 inW 及 resW ，同时令 0backW = ，生成一个具有回声状态属性的初始网络[7]。 
然后进行网络动态采样。采样阶段根据系统内部状态更新方程收集系统内部状态：任意初始化储备

池内部状态，这里令初始状态为 0；将教师样本输入数据和教师样本输出数据分别通过输入连接权矩阵

和反馈连接权矩阵加到储备池之中，按照内部状态状态更新方程及网络输出方程完成内部状态和相应的

输出的计算及采集。 
需要注意的是，本文对样本输入数据进行了特殊的处理，模型所采用的输入数据并不是在时间位置

上连续的，而是采取数组形式。即假定输入向量为 ( )1 2, , , nX x x x=  ，该输入向量中的每一个分量本身

也是由一个向量组成，例如， 1x 是时间序列 Z 的前 m 个数据组成的向量， 2x 则是时间序列 Z 中提取 1x 后 
 

 
Figure 3. Wavelet decomposition and reconstruction 
图 3. 小波分解重构图 



刘天慧 等 
 

 
92 

接下来的m 个数据组成的向量，后面以此类推。在本文的模型中，m 取值为 16。 
最后进行权值计算，权值计算方法同前面所述。 
2) 模型预测 
对输入数据运用上述同样的方法进行特殊处理以后将其输入到已经训练好的模型之中，用输入数据

对储备池进行激发，同时收集内部状态向量，最后利用模型训练阶段所求得的输出权值矩阵与系统内部

状态进行线性组合，得到各层预测数据，各层预测效果图如图 4~图 7 所示。 

3.3. 各尺度预测数据拟合 

将各层预测数据进行拟合，最终得到原始时间序列的预测结果。 
原始时间序列预测数据与原始数据对比图如图 8 所示。 
本文采用 MAPE (平均绝对百分比误差)作为评价预测模型预测效果的指标，在小波回声状态网络模

型中 MAPE 的值为 2.3122%。可见，该模型的预测精度较高。 
 

 
Figure 4. a3 sequence prediction 
图 4. a3序列预测效果图 

 

 
Figure 5. d3 sequence prediction 
图 5. d3序列预测效果图 
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Figure 6. d2 sequence prediction 
图 6. d2序列预测效果图 

 

 
Figure 7. d1 sequence prediction 
图 7. d1序列预测效果图 

 

 
Figure 8. Wavelet echo state network model for predicting 
图 8. 小波回声状态网络模型预测效果图 



刘天慧 等 
 

 
94 

4. 结论 

本文提出了小波回声状态网络预测模型，针对回声状态网络模型面向多尺度时间序列分析预测的局

限性，引入了小波分析方法，来提高针对多尺度时间序列预测的预测效果。小波回声状态网络预测模型

首先运用小波方法对原始时间序列进行处理，对处理所得的各层数据分别创建回声状态网络模型进行预

测，将各层预测数据进行拟合从而得到最终预测结果。仿真研究表明，该模型具有很好的预测效果。 
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