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摘  要 

“双碳”目标下分布式电源(distributed generator, DG)大量接入配电网，使得传统基于物理建模的合

环电流计算方法难以满足工程对计算准确性、适用性的要求。为充分挖掘合环电流输入特征的时空联系，

解决输入特征对合环电流的不稳定影响导致的预测精度下降问题，提出了一种基于一维卷积(1D-CNN)
的含DG配电网合环电流预测方法。首先，结合实际配电网运行特点分析了合环电流输入特征构建，提出

了两种合环电流预测的输入特征选择；其次，基于DIgSILENT/PowerFactory搭建仿真模型形成样本集

合；最后，分别对两种输入特征进行模型训练，并对超参数寻优及预测流程等问题进行了分析，从而建

立1D-CNN合环电流预测模型。在贵州某地区实际中压配电系统开展仿真分析，结果显示该模型在馈线a、
b首端及合环处的电流测试集样本Ia、Ib、Ic上的平均绝对误差分别为0.0927%、0.2704%和0.4797%，

表明所提方法能准确且稳定预测合环电流。 
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Abstract 
A large number of distributed generators (DG) are connected to the distribution network under 
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the “dual-carbon” goal, which makes the traditional loop closing current calculation method based 
on physical modeling difficult to meet the requirements of engineering for calculation accuracy 
and applicability. In order to fully explore the spatio-temporal relation of input features of the 
loop closing current and solve the problem of prediction accuracy decline caused by the unstable 
influence of input features on the loop closing current, a method for predicting the loop closing 
current of distribution network with DG based on one-dimensional convolutional neural network 
(1D-CNN) is proposed. Firstly, the input characteristics of the loop closing current are analyzed in 
combination with the operational characteristics of the actual distribution network, and two kinds 
of input characteristics for loop closing current prediction are proposed; then, a simulation model 
is constructed based on DIgSILENT/PowerFactory to form the sample set; and finally, the model 
training of the two input features is performed separately, and hyperparameter optimization and 
prediction process are analyzed, so as to establish the 1D-CNN loop closing current prediction 
model. The simulation analysis then is carried out in the actual medium voltage distribution sys-
tem in a region of Guizhou. The results show that the mean absolute errors of the model on the 
current samples Ia, Ib and Ic are 0.0927%, 0.2704% and 0.4797% respectively, indicating that the 
proposed method is capable of correctly and stably predicting the loop closing current. 
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1. 引言 

在“双碳”目标的推动下，新能源产业迅速发展[1] [2]，大量接入配电网，其不确定性给新型电力系

统的建设带来了重大影响[3] [4]。为此，准确计算分布式电源接入配电网后的合环电流，对于推动新型电

力系统的建设具有重要意义。 
目前已有大量文献对合环运行进行了研究分析。文献[5]以馈线合环稳态电流和暂态电流为约束建立

配电网转供优化模型；文献[6]提出了一种考虑多电压等级拓扑约束的合环转供优化模型；文献[7]提出了

配电网中背靠背柔性直流的最优合环模型，并研究了潮流优化控制方法；文献[8]采用半不变量法计算合

环电流的概率分布特性，并通过计算合环电流越限概率和程度评估合环操作的安全性；文献[9]提出一种

通过求解闭区间内目标函数最大值的方法，推导出合环冲击电流计算数学模型；文献[10]基于馈线首末端

微型同步相量测量装置(micro-synchronous phasor measurement units, μPMU)的量测信息，提出一种负荷等

值阻抗的合环转供电模型；但主要以物理建模的方法合环运行进行分析，目前仍缺乏人工智能对合环分

析的研究。 
近年来，人工智能技术的发展日新月异，卷积神经网络(convolution neural network, CNN)由于具有强

大的建模和特征学习能力[11]，目前已成为各个领域中的研究热点[12] [13] [14]，相较于基于物理建模的

方法速度更快，涉及的复杂机制更少[15]。鉴于机器学习强大的学习能力，已有部分学者将其应用到电力

系统的短路电流计算中[16] [17] [18]，这给新型配电网的合环电流计算提供了新的思路。文献[19]基于极

限梯度提升(extreme gradient boosting, XGBoost)算法得到影响配电网合环转供电的因素，并提出相应的调

控措施；文献[20]基于神经网络提出了一种数据驱动的配电网合环判定方法；尽管现有研究已取得较好的
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合环电流计算效果，但模型结构主要面向图像数据设计，缺乏针对电力系统量测数据的模型设计。 
为此，本文提出一种基于 1D-CNN 的含 DG 中压配电网合环电流预测方法。首先，设计了一种包括

输入层、三组一维卷积层和池化层、全连接层和输出层的 1D-CNN 结构；其次，分析推导了与合环电流

相关的两种配电网特征；然后再利用 DIgSILENT/PowerFactory 建模仿真形成样本集分别进行模型训练。

最后，通过贵州省某实际案例进行合环电流预测，并与其他算法进行比较，验证了所提方法的优越性。 

2. 含 DG 的中压馈线合环模型 

2.1. 中压配电网合环结构 

分布式电源(DG)接入中压配电合环的结构如图 1 所示，图中 B1、B2分别为不同 110 kV 变电站 10 kV
馈线出口断路器，馈线 a、b 通过联络开关相连，Uai、Ubj (i = 1, 2, ∙∙∙, m, j = 1, 2, ∙∙∙, n)分别表示馈线 a、b
节点电压，Sai、Sbj (i = 1, 2, ∙∙∙, m, j = 1, 2, ∙∙∙, n)分别表示馈线 a、b 节点负荷，S = P + jQ，SDGi (i = 1, 2)为
光伏电源注入容量。 

 

 
Figure 1. The structure diagram of loop closing with photovoltaic power supply 
图 1. 含光伏电源的合环结构图 

 
正常运行时，B1、B2均处于关合状态，联络开关 S 处于断开状态，两条 10 kV 馈线分别由各自上级

变电站带电开环运行。当其中一条馈线需要进行故障处理或负荷转移等操作时，可通过合环操作将发生

故障或负荷较重的线路转移至另一条线路，即可达到减少停电次数或不停电的效果，保障了用户的用电

需求，提高了供电的可靠性。 
分布式电源的接入势必会对电网潮流造成一定的影响，例如潮流反向等，中压配电网合环线路中功

率、电压的波动将直接影响合环操作是否成功。稳态环流主要由循环功率引起的环流和负荷电流组成。

若 Ua1 > Ub1，则当联络开关 S 闭合后两侧 10 kV 馈线上级电源送出功率分别为： 
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其中：m、n 分别代表馈线 a、b 上负荷节点数量， , 1i iZ + 表示馈线 a、b 上节点之间的阻抗，对其求和则代

表第 i 个负荷节点到另一侧电源点的阻抗，SDGi = 0 时即表示第 i 个节点没有分布式光伏接入，ZΣ为环网

内所有阻抗之和，UN为额定电压，*为共轭。 

2.2. 输入特征选择 

通常，对于电力系统中某确定的配电网，潮流变化与配电网的结构之间存在一定的规律，利用配电

网中信息采集系统(SCADA)采集的部分节点的注入功率、电压幅值等信息，通过求解潮流方程，可以确

定配电网当前的运行方式，潮流方程如下： 
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式中：Pi、Qi分别代表节点 i 的注入有功功率和无功功率，Ui为节点电压幅值；N 代表配电网馈线节点总

数；Gij、Bij分别为节点 i 与节点 j 之间的互电导和互电纳；θij为节点 i 与节点 j 之间的电压相角差。 
目前配电网中还未完全配备微型同步相量测量装置等监控量测设备，但一般可以通过安装的电流互

感器的和电压互感器获得支路电流及节点电压有效值，这些数据同样也能反映当前配电网的运行方式。

实际工程中，对于某一特定的配电网，馈线结构的变化类型往往有限的，因此可以通过深度学习等方法

来拟合配电网的量测数据与合环稳态电流之间的关系。 
对此，针对配电网实际量测条件，本文考虑装配 μPMU 与否的理想条件下和实际量测条件下两种情

况，收集中压配电网运行特征信息并结合联络开关位置，作为样本输入特征。训练数据集的样本标签为

对应输入特征的馈线首端电流及合环处稳态电流，通过 DIgSILENT/PowerFactory 对实际配电网进行建模

仿真记录获得。对于配备 μPMU 与否的配电网应有不同的合环电流预测模型输入特征 F1和 F2，F1和 F2

的推导分别如式(4)和式(5)所示： 

{
}

1 1 1 1

1 1 2

, , , , , , , , ,

, , , , , , ,

, , , , , ,

, , , ,

a ai bj a ai bj a ai bj

a ai bj ij la lb dg dg dgi

F U U U P P P

Q Q Q L p p S SS

θ θ θ=      

  

                  (4) 

{ }2 1 1 1 2, ,, , , , , , ,, , , ,a ai bj a ai bj ij la lb dg dg dgiF I I I U U U L Sp p S S= , ,    ,                (5) 

其中： U 、θ分别表示电压幅值、电压相位，P、Q 分别表示有功负荷、无功负荷，I、U 分别表示支路

电流、电压有效值；Lij为馈线 a 上第 i 个节点与馈线 b 上第 j 个节点联络形成的合环线路；pla、plb分别

为合环线路位置距离馈线 a、b 首端母线节点位置的百分比，且满足 [ )0,100%lp ∈ ，当 pl = 0 时认为合环

节点处于馈线首端。 

3. 基于 1D-CNN 的含 DG 中压馈线合环电流预测方法 

CNN 的结构主要由输入层、卷积层、激活层、池化层、全连接层和输出层构成。其中，卷积层和池

化层主要用于分析数据样本的特征，然后通过全连接层输出预测结果。根据数据的维度，可分为一维、

二维和三维卷积神经网络，由于配电网的馈线合环电流预测使用的数据是一维电力系统量测数据，因此

一维卷积神经网络更适合计算合环电流。 
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1D-CNN 与传统机器学习算法的主要区别在于特征提取，传统的机器学习算法往往需要研究人员根

据自己的经验投入大量精力构建特征向量模型，以提取有用的特征。相比之下，1D-CNN 网络以更加智

能的方式提取特征，可以通过多层非线性变换从数据中学习特征。1D-CNN 虽然特征复杂，但可以提高

训练的准确性，其结构也具有更强的表达和学习能力。 

3.1. 卷积层 

卷积层作为 1D-CNN 的核心，其功能为从输入层或低层特征图(Feature Map)中提取特征。特征提取

操作是通过其结构中的一些过滤器在卷积层上完成的。卷积层拥有很多参数，即卷积核。每个卷积核都

有其可接受的字段，并对应于输入的完整深度。在进行计算时，卷积层利用卷积核对输入特征进行扫描，

然后对感受野内的输入特征进行矩阵乘法和偏置向量相加[21]，如下所示： 

1
1 •Ml l l l

j i ij jiy x bω−
=

= +∑                                   (6) 

其中， l
jy 表示卷积层 j 中第 l 个滤波器的输出， l

ijω 表示第 i 个输入和第 j 个输出映射之间的第 l 层中神经

元的权重，实际上就是卷积核， l
jb 为偏置向量，符号 •表示卷积运算。 

卷积运算后，每个卷积输出值需要通过激活函数进行非线性变换激活 1D-CNN 的隐藏层，得到新的

特征。考虑到本文中 1D-CNN 应用的功能被设置为电流预测，因此每层上的卷积运算选择修正线性单元

(Rectified Linear Unit, ReLU)激活函数执行得到特征图，如下所示： 
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x x

f x
x
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3.2. 池化层 

在通过卷积核学习后，卷积层提取的特征形成了一个新的特征图，但是这些特征图携带了大量的特

征，阻碍了计算操作。为了保持明显特征的同时减少冗余特征，使用池化层降低数据维度，减少网络参

数的数量，并加快计算速度[22]。池化操作通常分为平均池化和最大池化两种类型，鉴于最大池化应用广

泛，本文也使用了最大池化。池化操作计算如下： 

( )( )1
1downMl l l

j j jiy f x b−
=

= +∑                                (8) 

式中 down 表示最大池化操作。 

3.3. 全连接层 

全连接层是具有互连神经元的前馈神经网络。全连接层的输入为卷积层和池化层接收提取的特征。

然后，为了在 1D-CNN 的最后一层对它们进行分类，在全连接层中计算特征的权重和偏差。根据式(9)，
在每个全连接层中，每个神经元捕获输入值并将其转换为一个输出值： 

1

n

i i
i

y f k x b
=

 
= − 

 
∑                                    (9) 

其中，y 为输出值，xi为第 i − 1 层的全连接输入，ki表示神经元对输入值的敏感度，b 表示偏置向量。 

4. 方法步骤 

4.1. 数据归一化 

为了降低输入特征维度和量纲对训练模型的影响，通常对输入数据进行归一化预处理。归一化通过
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将有量纲的数据转换为无量纲数据来简化计算，其目的是将数据的统计分布特征一般化，使它们具有可

比性的同时仍然保持相对关系。 
通常，将大量特征数据输入到神经网络中会使得梯度更新变大，从而降低神经网络的学习速度，甚

至可能会导致计算不收敛。此外，神经网络可能会忽略非归一化数据的分布特征，从而降低对其他数据

的泛化能力。因此，采用“Min-Max normalization”计算方法将输入数据归一化转换到[0, 1]区间的无量

纲数据，加快模型的训练过程，避免出现泛化问题。归一化计算方法如下所示： 

min
norm

max min

ix xx
x x

−
=

−
                                  (10) 

式中：xnorm表示归一化输出值，xi表示原始待处理数据，xmin和 xmax 分别表示待处理数据中的最大值和最

小值。 

4.2. 模型超参数寻优 

超参数寻优是机器学习中的重要一环，对模型训练的性能有着重要影响。为了避免模型训练过程中

出现过拟合问题，将数据集分为训练集和测试集。其中，训练集用于计算梯度并更新权重和偏置向量，

测试集用于评估模型的泛化性能。K 折交叉验证是最常用的性能评估方法，如图 2 所示。 
 

 
Figure 2. The schematic diagram of K-fold cross-validation 
图 2. K 折交叉验证示意图 

 
首先，将数据集样本分成 k 个大小相同、互不相交的子集；接着，遍历这 k 个子集，每次用 1k − 个

子集作为训练集训练模型，将剩下的一个子集作为测试集进行模型测试和评估；最后，将 k 次测试的误

差取平均值作为最终的评估指标。 

4.3. 1D-CNN 模型预测流程 

含 DG 的配电网合环电流预测模型主要包括构建训练数据集、离线训练和在线应用 3 个部分。流程
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图如图 3 所示。具体流程如下： 
步骤一：通过 DIgSILENT/PowerFactory 建立所需的配电网模型； 
步骤二：对网络模型中馈线负荷基于时间的参数特性进行定义，基于配电网 SCADA 系统获取历史

断面量测数据创建负荷状态，设置配电网的运行方式； 
步骤三：进行准动态仿真，记录输入特征和对应馈线首端及合环处电流稳态值，构建训练数据集； 
步骤四：通过随机搜索与 K 折交叉验证法进行超参数寻优，生成 1D-CNN 合环电流预测模型； 
步骤五：将输入特征输入到训练好的模型中，即可得到当前配电网拓扑结构合环电流预测值。 
 

 
Figure 3. The flowchart of loop closing current prediction 
图 3. 合环电流预测流程图 

4.4. 模型评价指标 

一般通过真实值与预测值之间的差异来评估模型的准确性。为了综合评估所提模型的性能，本文采

用了两种不同的评估指标，即平均绝对百分比误差 MAPE (Mean Absolute Percentage Error)和平均绝对误

差 MAE (Mean Absolute Error)。 
MAPE 为相对误差 RE (Relative Error)的期望值，表示预测值与实际值之间的相对百分比误差。MAE

为绝对误差 AE (Absolute Error)的期望值，表示预测值与实际值之间绝对差的平均值，用于衡量所提出方

法的平均误差大小。相关定义如下： 

ˆAE i iy y= −                                     (11) 

ˆ
RE 100%i i

i

y y
y
−

= ×                                  (12) 

1

ˆ1MAPE 100%i i
n

i i

y y
yn =

−
= ×∑                              (13) 
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( )
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1 ˆMAE i
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i
i

y
n

y
=

= −∑                                 (14) 

式中：yi为实际值， ˆiy 为预测值，n 表示样本总数。这些指标的值越小，则代表模型性能越好。 

5. 算例分析 

5.1. 算例情况说明 

为进一步验证所提方法的有效性，以贵州省某市实际配电网作为算例进行分析，并将预测结果与

DIgSILENT/PowerFactory 的仿真结果进行对比，来自不同 110 kV 变电站两侧馈线负荷分布及合环点如图

4、图 5 所示。馈线 a 侧变压器容量为 50 MVA，短路损耗为 161.20 kW，短路电压为 16.63%；馈线 b 侧

变压器容量为 50 MVA，短路损耗为 176.22 kW，短路电压为 17.10%。 
 

 
Figure 4. Load distribution of 10 kV feeder line a 
图 4. 10 kV 馈线 a 的负荷分布 

 

 
Figure 5. Load distribution of 10 kV feeder line b 
图 5. 10 kV 馈线 b 的负荷分布 

 
为保证模型训练的准确性，运用 DIgSILENT/PowerFactory 中的“准动态仿真”功能模块获取大量样

本数据，“准动态仿真”利用了基于时间的参数特征，可以完成一系列时间间隔内的潮流计算，用户可

以灵活选择仿真周期和步长。由于负荷随时间变化，而光伏出力也随日照辐射量变化，建模仿真时假设

馈线上所有负荷拥有相同的分布特性，但巅峰负荷不同。基于该市 2020 年 3 月~2021 年 3 月的历史负荷

数据，在配电网仿真平台 DIgSILENT/PowerFactory 中建立模型并进行准动态仿真，获得电网不同运行方

式下的数据集。图 5、图 6 中网络模型参数设置见附录 A 表 A1，巅峰负荷设置见附录 A 表 A2，分布式

光伏电源容量为 2 MW，该光伏电源的出力特性见附录 A 图 A1，馈线节点负荷特性分别见附录 A 图 A2、
图 A3。 
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根据光照变化，光伏电源每一个小时采集一次数据，馈线上相应的节点负荷变化也每一个小时采集

一次数据，本算例以馈线 a、b 首端及合环节点处的电流作为监测对象，通过准动态仿真共获得 8784 组

样本。将样本按照 8:2 的比例分为训练集和测试集，即 7027 组作为训练集，1757 组作为测试集。根据式

(4)可得 208 个输入特征，根据式(5)则有 106 个输入特征。 
为保障模型的有效性和鲁棒性，本文采用效率更高的随机搜索与 10 折交叉验证法进行超参数寻优，

包括神经网络的卷积层数、卷积核的数量和大小、学习率等，本文以 MAPE 的平均值作为评价标准，验

证超参数寻优结果，1D-CNN 模型参数寻优结果为：卷积层数为 3 层，每个卷积层步长设置为 1，卷积填

充层数为 1，池化层大小为 2，每个池化层的步长设置为 2 × 1，激活函数为 ReLU。具体结果如表 1 所示。 
 

Table 1. The parameters of CNN structure 
表 1. CNN 结构参数 

超参数 类型 值 

综合参数 

批处理 64 

激活函数 ReLU 

学习率 0.0001 

损失函数 MAPE 

1D-CNN 

卷积层数 3 

卷积核数量 

32 

32 

64 

卷积核大小 3 × 1 

5.2. 模型性能比较 

为验证所提方法的准确性，选用式(4)作为输入特征，使用其他机器学习算法如极限梯度提升、深度

神经网络(deep neural networks, DNN)与之进行对比，基于相同的训练集样本建模，采用相同的测试样本

集进行测试，实现含 DG 的中压配电网合环电流预测。各个算法对馈线 a、b 首端电流 Ia、Ib和联络开关

处合环电流 Ic的预测值与实际值之间的平均误差如表 2 所示，表中加粗数值表示算法在训练集和测试集

上的最佳表现。 
由表 2 可知，1D-CNN 在对于 Ia、Ib测试集上 MAPE 和 MAE 值的表现相较于 XGBoost 和 DNN 更加

出色，在 Ia的测试集上其 MAPE 值分别降低了 62.8%和 85.1%，MAE 值分别降低了 59.4%和 78.2%；在

Ib的测试集上其 MAPE 值分别降低了 17.2%和 44.3%，MAE 值分别降低了 5.6%和 37.0%；而对于 Ic的测

试集来说，其 MAPE 值较 XGBoost 算法和 DNN 算法分别降低了 24.6%和 69.8%，MAE 值则是分别降低

了 23.4%和 69.5%。由此可见，1D-CNN 在馈线首端及合环处电流的测试集上都有较好的准确度提升，而

合环处电流的预测误差相较于馈线首端更大，这是由于输入特征只采集了馈线 a、b 合环前的特征，导致

馈线末端合环后电流的学习效果相对较差。 
选取 2020 年夏季某日合环操作时从配电网信息采集系统获取数据，考虑实际量测情况，输入特征选

择式(5)，将实际数据输入 1D-CNN 模型进行验证，同时与 XGBoost 和 DNN 的结果进行比较，如表 3 所

示。 
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Table 2. Prediction result comparison of different models 
表 2. 不同算法预测结果对比 

样本 算法 
MAPE/% MAE/A 

训练集 测试集 训练集 测试集 

Ia 

XGBoost 0.1693 0.2492 0.2678 0.9657 

DNN 0.3604 0.6211 0.7830 1.8004 

1D-CNN 0.0235 0.0927 0.0712 0.3918 

Ib 

XGBoost 0.1815 0.3267 0.1880 0.4737 

DNN 0.1478 0.4853 0.1545 0.7104 

1D-CNN 0.1420 0.2704 0.1499 0.4473 

Ic 

XGBoost 0.1663 0.6359 0.2108 1.1284 

DNN 0.8534 1.5868 1.0902 2.8378 

1D-CNN 0.2374 0.4797 0.3056 0.8646 

 
Table 3. Prediction result comparison of loop closing current 
表 3. 合环电流预测结果对比 

样本 实际值 算法 预测值 MAE/A MAPE/% 

Ia 299.85 

XGBoost 303.83 3.98 1.3273 

DNN 296.08 3.77 1.2573 

1D-CNN 302.11 2.26 0.7537 

Ib 103.56 

XGBoost 100.71 2.85 2.7520 

DNN 99.36 4.20 4.0556 

1D-CNN 104.97 1.41 1.3615 

 
由表 3 可知，从实际量测结果和评价指标来看，三种预测模型都有不错的表现，但 1D-CNN 的预测

效果相较于 XGBoost 和 DNN 效果更佳；通过分析模型结构可知，1D-CNN 结合了稀疏连接和权重共享

的特点，卷积层提取特征后，数据会被输入到池化层进行处理，池化层会过滤掉无关变量，从而降低模

型的计算复杂度，减少计算量，提高模型拟合速率和预测准确率。相比之下，XGBoost 和 DNN 则对数据

本身进行处理，容易因计算量过大而导致模型过拟合的问题。 

5.3. 样本数量分析 

在 5 折交叉验证法的验证下，不同样本数量下选用式(4)和式(5)作为输入特征时的效果图分别如图

6(a)、图 6(b)所示。 
对比两种输入特征下的预测误差可知，选用式(4)或式(5)作为输入特征，合环电流的准确预测都依赖
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于大量的样本数量，随着样本数量的增加，合环电流预测的 MAE 值和 MAPE 值都呈现出不同程度的下

降趋势。尽管选用式(5)作为输入特征时，其 MAE 值和 MAPE 值都要高于式(4)，但其误差也在工程允许

误差范围之内。因此，在 μPMU 尚未普及时，可选用式(5)作为合环电流预测的输入特征，该方法预测误

差较小，适用于配电网的合环电流预测。 
 

 
Figure 6. Error results under different numbers of data sets 
图 6. 不同样本数量下误差结果 

6. 结论 

本文提出了一种含 DG 的新型配电网下合环电流的预测方法，基于一维卷积神经网络的结构原理，

设计了适用于中压配电网合环电流预测的 1D-CNN 结构，解决了传统合环电流计算速度与准确性之间的

矛盾。通过贵州省某地实际案例进行了仿真研究分析。同时与其他相关算法进行了性能对比，得到的主

要结论如下： 

https://doi.org/10.12677/mos.2023.125410


陈世威 等 
 

 

DOI: 10.12677/mos.2023.125410 4510 建模与仿真 
 

1) 针对仿真案例，1D-CNN 对合环馈线组不同馈线的首端电流及联络节点合环电流都有不错的拟合

效果，相较于其他方法具有较高的预测精度，例如采用 1D-CNN 模型测试 Ia的训练集时，其 MAPE 值和

MAE 值相较于表现同样优秀的 XGboost 方法分别降低了 62.8%和 59.4%，验证了所提方法在准确度上的

提升； 
2) 针对实际案例，在缺乏量测装置的条件下所提模型依然能够采用简化模型作为输入特征并进行合

环电流预测，即便结果的准确性相较于配置有 µPMU 的条件下有所下降，但 MAPE 值和 MAE 值仍然在

可接受的范围，可满足在线应用的要求。 
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附录 A 

Table A1. The line parameters of feeder a 
表 A1. 馈线 a 线路参数 

类型 编号 型号 长度(m) 类型 编号 型号 长度(m) 

馈线 a 

La (1, 2) YJV22-300 200 

馈线 b 

Lb (1, 2) YJV22-300 450 

La (2, 3) YJV22-300 185 Lb (2, 3) YJV22-3 × 300 126 

La (3, 4) YJV22-300 20 Lb (3, 4) YJV22-300 10 

La (4, 5) YJV22-300 15 Lb (4, 5) YJV22-3 × 300 126 

La (5, 6) YJV22-300 10 Lb (5, 6) YJV22-3 × 300 126 

La (6, 7) YJV22-300 40 Lb (6, 7) YJV22-3 × 300 126 

La (7, 8) YJV22-300 100 Lb (7, 8) YJV22-120 8 

La (8, 9) YJV22-120 350 Lb (2, 9) YJV22-300 100 

La (9, 10) YJV22-300 100 Lb (3, 10) YJV22-120 150 

La (10, 11) YJV22-300 10 Lb (3, 14) YJV22-120 100 

La (11, 12) YJV22-120 100 Lb (14, 17) YJV22-300 100 

La (12, 13) YJV22-120 100 Lb (14, 18) YJV22-300 200 

La (2, 14) YJV22-120 100 Lb (18, 19) YJV22-120 100 

La (6, 15) YJV22-120 15 Lb (18, 20) YJV22-120 100 

La (8, 16) YJV22-120 100 Lb (20, 24) YJV22-120 110 

La (9, 17) YJV22-3 × 300 136 Lb (20, 21) YJV22-120 100 

La (10, 19) YJV22-3 × 300 126 Lb (21, 25) YJV22-120 100 

La (19, 24) YJV22-120 8 Lb (21, 22) YJV22-120 10 

La (19, 20) YJV22-3 × 300 126 Lb (22, 26) YJV22-120 15 

La (20, 21) YJV22-120 15 Lb (22, 23) YJV22-120 20 

La (21, 22) YJV22-120 15 Lb (4, 11) YJV22-3 × 300 126 

La (22, 23) YJV22-120 126 Lb (5, 12) YJV22-120 10 

La (11, 18) YJV22-120 100 Lb (5, 15) YJV22-120 100 

La (11, 25) YJV22-120 100 Lb (6, 13) YJV22-120 100 

   Lb (7, 16) YJV22-120 100 
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Table A2. The peak load of feeder node 
表 A2. 馈线节点巅峰负荷 

类型 节点 最大负荷 Pmax (MW) 类型 节点 最大负荷 Pmax (MW) 

馈线 a 

2 0.13230 

馈线 b 

2 0.17182 

3 0.09180 3 0.19138 

4 0.09750 4 0.19529 

5 0.08748 5 0.18429 

6 0.11502 6 0.17011 

7 0.11340 7 0.17769 

8 0.10962 8 0.16865 

9 0.10854 9 0.18013 

10 0.10638 10 0.18527 

11 0.15552 11 0.18820 

12 0.13554 12 0.15276 

13 0.13338 13 0.18038 

14 0.12366 14 0.15911 

15 0.07992 15 0.17256 

16 0.09288 16 0.16718 

17 0.10584 17 0.18307 

18 0.12582 18 0.14860 

19 0.09072 19 0.15276 

20 0.08370 20 0.14201 

21 0.07074 21 0.14445 

22 0.09774 22 0.14005 

23 0.13834 23 0.13247 

24 0.12832 24 0.14005 

25 0.08513 25 0.14005 

  26 0.13810 
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Figure A1. The output characteristic curve of photovoltaic power  
图 A1. 光伏电源出力特性 

 

 
Figure A2. The load distribution characteristic curve and power factor of feeder a 
图 A2. 馈线 a 负荷分布特性曲线及功率因素 

 

 
Figure A3. The load distribution characteristic curve and power factor of feeder b 
图 A3. 馈线 b 负荷分布特性曲线及功率因素 
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