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摘  要 

鉴于风速序列呈现高度随机和不稳定的特性，本文构建了一个新的组合模型用于短期风速预测，该模型

由粒子群优化–时变滤波–经验模态分解(PSO-TVF-EMD)、排列熵(PE)、长短期记忆网络(LSTM)和自

回归差分移动平均(ARIMA)组成。首先利用PSO-TVF-EMD算法将原始风速序列分解为若干模态分量，以

简化风速序列的复杂性；其次，使用PE把风速子模态分为高频序列和低频序列，并对这两种序列分别构

建LSTM和ARIMA预测模型；最终，将子序列预测结果叠加，得出最终的风速预测值。试验结果表明，

新的组合预测模型一定程度上增加了预测的精度。  
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Abstract 
In view of the highly random and unstable characteristics of wind speed series, a new combined 
model is constructed for short-term wind speed prediction. The model consists of particle swarm 
optimization-time-varying filtering-empirical mode decomposition (PSO-TVF-EMD), permutation 
entropy (PE), long-short term memory network (LSTM) and auto regressive integrated moving 
average (ARIMA). Firstly, the original wind speed series are decomposed into several modal com-
ponents by using PSO-TVF-EMD algorithm to simplify the complexity of the wind speed series, and 
secondly, the wind speed sub-modes are divided into high frequency series and low frequency se-
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ries by using PE algorithm, the LSTM and ARIMA prediction models are constructed for the two se-
ries, and the wind speed prediction values are obtained by superimposing the results of the sub-series. 
The experimental results show that the new combined forecasting model increases the forecasting 
precision to some extent. 
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1. 引言 

在如今高速发展的社会形势下，能源的消耗速度在逐渐加速。近年来巨大的能源需求已经引发了资

源耗尽和环境降级等问题。为了应对这种危机，全球各地已经开始专注于开发可再生能源，以推动能源

的可持续发展。因此，寻求一个环保、可持续的能源是未来能源产业的发展趋势。就目前的生态形式和

国家能源战略要求来看，作为新能源的风能是具有极大的发展潜能的。 
风力发电的动力输入为大自然界的自然风，它具有不可控性、随机性、不连续性和波动性，导致了

风力发电在维持电网电压频率稳定性方面比较差。这些特点同时也会加大风速高精度预测的难度。研究

短期风速变化并进行风速预测是一项很有实际意义的工作。 
针对短期风速预测存在的精度低，不可靠、鲁棒性差的问题，风电预测专家学者们已做出了很多工

作，取得了很多值得关注的显著性成果。 
初始的短期风速预测模型大都采用统计学的方法，比如灰色预测模型、马尔柯夫链预测模型，以及

自回归预测模型[1]等。虽然这种统计学为基础的模型在预测上实现了部分效果，但是，由于其主要依赖

于统计学原理和线性模型来进行模拟，因此对于风速的非线性和波动行为的精确预测，仍有改进之处。

另一种是基于机器学习的模型，如支持向量机模型[2]和神经网络[3] [4]，通过学习风速的历史数据，能

够更好地拟合风速变化。相比之下，基于机器学习的模型在处理风速的非线性回归上表现出色，并且预

测的精确度也得到了提升。 
尽管如此，但单独的预测模型在预测风速上仍存在准确度不足的问题，因此，目前研究人员开始将

注意力放在混合模型上，其中采用“分解–预测–重构”策略的混合预测模型被广泛应用。相较于传统

模型，其在提升预测精度上表现出更大的效果，并为预测风速提供了一种新的思路。该预测模型首先运

用分解技术使得非线性非稳定的风速序列平稳，然后建立适合的数学模型进行预测。比如赵征等[5]觉察

到风速序列强烈的波动性，他们提出了以 VMD 和 ARIMA 为基础的超短期风速预测模型。王贺等[6]在
CEEMDAN 和 LSTM 组合模型的基础上使用了布谷鸟算法对 LSTM 进行了优化，然后对风速时间序列进

行了预测。向玲等[7]将 CEEMDAN 二次分解和 LSTM 进行结合进行了风速多步预测研究。王俊等[8]基
于 VMD 和 LSTM 进行了超短期风速预测。 

为了解决模态混叠问题并保持信号序列的时变性，Li 及其团队[9]引入了使用时变滤波器的

TVF-EMD 方法。以此为基础王文川[10]则利用 TVF-EMD 和 LSTM 用来进行月径流预测研究。 
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因此，本文基于现有的研究成果，引入了一个新的组合预测模型，该模型运用了“分解–预测–重

构”的方法，该模型由粒子群优化–时变滤波–经验模态分解(PSO-TVF-EMD)、排列熵(PE)、长短期记

忆网络(LSTM)和自回归差分移动平均(ARIMA)组成。首先利用 PSO-TVF-EMD 算法将原始风速序列分解

为若干模态分量，以简化风速序列的复杂性；其次，使用 PE 把风速子模态分为高频序列和低频序列，并

对这两种序列分别构建 LSTM 和 ARIMA 预测模型；最终，将子序列预测结果叠加，得出最终的风速预

测值。 

2. 算法和模型 

2.1. TVF-EMD 

在 2017 年，学者 Li 等[9]率先引入了时变滤波经验模态分解的概念，对原先的 EMD 方法进行了调

整和优化。这项技术创新地利用了时变滤波器，有效地解决了模态混叠的困扰，同时也保持了序列的时

变性。不仅如此，时变滤波经验模态分解还采用了瞬时幅度和瞬时频率，以此自行调整局部截止频率，

以达到对输入序列进行时变滤波的效果，在进一步划分出局部高频和局部低频成分后，产生了固有模态

函数(Intrinsic Mode Function, IMFs)。 
TVF-EMD 方法的计算步骤为： 
1) 利用 Hilbert 变换计算时间序列的瞬时幅值 ( )A t 和瞬时频率 ( )1 tϕ′ ； 

( ) ( ) ( )

( ) ( ) ( )( )
2 2ˆ

ˆd arctan d

A t X t X t

t X t X t tϕ

= +

 ′ =  

 

本式中： ( )X̂ t 为时间序列 ( )X t 的 Hilbert 变换。 
2) 确定瞬时幅值 ( )A t 的局部极大值序列和局部极小值序列，分别表示为 { }( )maxA t 和 { }( )minA t ； 
3) 对 { }( )maxA t 进行插值得到 ( )1 tβ ，以同样的方法对 { }( )minA t 进行插值得到 ( )2 tβ ，计算瞬时均值

( )1a t 和瞬时包络 ( )2a t ： 
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4) 分别对 { }( ) { }( )2
min minA t tϕ′ 和 { }( ) { }( )2

max maxA t tϕ′ 进行插值，得到 ( )1 tη 和 ( )2 tη ，并计算瞬时频率

分量 ( )1 tϕ′ 和 ( )2 tϕ′ ； 
5) 计算局部截止频率 bisϕ′ ： 

( ) ( )1 2

2bis

t tϕ ϕ
ϕ

′ ′+
′ =  

6) 为解决间歇问题，重新对局部截止频率 bisϕ′ 进行调整； 
7) 计算信号 ( ) ( )cos dbish t t tϕ ′=  ∫ ，并将 ( )h t 的极值点作为构造时变滤波器的节点，采用样条插值

对时间序列 ( )X t 进行逼近； 
8) 计算停止准则 ( )tθ ，如果 ( )tθ ξ≤ ，则可确定 ( )X t 为一个 IMF，不满足则令 ( )tθ 重复执行(1)~(8)； 
分解后得到的所有模态分量 ( )iX t ，将全部的分量相加得到的值则为原时间序列 ( )X t 的值。 

2.2. PSO 算法 

粒子群优化(PSO)策略根据鸟儿觅食的行为获得启示，常用于处理最优化问题。在 PSO 结构中，各
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个粒子象征着在解空间内移动的点，其速度各不相同。每个粒子都会根据与目标函数相匹配的适应度有

不同的解，适应度函数是根据最优化目标设定的，可测量解的优劣。粒子们会追随现在最优的粒子在解

空间里搜寻，通过不断的迭代最后找出最优解。 

2.3. PE 算法 

排列熵(PE)算法是一种基于信息论的度量方法。通过相邻值的比较，分析了时间序列数据的复杂性。

PE 算法计算如下： 
首先，假设时间序列 ( )( ),1 2, ,X t t T=  ，并重构其相空间： 

( ) ( ){ } ( )1, , , , 1,2, , 1t t t mx t x x x t T Mτ τ τ+ + −= ⋅⋅ ⋅ = ⋅⋅ ⋅ − −  

然后，按升序重新排列 ( )x t 中的元素： 

( ) ( ) ( ) ( ){ } ( ) ( ) ( )1 2 1 21 1 1 11 1, , , ,
m mt j t j t j t jt j t jx t x x x x x xτ τ τ ττ τ+ − + − + − + −+ − + −= ⋅⋅ ⋅ ≤ ≤ ⋅⋅ ⋅ ≤  

每个可能的排列都表示为 { }1 2, , , mw j j j=  ，m 维序列存在 m！不同的排列。每个排列的概率是

1 2, , , gP P P 。根据信息熵，置换熵的归一化可以定义为： 

( )
[ ] [ ]

!

1
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PE 的值介于[0, 1]之间，表示时间序列的复杂性。PE 值越接近 1，时间序列的复杂度越高；PE 值越

接近 0，时间序列的复杂度越低。由于 ARIMA 模型对时间序列的平滑性要求较高，本文采用不同的置换

熵值进行实验分析，然后确定置换熵的阈值为 0.2，大于 0.2 的是非平稳高频序列，小于 0.2 的是平稳低

频序列。 

2.4. LSTM 

长短期记忆网络(LSTM)，作为递归神经网络(RNN)的升级版本，引入了一种更佳的计算方法。它的

模型能够自动提取时间序列数据中的特征，获取长距离关联信息，并有效避免在 RNN 训练过程中，梯度

爆炸和梯度消失等问题的出现。LSTM 与 RNN 的主要不同之处，是在其门架构中增加了单元状态，这能

记录历史数据状态信息。图 1 对 LSTM 模型的构造进行了展示，其核心由输入门、忘记门以及输出门构

成。此外，Tanh 激活函数控制输入的更新， 1tC − 和 tC 分别是 1t − 和 t 时间的细胞状态， 1tH − 和 tH 分别是

1t − 和 t 时间的隐藏细胞状态。 
 

 
Figure 1. Long short-term memory network 
图 1. 长短期记忆网络 
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2.5. ARIMA 

自回归差分移动平均(ARIMA)是分析预测变量的未来值与历史值之间的线性函数关系的一种方法。

ARIMA(P, D, Q)模型首先检验时间序列的平稳性，如果平稳性不满足，则对时间序列进行 d 阶差分将非平稳

时间序列转化为平稳时间序列，然后对平稳时间序列建立自回归移动平均模型(ARMA(p, q))。ARMA 方程为： 

1 1 2 2 1 1 1 2 2t t t p t p t t q t qy y y yα α α ε θ ε θ ε θ ε− − − − − −= + + + + − − − −   

3. 新的组合预测模型 

3.1. PSO-TVF-EMD 

参数设置是执行 TVF-EMD 分解的关键环节，尤其是，宽带阈值 ξ和 B 样条级数 n 对分解效果有巨

大影响，因此，如何选择这两个参数成为了问题的关键点。一般这两个参数都是根据经验，人为选定，

但本文利用 PSO 算法对这两个参数进行优化，粒子群优化算法是一类经典的集体智能优化方法，它通过

连续调整粒子的速率和位点，同时保留了个体最优与全局最优，经过持续的循环，实现最优解的获得。 
当用 PSO 算法来优化 TVF-EMD 分解的最优参数组合时，必须设定一个目标函数。信噪比可以很有

效地揭示信号分解降噪效果，它的数值体现了降噪的效能，所以本文选择信噪比作为 PSO 算法的目标函

数。 
具体步骤如下。首先用 TVF-EMD 对时间序列数据进行分解与处理，如果重构出来的信噪比高，这

就意味着降噪效果优秀；反之，如果信噪比较低，则降噪效果差。接着选取一组参数作为 PSO 算法的起

点，当第 i 个粒子位于某个位置，便计算该位置下，通过 TVF-EMD 分解和重构后的降噪数据信噪比，

把信噪比最大的标记为局部最佳值，其对应的重构数据被视为最优重构数据。然而，这只是局部的最优

值，为了在风速时间序列数据中找到降噪表现最卓越的重构数据，目标函数被设为信噪比最大的情形，

并对参数配置进行优化。最后，携带优化后的参数配置进行 TVF-EMD 分解，预估出信噪比最大的重构

数据，从而获得预测结果。 
算法步骤如下： 
1) 初始化 PSO 算法的各项参数并将信噪比作为目标函数； 
2) 初始化粒子种群，随机产生一定数量的最佳影响参数组合[ξ, n]作为粒子的初始位置，随机初始化

粒子的速度； 
3) 在不同粒子位置条件下对信号进行 TVF-EMD 分解，计算每个粒子位置相应的信噪比； 
4) 对比信噪比大小，并更新个体局部极值和全局极值； 
5) 更新粒子的速度和位置； 
6) 循环迭代，转至步骤(3)，直至迭代次数达到最大设定值，并输出最大信噪比及粒子的位置； 
7) 利用获得的参数组合[ξ, n]对信号进行 TVF-EMD 分解； 
8) 对信噪比最大的 IMF 分量进行预测，得出最终预测值。 

3.2. 总体结构框架 

由于风速数据存在着明显的非线性和非稳定特性，本文首先使用了 PSO-TVF-EMD 算法对这些数据

进行初步处理，并将风速序列分解为不同频率的子序列。接下来，运用 PE 算法计算出各子序列的排列熵，

并根据其复杂度选择出高频和低频子序列。对高频子序列，利用了 LSTM 进行精确预测，而对于低频子

序列，采用了 ARIMA 用以准确预测。收集到高频和低频子序列预测数据后，将二者预测结果进行了结

合，以此获得了最终的风速时间序列预测值。 
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步骤如下： 
利用 PSO-TVF-EMD 方法将原始风速序列分解为 n 个模态分量。 
利用 PE 算法计算 n 个序列分量的置换熵，并根据时间序列的复杂性将模态分量分为高频部分和低频

部分。 
LSTM 用于预测高频序列，ARIMA 用于预测低频序列。 
通过加入高频序列和低频序列的预测结果，得到风速的预测值。 
风速预测框图如图 2 所示。 

 

 
Figure 2. Structure block diagram 
图 2. 结构框图 

4. 实验及结果分析 

4.1. 风速资料说明 

本文所使用的数据来自于湖北省武汉市的气象台，这些数据的收集周期是在 2021 至 2022 年的某个

时间段，每小时收集一次。共计有 5000 个数据点，从中挑选样本进行研究，其中风速数据的具体情况如

图 3 所示。基于 9:1 的比例，本文从前 4501 个数据点中选择了训练样本，其余 499 个数据点被用作测试

样本。如图 3 所示，风速数据展现出明显的非线性和不稳定性，增大了预测难度。然而，经过 TVF-EMD
分解处理，风速可以被拆为易于预测的时间子序列。此时，可以得到 26 个自高频到低频的模态函数。为
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了量化子序列频率的高低，用 PE 算法计算了序列的排列熵值。对 ARIMA 模型来说，排列熵值越小，其

时间复杂度越低，预测精度也越高。其中，IMF1 到 IMF13 被视为高频序列，用于在 LSTM 网络模型中

做预测，IMF13 到 IMF26 则被认为是低频序列，用于在 ARIMA 模型中做预测。 
 

 
Figure 3. Raw data 
图 3. 原始数据 

4.2. 评价指标 

本文运用了三种测量指标，即 RMSE (均方根误差)、MAE (平均绝对误差)和皮尔逊相关系数，来衡

量与实际风速的差异及不同模型对于风速预测的准确度。这些指标的计算公式如下： 

( ) ( )( )2

1

1RMSE ,
m

i i
i

X h h x y
m =

= −∑  

( )2

1

1 ˆMSE
m

i i
i

y y
m =

= −∑  
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4.3. 预测结果及对比分析 

为了验证 PSO-TVF-EMD-LSTM-ARIMA 模型预测的效果，选择与 LSTM、EMD-LSTM、EMD-ARIMA
和 TVF-EMD-LSTM 这 4 种模型进行对比，这些模型均采用与目标模型相同的参数及变量设置。 

由图 4 可以看出：① 单一的模型预测效果较差，只能显示序列的大概趋势，预测值误差较大。② 同

一个预测模型采用不同方法对数据进行预处理，其预测精度都会有显著的差别。TVF-EMD-LSTM 模型预

测精度从图中可以看出明显比 EMD-LSTM 模型要高。③ PSO-TVF-EMD-LSTM-ARIMA 模型预测精度

最高，说明在数据的预处理上，PSO-TVF-EMD 模型有效的缓解了 EMD 存在的模态混叠问题和噪声问题，

更适合处理非线性非平稳的序列，并且能取得较好的预测结果。 
本文采用三个评价标准来测试目标模型预测的精度，其中 RMSE 与 MAE 的数值越小，且 r 系数越

接近于 1，说明此模型的结果误差越小，精度越高。各个模型的误差评价指标的具体值如表 1 所示。由

此可知：① LSTM 模型各项误差指标最大，随着采用 EMD 和 TVF-EMD 方法后，各模型的 MAE、RMSE
明显变小，如图 5 所示。RMSE 上，本文模型相对 LSTM、EMD-ARIMA、EMD-LSTM、TVF-EMD-LSTM
分别提升了 50.14%、26.44%、35.42%、12.60%。MAE 上，分别提升了 67.33%、54.62%、31.01%、15.74%。

皮尔逊相关系数也更接近于 1，因此，PSO-TVF-EMD-LSTM-ARIMA 模型的预测精度更高。② 风速时

间序列中普遍含有噪声，并且具有非平稳性和多频性，如果直接预测会使得 LSTM 模型的预测会产生较
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大的误差。而 EMD 分解则会存在模态混叠的问题，高频序列可能会与低频序列混杂，对预测结果影响

较大。TVF-EMD 就很好地解决了 EMD 的模态混叠和噪声问题，有效地提高了模型的预测精度，但是它

对参数有较高的要求，所以本文使用 PSO 对参数进行优化来提升模型的处理结果，从结果中可以发现，

PSO-TVF-EMD 具有较好的分解效果，它优化了模型参数，解决了 EMD 存在的模态混叠和噪声的问题，

使 PSO-TVF-EMD-LSTM-ARIM 模型预测结果最好。因此，PSO-TVF-EMD-LSTM-ARIM 模型在风速预

测上具有较好的效果，适用于预测非平稳、非线性、复杂多频的风速时间序列。 
 

 
Figure 4. The predicted results of each model 
图 4. 各模型的预测结果 
 

 
Figure 5. Evaluation indicators 
图 5. 评价指标 
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Table 1. Error evaluation of each model 
表 1. 各模型的误差评价 

模型 RMSE MAE r 

LSTM 2.1211 2.4215 0.5877 

EMD-ARIMA 1.4378 1.7455 0.6544 

EMD-LSTM 1.6376 1.1468 0.7852 

TVF-EMD-LSTM 1.2101 0.9390 0.8056 

本文模型 1.0576 0.7912 0.9576 

5. 结论 

本文运用了粒子群优化的 TVF-EMD 算法来分解风速序列，目的是解决模态分解的存在方法中分量

的噪声和模态混叠问题，以提高模型预测的精准性。同时，采用 LSTM 和 ARIMA 模型分别针对高频和

低频分量进行预测，这样做有助于对各种频率的模态分量做出有效预测，从而提升整体预测的准确性。

以武汉每小时平均风速为例进行了风速预测对比及验证。并与其他模型进行对比，得到主要结论如下： 
1) TVF-EMD 方法对于非线性和非平稳的风速时间序列有着更好的适用性。这种策略能够依据序列

的特性作出相应的调整，并能通过使用时变滤波器有效地对抗模态混叠问题，同时保持序列的时变性。

它也有助于大幅提高预测的精确度，为风速序列的预处理提出了新的对策。 
2) 使用粒子群优化算法对 TVF-EMD 进行优化可以很好地提升 TVF-EMD 提取数据特征的能力，本

文模型在各指标上预测精度均有明显提升，从数据中可看出提升显著。 
不过，本文只考虑了短期风速预测，未来可以扩展到不同的时间尺度上进行风速预测，同时也可以

考虑季节性变量或环境影响进行预测以确认此组合模型的通用性。 
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