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摘  要 

核磁共振高分辨率的图像可以提供更加丰富的病理信息，起到辅助诊断的作用，超分辨重建是利用低分

辨率图像通过算法重建出高分辨率图像的技术。本文研究了针对核磁共振图像的超分辨图像重建算法，

该算法在超分辨卷积神经网络的基础上，在损失函数中添加全变分正则化项来降低生成图像的噪声，网

络结构中增加多尺度残差模块，在后续网络层结构中补充更多图像的高频特征。通过在临床核磁共振数

据集上实验，该算法相对于先前的网络在峰值信噪比和结构相似性两个指标上有显著提升。 
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Abstract 
High-resolution images of MRI can provide richer pathological information to assist in diagnosis. 
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Super-resolution reconstruction is a technique of using low-resolution images to reconstruct 
high-resolution images by algorithm. In this paper, the super-resolution image reconstruction al-
gorithm for MRI images is studied, which is based on the super-resolution convolutional neural 
network and adds the total variation regularization to the loss function for smoothing processing. 
The multi-scale residual module is added to the network structure to supplement more high fre-
quency characteristics of images in the subsequent network layer structure. By experimenting 
with clinical MR data sets, the algorithm improved significantly in peak signal-to-noise ratio and 
structural similarity compared to previous networks. 
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1. 引言 

磁共振成像(MRI)是临床实践中广泛使用的医学成像工具，通常用于一些疾病的诊断和治疗。空间分

辨率是 MR 最重要的成像参数之一，清晰的磁共振成像图像可以提供丰富的结构细节信息，便于早期准

确的诊断。但 MR 图像的分辨率受多种环境因素限制，想要更高的空间分辨率往往需要依靠减少 SNR 或

者增加扫描时间的方式来实现[1]，由于诊所的成像系统、成像环境和人为因素不同，导致低分辨率和高

噪声的磁共振图像的产生无法避免。 
因此我们对图像进行超分辨率重建技术的研究，来提高医疗核磁共振图像的分辨率和质量。经典超

分辨率算法可以分为三类：基于插值的方法[2]，基于重建的方法[3]，以及基于学习的方法[4]。 
基于插值的方法主要包括线性插值与非线性插值，如最近邻插值(NN)，双线性插值(双线性)和双立

方插值(双立方)。将插值像素插入到原始图像中，然后得到相应的放大图像。这种算法复杂度较低，但由

于效果一般，所以适用性并不广泛。 
基于重建的方法是利用信号和系统来解决成像问题的逆向过程，其中主要处理高频率信息，缺点是

计算复杂性非常高。虽然这些传统的超分辨方法可以在一定程度上重建高分辨率图像，仍然存在一些问

题需要进一步进行研究，如光滑边缘和纹理细节。 
近年来，随着机器学习特别是深度学习的发展，在超分辨重建问题上体现出极大的价值。基于学习

的理念，这种方法学习了低分辨率图像与高分辨率图像之间的映射关系，用来重建高分辨率图像。 
深度学习已在超分辨领域获得显著的效果，从最初仅包含三个卷积层的超分辨率重建卷积神经网络

(SRCNN) [5]，其速度上有极大提升的加速图像超分辨率卷积神经网络(FSRCNN) [6]。何凯明在 2015 年

提出的深度残差神经网络(ResNet) [7]解决了之前网络结构比较深时无法训练的问题，性能也得到了提升，

残差网络结构(residual network)被应用在了大量的工作中，超分辨领域提出了对应的深度残差超分辨率重

建网络(SRResNet) [8]。作为其衍生的深度全局残差学习网络(VDSR) [9]，运用学习残差的结构，对结果

进一步提升。 
图像超级分辨深度递归卷积网络(DRCN) [10]第一次将之前已有的递归神经网络结构应用在超分辨

率处理中，同时利用残差学习的思想，加深了网络结构(16 个递归)，增强网络的感受野，从而达到提升
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性能的效果。深度递归残差图像超分辨网络(DRRN) [11]受到 ResNet、VDSR 和 DRCN 的启发，采用递

归结构使得网络模块的参数共享，并且采用了更深的网络结构来获取性能的提升。密集卷积网络

(DenseNet) [12]是 CVPR2017 的最佳获奖论文，DenseNet 在密集模块(dense block)中将每一层的特征都输

入给之后的所有层，使所有层的特征都串联起来，而不是像 ResNet 那样直接短路径添加，这样的结构给

整个网络带来了减轻梯度消失问题、加强特征传播、支持特征复用、减少参数数量的优点。作为其衍生，

超分辨领域提出了相应的密集卷积图像超分辨网络(SRDenseNet) [13]，以及将残差模块(Residual block)
和密集模块(Dense Block)相结合的残差密集深度网络(RDN) [14]，还有引入了注意力机制的残差通道注意

力网络(RCAN) [15]。 
一般的超分辨网络中鲜少运用到模型先验信息，超分辨网络也很少运用到多尺度信息。本文提出的

算法有以下三点贡献：1) 在损失函数中添加全变分正则化项来降低生成图像的噪声；2) 网络结构中添加

多尺度残差模块，在后续网络层结构中补充更多图像的高频特征；3) 本算法的结构相对于先前的网络在

性能上有显著提升。 

2. 模型的建立 

2.1. 图像超分辨重建网络框架 

网络框架见图 1 整体网络框架，和传统的超分辨网络基础框架类似，它具有三个主要组成部分，分

别为特征提取、非线性映射和图像重建。特征提取部分将输入的低分辨图像 x 提取出浅层特征，这些浅

层特征接着传输进非线性映射部分，非线性映射部分由一系列模块构成，最后将收集到的层次特征输入

图像重建部分，来生成整个模型的高分辨图像 y。 
 

 
Figure 1. The overall network framework 
图 1. 整体网络框架 

2.1.1. 特征提取 
如图 1 所示，用 x 和 y 分别代变网络的输入和输出图像，使用两层卷积网络来提取浅层的特征，第

一层卷积网络从输入的 x 提取出特征 1F 。 
这里采用参数化纠正线性单元 PReLU 作为每个卷积层后的激活函数，来代替常用的修正线性单元

ReLU [6] [16]激活函数，PReLU 引入了一个可学习的参数，可以避免 ReLU 中零梯度造成后续特征不可

被激活的情况。PRELU 被定义为： 
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( ) ( ) ( )max ,0 min ,0i i i ix x a xσ = +                             (1) 

其中 ix 是第 i 层卷积层的输入，而 ia 是负部分的系数，当 0ia = 时 PReLU 就退化为 ReLU。 

( )( )1 1F H xσ=                                     (2) 

其中 ( )1H ⋅ 表示特征提取部分中的第一层卷积操作，第一个卷积层有 128 个滤波器，使用 3 3× 的卷积核，

步长为 1，生成的特征图通道数为 128， ( )σ ⋅ 表示 PReLU 激活函数。 
将输出的浅层特征 1F 输入进第二层卷积层 

( )( )2 2 1F H Fσ=                                    (3) 

其中 ( )2H ⋅ 表示特征提取部分中的第二层卷积操作，第二个卷积层有 128 个滤波器，使用3 3× 的卷积核，

步长为 1，生成的特征图通道数为 128， ( )σ ⋅ 表示 PReLU 激活函数，其输出的特征为 2F 。 

2.1.2. 非线性映射 
非线性映射层是超分辨重建中的关键步骤，其映射的高维矢量代表了相应的高分辨率部分[6]。由多

个组合的多尺度残差模块堆叠而成，来实施非线性映射。将 2F 输入进第一个模块，同时引入局部残差学

习的方法将 2F 通过短连接的方式加到每一个模块后，从而改善信息流，提高网络表现能力，以此产生更

好的性能。 

( )
1 1 2 2B BF H F F= +                                  (4) 

其中 ( )
1BH ⋅ 代表第一个多尺度残差模块的复合函数操作，包括了一系列卷积和激活函数，输出的特征

1BF
继续输入进后面的模块 

( )1 2n n nB B BF H F F
−

= +                                 (5) 

( ) ( )( )( )1 1 12 2 2 2 2( )
N N N N NB B B B B BF H F F H H H F F F F

− −
= + = + + + 

             (6) 

其中 (1, , )n N=  ， ( )
nBH ⋅ 表示第 n 个模块的复合函数操作，

1nBF
−
和

nBF 分别表示第 n 个模块的输入和输

出，当 n 取到 N 时，得到整个线性映射部分的输出
NBF 。 

2.1.3. 图像重建 
在提取完局部与全局特征后，将

NBF 输入 3 3× 的卷积层进行图像重建，生成的特征图通道数设为 1，
步长设为 1，使用 PReLU 作为激活函数，其输出为图像 RF  

( )( )R R NF H Fσ=                                  (7) 

其中 ( )RH ⋅ 表示卷积操作， ( )σ ⋅ 表示 PReLU 激活函数，其输出为图像 RF ，接着利用全局残差学习来获

得特征图，整体网络的输入图像 x 通过残差学习短连接的方式对图像 RF 进行补充，输出高分辨图像 y  

Ry F x= +                                     (8) 

2.2. 多尺度残差模块 

图 2 展示了非线性映射部分的多尺度残差模块的细节，普通的残差网络是将每个残差单元短连接来

构建深度比较大的网络。在本模块中将输入图像进行多尺度的卷积操作后，利用残差方式短连接到输入

图像，可以补充更多丰富的高频信息，来有效地进行局部残差学习。此外，这种多尺度短连接可以携带

更多的高频信息进入到更深的网络。 
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Figure 2. Multi-scale residual module structure diagram 
图 2. 多尺度残差模块结构图 

 
模块的输入为

1nBF
−
，将其进行两层 3 3× 卷积与 PReLU 激活 

( )( )1,1 1,1 1n n nB B BF H Fσ
− − −

=                                (9) 

( )( )1,2 1,2 1,1n n nB B BF H Fσ
− − −

=                              (10) 

其中 ( )
1,1nBH
−

⋅ 和 ( )
1,2nBH
−

⋅ 表示卷积操作，卷积层滤波器个数均为 128， ( )σ ⋅ 表示 PReLU 激活函数。 
使用 7 7× 的卷积核提取

1nBF
−
高频的图像信息用短连接的形式添加在

1,1nBF
−

上 

( )1, 1, 11 1n n nB B BF H Fα α− − −
=                                (11) 

1, 1,1 1, 1n M n nB B BF F F α− − −
= +                                (12) 

其中 ( )
1, 1nBH α−

⋅ 表示 7 7× 卷积操作，卷积层滤波器个数为 128。 
接着将

1,n MBF
−

作为输入，继续进行两层3 3× 卷积与 PReLU 激活 

( )( )1,3 1,3 1,n n n MB B BF H Fσ
− − −

=                              (13) 

( )( )1,4 1,4 1,3n n nB B BF H Fσ
− − −

=                              (14) 

其中 ( )
1,3nBH
−

⋅ 和 ( )
1,4nBH
−

⋅ 表示卷积操作，卷积层滤波器个数均为 128， ( )σ ⋅ 表示 PReLU 激活函数。 
使用5 5× 的卷积核提取

1nBF
−
高频的图像信息用短连接的形式添加在

1,4nBF
−

上 

( )1, 1, 12 2n n nB B BF H Fα α− − −
=                               (15) 
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1,4 1, 2n n nB B BF F F α− −
= +                                 (16) 

其中 ( )
1, 2nBH α−

⋅ 表示 5 5× 卷积操作，卷积层滤波器个数为 128。 

2.3. 损失函数  

在超分辨重建中，损失函数用于测量生成的高分辨 SR 图像与真实的高分辨 HR 图像之间的差异，并

指导模型进行优化，正则化可以防止模型在训练中出现过拟合。 
像素损失用来测量两个图像像素之间的差异，通常采用 L1 正则化和 L2 正则化。为了简化表示，将

Î 代表模型生成的高分辨 SR 图像，I 代表原始作为目标的高分辨 HR 图像，这里采用 L2 正则化，即最

小平方误差 

( ) 2

_ 2 , , , ,
, ,

1ˆ ˆ,pixel l i j k i j k
i j k

L I I I I
hwc

= −∑                          (17) 

其中 h w c、 、 分别是图像的长、宽和通道数。 
为了抑制生成图像的噪声，我们将全变分正则化[16]引入此超分辨重建算法中，它能去除图像噪声，

有效地保留图像边缘信息，有助于优化重建后的图像。它被定义为相邻像素之间绝对差异的总和，并测

量图像中的噪声量，对于模型生成的高分辨 SR 图像 Î ，全变分正则化函数定义为 

( ) ( ) ( )2 2

, 1, , , 1, , , ,
, ,

1ˆ ˆ ˆ ˆ ˆ
tv i j k i j k i j k i j k

i j k
L I I I I I

hwc + += − − −∑                    (18) 

模型的损失函数结合了 L2 正则化与全变分正则化 

( ) ( )_ 2
ˆ ˆ,pixel l tvL L I I L Iϕ= +                             (19) 

其中ϕ 为参数。 

3. 实验与结果 

3.1. 数据集 

为了评估本文所提出的图像超分辨重建网络算法的性能，使用三个真实的核磁共振(MR)图像数据库。

第一个真实的核磁共振图像数据集是从 iSeg-2017对于6个月的婴儿大脑核磁共振图像的分割任务中获得

的(http://iseg2017.web.unc.edu/)。第二个真实的核磁共振图像数据集是从大脑分割测试网站下载的 ALVIN
数据集[17] (https://sites.google.com/site/brainseg/)。第三个临床数据集来自 2015 脑肿瘤图像分割基准

BRATS 数据集[18] (https://www.smir.ch/BRATS/Start2015)。所有数据集均采用轴向平面中常用的 T1 维度

的核磁共振图像。 

3.2. 实验评价指标 

在实验中，使用以下两个个指标来评估图像重建算法：1) 峰值信噪比(PSNR) [19] 2) 结构相似性

(SSIM) [20]： 

( )2

10

2 1
10log

n

PSNR
MSE

 − =   
 

                               (20) 

( ) ( )( )2

1 2

1 , ,
H W

i j
MSE X i j Y i j

H W = =

= −
× ∑∑                           (21) 

其中 MSE 表示当前图像 X 和参考图像 Y 的均方误差，n 是每个像素的位数，如果每个像素都由 8 位二进
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制来表示，那么灰度图像的最大像素值为 255。 ( ),X i j 和 ( ),Y i j 分别代表当前图像与参考图像的像素值，

H 和 W 代表图像的长和宽。PSNR 是图像评价的客观标准，PSNR 数值越高，图像的失真就越小。 

( ) ( ) ( ) ( ), , , ,SSIM X Y l X Y c X Y s X Y= ⋅ ⋅                           (22) 

其中 ( ),l X Y 、 ( ),c X Y 和 ( ),s X Y 代表亮度、对比度和图像相似性，SSIM 数值越高，代表生成图像与参

考图像的相似度越高。 

3.3. 实验结果 

将原核磁共振图像进行双三次插值 Bicubic [21]再下采样，得到与原高分辨 HR 图像大小相同的低分

辨率 LR 图像作为算法的输入，并将其切片成 31 × 31 大小的图像，用于超分辨算法的训练，上述超分辨

对比算法均在 python2.7 的 pytorch 框架上进行运算，实验的操作系统为 Ubuntu16.04，CPU 为

Intel(R)E5-2620@2.1 GHz，GPU 配置为 TITAN X。本文提出的算法损失函数中的参数ϕ 取值为 0.1，多

尺度残差模块的个数取为 4，则网络深度为 19。使用 Adam 算法来优化模型，迭代地更新神经网络的权

重，其中权重衰减(weightdecay)设为 0.0001，动量(momentum)设为 0.9，一次训练所选取的样本数(BatchSize)
为 64。训练时每 30 个时期(epoch)进行学习率衰减，从初始值 310− 降低至 510− 。 

为了验证我们的方法对大脑核磁共振图像数据集的影响，将此方法与其他超分辨图像重建方法进行

比较，包括了超分辨率卷积神经网络(SRCNN)、加速图像超分辨率卷积神经网络(FSRCNN)、残差通道注

意力网络(RCAN)、残差密集深度网络(RDN)、深度全局残差学习网络(VDSR)、深度递归残差图像超分辨

网络(DRRN)。为了保持对照实验的公平性，将网络深度较大的 RCAN、RDN 与 DRRN 中各自的模块个

数减小，使其网络深度与本算法类似进行对比实验。 

3.3.1. iSeg-2017 数据集 
我们在 iSeg-2017 数据集上进行实验，此数据集为临床六个月的婴儿大脑核磁共振图像。我们随机地

抽取 15 个 T1 维度的核磁共振 3D 图像，图像大小为144 192 256× × ，在每一个 3D 核磁共振图像中选取

第 131 张到 160 张，也就是 30 张轴向平面图像用作训练。 
图 3 展示了由不同的超分辨算法在婴儿大脑图像 iSeg-2017 数据集上生成的结果，本文提供的算法提

供了更丰富的细节和显著的边缘，表 1 展示本算法获得了最佳峰值信噪比(PSNR) 36.92 dB 和最佳结构相

似度(SSIM) 0.9262。 
 

Table 1. Results of different algorithms on the iSeg-2017 T1 MR Image database  
表 1. iSeg-2017 T1 MR 图像数据库上不同算法的结果 

 PSNR (dB) SSIM 

SRCNN 34.78 0.8649 

FSRCNN 35.10 0.9150 

RCAN 33.56 0.8906 

RDN 36.41 0.9225 

VDSR 36.67 0.9250 

DRRN 36.75 0.9249 

Proposed 36.92 0.9262 
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Figure 3. Results of the reconstructed HR MR image by different algorithms on an example 
image from the iSeg-2017 MR T1 image data 
图 3. iSeg-2017 MR T1 数据示例图像上不同算法重建的高分辨率 SR 图像的结果 

3.3.2. ALVIN 数据集 
我们在 ALVIN 数据集上进行实验，此数据集为临床成人大脑核磁共振图像。我们随机地抽取 15 个

T1 维度的核磁共振 3D 图像，图像大小为180 256 256× × ，在每一个 3D 核磁共振图像中选取第 131 张到

160 张，也就是 30 张轴向平面图像用作训练。 
图 4 展示了由不同的超分辨算法在在成人大脑图像 ALVIN 数据集上生成的结果，本文提供的算法提

供了更丰富的细节，表 2 展示本算法获得了最佳峰值信噪比(PSNR) 38.42 dB 和最佳结构相似度(SSIM) 
0.9619。 

https://doi.org/10.12677/pm.2021.115104
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Table 2. Results of different algorithms on the ALVIN T1 MR Image database 
表 2. ALVIN T1 MR 图像数据库上不同算法的结果 

 PSNR (dB) SSIM 

SRCNN 34.47 0.9028 

FSRCNN 35.27 0.9268 

RCAN 35.06 0.9311 

RDN 36.62 0.9307 

VDSR 37.74 0.9568 

DRRN 38.11 0.9594 

Proposed 38.42 0.9619 

 

 
Figure 4. Results of the reconstructed HR MR image by different algorithms on an 
example image from the ALVIN T1 MR image data 
图 4. ALVIN T1 MR 数据示例图像上不同算法重建的高分辨率 SR 图像的结果 
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3.3.3. BRATS 数据集 
我们在 BRATS 数据集上进行实验，此临床数据集为脑肿瘤图像。随机选择了 20 个 T1 对比增强型

MRI 图像与胶质母细胞瘤图像，图像大小为 240 240 155× × ，在每个 3D 核磁共振图像中选取第 65 片到第

99 片，也就是 35 个轴向平面图像。由于该图像空白处过大，将轴向平面图像截取至155 177× 用作后续

训练。 
图 5 展示了由不同的超分辨算法在成人大脑肿瘤图像 BRATS 数据集上生成的结果，本文提供的算

法提供了更丰富的细节，表3展示本算法获得了最佳峰值信噪比(PSNR) 36.35 dB和最佳结构相似度(SSIM) 
0.9579。 

3.4. 实验结果分析 

在这项工作中，我们提出了一种新的基于多尺度残差学习和正则化的超分辨算法，用于核磁共振图

像的重建。基于三个真实 MR 图像数据集的结果显示，本文提出的算法优于其他超分辨算法。 
全局残差学习用于学习图像细节信息，在基于卷积神经网络的超分辨算法中已经得到了广泛的应用，

在算法的。但是由于图像细节信息在比较深的卷积神经网络中会因退化问题而丢失，所以其性能会受到

一定的限制。局部残差学习结构可以在一定程度上克服这个问题，因为局部残差学习使用的短连接传输

细节信息，以此补偿某些缺失的信息。我们结合了基于浅层网络模块的局部残差学习与传统的全局残差

学习，来提高算法的图像重建性能。 
我们在网络中的非线性映射部分使用局部残差学习模型，该部分由多个多尺度残差模块堆叠。在多

尺度残差模块中，实施浅层卷积分支与深层卷积分支的多尺度要素总和的策略。如图 2 多尺度残差模块

结构图所示，浅分支为深分支提供了叠加的更丰富的高频特性，而深分支则将细节信息传输到较远的残

留方块。为了研究多尺度残差连接对网络的影响，我们删除 7 7× 与 5 5× 的卷积特征提取及短连接，在

ALVIN 数据集上进行相同环境下的训练，实验结果显示在表 4 中。 
大部分深度学习超分辨重建网络损失函数仅使用一项，为 L1 正则化或 L2 正则化，本文引入全变分

正则化项，它能去除图像噪声，有效地保留图像边缘信息，有助于优化重建图像。为了研究全变分正则

化项对网络的影响，我们在损失函数中删除此正则化项，在 ALVIN 数据集上进行相同环境下的训练，实

验结果显示在表 4。 
由表 4 可看出多尺度残差学习对算法的实验结果有比较大的提升，更多更丰富的高频信息得以保留

并传输到网络的下一层继续训练，全变分正则化降低生成噪声，当正则化项参数选取得当的情况下对训

练结果有一定的提升。 
 

Table 3. Results of different algorithms on the BRATS T1 MR Image database 
表 3. BRATS T1 MR 图像数据库上不同算法的结果 

 PSNR (dB) SSIM 

SRCNN 34.97 0.9392 

FSRCNN 34.99 0.9454 

RCAN 35.32 0.9511 

RDN 35.39 0.9489 

VDSR 35.66 0.9538 

DRRN 36.06 0.9560 

Proposed 36.35 0.9579 
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Figure 5. Results of the reconstructed HR MR image by different algorithms on an 
example image from the BRATS T1 MR image data 
图 5. BRATS T1 MR 数据示例图像上不同算法重建的高分辨率 SR 图像的结果 

 
Table 4. Model analysis of this method on the ALVIN image verification set 
表 4. ALVIN 图像验证集上对此方法的模型分析 

多尺度残差学习 全变分正则化 PSNR (dB) SSIM 

  38.06 0.9578 

√  38.34 0.9605 

√ √ 38.42 0.9619 

4. 总结 

本文我们提出了一种改进的深度学习超分辨网络，通过使用多尺度残差模块以及正则化项的创新，

来提高算法在临床大脑核磁共振图像超分辨重建任务上的准确率。此算法可以有效地重建大脑核磁共振

图像的细节信息，通过在三个临床 MR 图像数据库上的实验结果表明，在没有增大算法复杂程度的情况

下，本文提出的算法性能优越，与目前先进的超分辨算法相比有显著的提升。 
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