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Abstract 
The local linear model, being widely studied and used to predict chaotic time series, has a history of 
over thirty years. Because of its simple structure, it is easy to implement. However, the local linear 
method cannot effectively fit nonlinear characteristics of chaotic time series. According to the local 
and nonlinear characteristics of chaotic time series, a local polynomial coefficient autoregressive 
prediction model is proposed, namely, local nonlinear prediction model, based on local linear model. 
Compared to the local linear model, local nonlinear prediction model can approximate many effec-
tively nonlinear properties of chaotic time series. The simulation results of three typical chaotic time 
series (Logistic mapping, Henon mapping and Lorenz system) show that prediction performance and 
stability of local nonlinear multi-step model are better than the local linear model. Moreover, the 
presented model has higher prediction accuracy, even under the circumstances of less sample data. 
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摘  要 

由于局域线性模型的简洁、易于实现，在过去的三十年里，它被广泛的研究并用来预测混沌时间序列。

本文依据混沌时序的局部特性和非线性特性，在局域线性模型的基础上，提出基于多项式系数自回归模

型的局域非线性混沌时间序列预测方法(简称局域非线性模型)。相比于局域线性模型，该模型能够有效

地逼近混沌时间序列的非线性特性。三种典型的混沌时间序列(Logistic映射、Henon映射和Lorenz系统)
的仿真结果表明，局域非线性模型的多步预测性能及预测稳定性均好于局域线性模型，且在样本数据较

少的情况下也有较高的预测精度。 
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1. 引言 

混沌是动力系统的一种复杂表现，已经在水文、医学、经济等众多领域中发现混沌现象[1]-[4]。对混

沌时间序列的建模和预测已经成为研究具有混沌现象的各类时间序列的热点[5]-[7]。应用混沌理论结合其

他方法对其进行预测，其效果更好，如水文预测[8]、风电池功率预测[9]、交通流预测[10]-[13]等。 
混沌时间序列预测的早期方法可归纳为[7]：全局法，最大 Lyapunov 指数法，局域法以及自适应预

测法。现今方法则可总结为：人工神经网络模型[14]-[19]，支持向量机(Support Vector Machine，简记为

SVM)模型[20]-[26]，复合模型[9] [27]和改进的自适应预测模型[13]。但这些模型和方法较为复杂，实现

繁琐，且有过拟合、局部极小和易受主观经验的影响等问题。线性模型已经有几十年的应用历史。由线

性模型构建的针对混沌时间序列的局域线性模型十分简单可行，文献[8]和[28]对局域线性预测模型又进

行了改进，提出了两种新的局域预测方法 NLLP1 [28]和 NLLP2 [8]，使得局域线性预测模型的预测精度

和预测长度有了很大提升。然而，局域线性模型的线性化过程掩盖了混沌时间序列的非线性特性，限制

了局域线性模型的适用范围。 
为了克服这些方法的缺点，本文依据混沌时间序列的局部特性和非线性特性，结合相空间重构的思

想和多项式系数模型(Polynomial Coefficient Model) [29]提出局域多项式系数自回归混沌时间序列预测模

型(Local Polynomial-coefficient Prediction，简记为 LPP)，并根据时域和状态域定阶给出了两种不同的 LPP
方法。LPP 是一种局域非线性方法，可将其看成对局域线性法的改进。LPP 模型可以很好的描述混沌时

序的非线性特性，能够在不增加较大计算量的前提下提高预测精度，同神经网络模型和 SVM 模型相比，

结构简洁且易于实现。通过对三种典型混沌时间序列(Logistic 映射、Henon 映射和 Lorenz 系统)的仿真实

验表明，本文方法是有效的。 

2. LPP 预测模型 

2.1. 混沌时间序列的相空间重构 

利用 Takens 嵌入定理[30]即可重构混沌时间序列，提升预测效果。设单变量混沌时间序列为
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1 2, , , nx x x ，进行相空间重构可得， 

( )( ) ( )
T

1, , , , 1, 2, , ,i i i i mX x x x i Mτ τ+ + −= =                             (1) 

式中，m 为嵌入维数，τ 为延迟时间， ( )1M n m τ= − − 是重构相空间中相点的个数，这 M 个相点的连线

构成了m 维相空间中的轨线。对重构后的相空间，存在光滑映射 : m mF R R→ ，即 

( ) ( )1 , 1, 2, , ,i iX F X i M+ = =                                  (2) 

从 1iX + 分离出 ( )1 1i mx τ+ − + ，即有 

( ) ( ) ( )1 1 , 1, 2, , ,ii mx f X i Mτ+ − + = =                                (3) 

如果能够求出 f 或找到 f 的一个逼近模型 f̂ ，就能对未来值进行预测。 

2.2. LPP 模型 

局域线性模型(简称LPP模型)是一个局域线性回归模型，混沌时间序列的嵌入维数 m 和延迟时间τ 可

根据文献[31]确定，有如下形式 

( )0 1
1

ˆ ,
m

n L j MM j
j

x a a x AYτ+ + −
=

= + =∑                                  (4) 

式中， ( )0 1, , , mA a a a=  为系数矩阵， ( )1M n m τ= − − ， ( ) ( )T T1, 1, , , ,M M M M nY X x x xτ+= =  ， L是预测步

长。 
这里，将重构相空间的嵌入维数看成预测阶数。为了估计 A ，要从相空间中找到当前状态(以相点 MX

为 例 ) 的 max max( , 2 1)q q q m≤ = + 个 邻 近 点 [8] ， 邻 近 点 的 选 取 通 过 欧 式 距 离 ( ) i Md i X X= −
( )1,2, , 1i M= − 来确定。距离越近，当前状态 MX 与其他点状态演化相似程度越大，模型的预测精度越

高。将 MX 的 q 个邻近点 ( )1,2, ,
jMX j q=  代入(4)式中，可求得 A 的一个最小二乘估计 Â ，将 MX 代入

(4)式中，可求得 1nx + 的一个估计 1ˆnx + ，每次所得新值都加入训练数据集中，然后进行下一步预测，即将 1ˆnx +

看作 1nx + ，则可求得 2ˆnx + 。 
将线性模型的系数改为 Taylor 级数展开 

( )
0

,
r

i
j j ji

i
a g u a u

=

= = ∑                                      (5) 

式中，u 为由 ( ){ },2 , , 1d mτ τ τ∈ − 指定的模型依赖变量 t dx − 。将(5)式代入(4)式得 

( ) ( ) ( ) ( )1 0 1
1

ˆ ,
m

t t d j t d t d tt j
j

x g x g x x G x Yτ+ − − −− −
=

= + =∑                           (6) 

式中， ( ) ( ) ( ) ( )( )0 1, , ,t d t d t d m t dG x g x g x g x− − − −=  为系数矩阵， ( )( )T

11, , , ,t t t t mY x x xτ τ− − −= 

，m 为数据重构

后相空间的嵌入维数，τ 为延迟时间。(6)式是一种非线性模型，是局域线性模型的一个改进，利用重构

相空间的局域相点对(6)式的参数进行估计，就得到了 LPP 模型。 

2.3. LPP 模型参数的估计 

为了使 LPP 模型有效的逼近 f ，采用最小二乘估计方法，使得到的 LPP 模型是误差平方和最小意义

下 f 的一个逼近。将(5)代入(6)中，可得 LPP 模型的求和形式 

( ) ( ) ( )1 0 1
0 1 0

ˆ ,
r m ri i

t i t d ji t d t j
i j i

x a x a x x τ+ − − − −
= = =

= +∑ ∑∑                            (7) 
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设有 MX 的 q 个邻近点为 ( )1,2, ,
jMX j q=  ，若记 

( ) ( ) ( )

( ) ( ) ( )( )

( ) ( ) ( )

( ) ( ) ( )

1

1 22

1 2

1 2

1 2

1 2

T

1 1 1 1 1 1

1 1 1

1 1 1

1 1 1

1 1 1 1

1
, , , ,

1

1 1 1

q

q

qq

q

q

M

M M MM
M m M m M m

M m M m M mM

M m d M m d M m d

r r
M m d M m d M m d

X
x x xX

X Y x x x

x x xX

x x x
U

x x x

τ τ τ

τ τ τ

τ τ τ

τ τ τ

+ − + + − + + − +

+ − + − + −

+ − − + − − + − −

+ − − + − − + − −

   
   
   = = =   
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( ) ( )

01 02 0

11 12 1
1 1

1 2

, , 1,1, ,1 ,

r

r
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r
m m mr

a a a
a a a

A E

a a a

× +

   
   
   = =   
   
    







   



    (8) 

则(7)式有如下矩阵表达式 

( ) ,Y EA U X= ⊗                                        (9) 

式中，运算 

( ) ( ) ( )

( ) ( ) ( ) ( ) ( ) ( )

1 21 2

1 1 2 2

1 1 1

1 1 1 1 1 1

1 1 1

q q

q q

M M MM m d M m d M m d

r r r
M m M m d M m M m d M m M m d

x x x x x x
U X

x x x x x x

τ τ

τ τ τ τ τ τ

+ − − + − − + − −

+ − + − − + − + − − + − + − −

 
 
 ⊗ =  
 
  





   



 
表示矩阵的 kronecker 积。进而根据最小二乘原理可求得 A 表达式为 

( ) ( ) ( )( )( )T TT Tˆ ,A E E E Y U X U X U X
−−

= ⊗ ⊗ ⊗                         (10) 

式中， Z − 表示对 Z 求广义逆，当 Z 可逆时，有 1Z Z− −= 。 

2.4. LPP 模型阶次的选择 

一般的，LPP 模型的阶次可通过比较不同 r 、 d 值时模型的性能来确定，同时，模型的阶数 p 也不

一定要取 m ，因为最优嵌入维数不一定是模型的最优阶数[28]，这在嵌入维数较大时尤其需要注意。由

于没有对模型误差进行正态假定，传统的 AIC 准则和 BIC 准则不再适用。有鉴于此，使用如下两种方案

确定模型的阶次： 
方案 1：取使得一步预测误差平方 ( )22

1 ˆt tx xσ = − 最小的 r 、 d 和 ( )p m≤ 作为估计点 1ˆtx + 的 LPP 模型

的阶数； 
方案 2：利用文献[8]提供的做法。定义 

( )( )T

2
2

ˆ ˆ
,

Y Y Y YRSS
q D q D

σ
− −

= =
− −

                                (11) 

式中， { }2 1,2 2, , 2 10q m m m∈ + + + 为邻近点个数， D 为广义自由度，定义为 ( ) iiiD tr H h= = ∑ ，

( )( )( ) ( )T T
1 1ii m m

H h X XX X
−

+ +
= = ， ( )ˆˆ *Y EA U X= 。选取使得 2

1σ 或 2
2σ 最小的 r 、 d 和 ( )p m≤ 作为模型的

阶次。 
第一种方案是利用重构后混沌时间序列的时域特性进行定阶，第二种方案是利用混沌时间序列的状

态域特性定阶。若使用第一种方案定阶，将此时的 LPP 模型记为 LPP1 模型，若使用第二种方案定阶，

将此时的 LPP 模型记为 LPP2 模型。 
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基于以上分析，现给出 LPP 预测模型的建模步骤。 
步骤 1：使用相空间重构理论对实验数据进行相空间重构，求得嵌入维数m和延迟时间τ ； 
步骤 2：利用(10)式来估计系数矩阵 A ，对不同的阶次 r 、d 、 ( )p m≤ 和邻域点个数 q 计算 2

1σ 和 2
2σ ，

为了控制模型复杂度，减少计算量，限制 max 4r = ； 
步骤 3：选取使得 2

1σ 或 2
2σ 最小的 r 、d 、 ( )p m≤ 和邻域点个数 q 作为模型的阶次，对混沌时间序列

进行一步预测； 
步骤 4：将一步预测结果加入训练数据集中，重复步骤 2 和步骤 3，进行下一步预测。 
LPP 模型的算法流程图如图 1 所示。 

3. 仿真结果及讨论 

下面就 LPP1 和 LPP2 预测方法同改进的局域线性模型 NLLP1、NLLP2 和传统局域线性模型 TLLP
对三种典型的非线性系统(Logistic 映射、Henon 映射和 Lorenz 系统)产生的混沌时间序列的多步预测性能

进行仿真研究。以平均绝对误差 MAE 来评价模型预测值与真值的偏离程度，以相对误差 perr 来评价模

型拟合的准确度，以相关系数 CC 来定义模型的有效预测步长。一般的，相关系数 CC 越接近 1，则说明

两组数据越接近，就时间序列的预测而言，若预测值与真实值的相关系数在 1 附近，则认为预测准确；

若预测值与真实值相关系数接近 0，甚至小于 0，则认为预测效果很差。同时，本文选取 0.99 作为一个

由相关系数CC定义模型有效预测长度的阈值，即将此阈值对应的预测长度定义为模型的有效预测长度，

作为度量模型性能的指标。 
 

 
Figure 1. The process of LPP modeling and algorithm 
图 1. LPP 建模算法流程 
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若以 ( )x t 和 ( )y t 分别表示仿真实验的真实值和预测值，则这三种评价标准的定义表达式如下 

( ) ( )
( ) ( )( )

( )

( )( ) ( )( )
( )( ) ( )( )

2

11

2 221
1 1

1

1 , , ,

n
n

n
tt

n n nt
t t

t

x t y t x t x y t y
MAE x t y t perr CC

n x t x y t yx t

==

=
= =

=

− − −
= − = =

− −

∑ ∑∑
∑ ∑∑

       (12)

 

式中， n 表示时间序列预测值的个数， x 和 y 分别表示真实值和预测值的平均值。 

3.1. Logistic 映射 

Logistic 映射表达式如下 

( )1 1 ,i i ix x xµ+ = −                                       (13) 

式中，取 4µ = ，此时系统具有混沌特性。取初始值 1 0.1x = ，直接迭代 10000 步，去除前面 1000 个数据

后选取不同训练样本进行仿真实验，实验结果见表 1。 
从表 1 可以看出，LPP2 模型能够有效的预测 Logistic 混沌时间序列，不同样本量的预测效果一致优

于局域线性模型以及 LPP1 模型，尤其是在样本量为 500、2000、4000 以及 8000 时的 MAE 和 perr 的数

量级相差十分的大。对样本量为 4000 的预测结果做进一步分析，图 2 是样本量为 4000 时不同模型真实

值和预测值的图像以及其相应的绝对误差 ( ) ( ) ( )e t x t y t= − 的图像，图 3 为相关系数 CC 随预测个数增加

而变化的图像。 
从图 2 可以看出，LPP2 模型能够有效的预测 Logistic 混沌时间序列，预测精度高。而线性模型的预

测值与真实值有较大偏差。从图 3 可以看出，线性模型预测值与真实值的相关系数同 LPP2 模型相比低

很多，且随着预测步数的增加出现了负值，其多步预测性能随着预测步数的增加越来越差。表 2 给出了

在 0.99 阈值下各模型预测 Logistic 混沌时间序列的有效预测长度。从表 2 可以看出，LPP2 模型的有效预

测长度最大。 

3.2. Henon 映射 

Henon 映射表达式如下 
2

1

1

1 ,
,

i i i

i i

x ax y
y bx
+

+

 = − +


=
                                     (14) 

式中，取 1.4a = ， 0.3b = ，此时系统具有混沌特性。取初始值 1 0x = ， 2 0.1x = ，直接迭代 10,000 步，去

除前面 1000 个数据后选取不同训练样本进行仿真实验，实验结果见表 3。 
表 3 和表 1 结果是一致的，即采用方案 2 定阶的 LPP2 模型能够有效的预测 Henon 混沌时间序列，

预测效果一致的优于线性模型以及 LPP1 模型。这表明 LPP2 模型能够很好的估计 Henon 映射的变化趋势

并对其将来值进行预测。 
同样，对样本量为 4000 时的 Henon 混沌时间序列的预测性能做进一步分析。结果见图 4 与图 5。 
从图 4 可以看出，LPP2 模型能够有效的预测 Henon 混沌时间序列，预测精度高。而线性模型的预测

值与真实值有较大偏差。从图 5 可以看出，线性模型预测值与真实值的相关系数 CC 同 LPP2 模型相比低

很多，且随着预测个数的增加出现了负值，故认为线性模型的预测性能比 LPP2 模型差的多。表 4 给出

了各模型预测 Henon 混沌时间序列的有效预测长度。从表 4 可知，LPP2 模型具有最好的预测效果。 

3.3. Lorenz 系统 

Lorenz 系统表达式如下 
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Table 1. The comparative results of different samples of Logistic time series 
表 1. Logistic 映射混沌时间序列不同数量训练样本的预测误差 

训练样本 500 1000 2000 4000 8000 

预测样本 30 30 30 30 30 

MAE 

TLLP 0.3093 -- -- -- 0.2971 

NLLP1 -- 0.2354 0.1877 0.1637 0.1634 

NLLP2 0.3475 -- -- -- -- 

LPP1 0.0979 0.2346 -- -- -- 

LPP2 2e−5 0.0845 3e−06 9e−07 4e−05 

perr 

TLLP 0.3736 -- -- -- 0.4707 

NLLP1 -- 0.3404 0.2961 0.2102 0.2628 

NLLP2 0.4848 -- -- -- -- 

LPP1 0.0879 0.3755 -- -- -- 

LPP2 1e−08 9e−02 3e−10 1e−11 5e−08 

注：记号“--”表示数值大于 10。 
 
Table 2. The effective length of forecasting in different training samples of Logistic time series 
表 2. Logistic 混沌时间序列不同数量训练样本的有效预测长度 

训练样本 500 1000 2000 4000 8000 

TLLP 2 6 2 1 4 

NLLP1 4 14 16 18 23 

NLLP2 5 13 7 19 7 

LPP1 18 13 13 12 15 

LPP2 41 25 42 44 37 

 
Table 3. The comparative prediction error of different samples of Henon time series 
表 3. Henon 映射混沌时间序列不同数量训练样本的预测误差 

训练样本 500 1000 2000 4000 8000 

预测样本 30 30 30 30 30 

MAE 

TLLP -- -- -- -- -- 

NLLP1 0.5578 0.6514 0.3148 0.1759 0.2926 

NLLP2 0.4007 -- -- -- 0.0569 

LPP1 -- -- -- -- 0.2449 

LPP2 2e−06 1e−06 3e−04 7e−04 1e−03 

perr 

TLLP -- -- -- -- -- 

NLLP1 1.2186 1.3799 0.5533 0.2741 0.5916 

NLLP2 0.8866 -- -- -- 0.0469 

LPP1 -- -- -- -- 0.3204 

LPP2 6e−11 2e−11 8e−07 1e−05 2e−05 

注：记号“--”表示数值大于 10。 
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(a) 线性模型 50 步预测的真实值和预测值 

 
(b) 线性模型 30 步预测的绝对误差 

 
(c) LPP 模型 50 步预测的真实值和预测值 

 
(d) LPP 模型 30 步预测的绝对误差 

Figure 2. Results of Logistic time series multi-step prediction 
图 2. Logistic 映射混沌序列的多步预测结果 
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Figure 3. Trends in the correlation coefficient of different models of 
Logistic time series 
图 3. Logistic 映射混沌序列在不同模型下的相关系数变化趋势 

 

 
(a) 线性模型 50 步预测的真实值和预测值 

 
(b) 线性模型 30 步预测的绝对误差 

 
(c) LPP 模型 50 步预测的真实值和预测值 

 
(d) LPP 模型 30 步预测的绝对误差 

Figure 4. Results of Henon time series multi-step prediction 
图 4. Henon 映射混沌序列的多步预测结果 
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式中，取 10σ = ， 28r = ， 8 3b = ，此时系统具有混沌特性。式(15)的 Lorenz 模型，只考察分量 x 的预

测。假定初值条件 0 1x = ， 0 1y = ， 0 1z = ，取步长 0.01t∆ = ，利用四阶 Runge-Kutta 产生长度为 10,000
的时间序列，去除前面 1000 个数据后选取不同训练样本进行仿真实验，实验结果见表 5。 
 

 
Figure 5. Trends in the correlation coefficient of different models of Henon time 
series 
图 5. Henon 映射混沌序列在不同模型下的相关系数变化趋势 

 
Table 4. The effective length of forecasting in different training samples of Henon time series 
表 4. Henon 混沌时间序列不同数量训练样本的有效预测长度 

训练样本 500 1000 2000 4000 8000 

TLLP 7 4 5 10 13 

NLLP1 9 11 22 23 21 

NLLP2 10 8 14 14 30 

LPP1 23 8 7 9 20 

LPP2 49 50 43 40 50 

 
Table 5. The comparative prediction error of different samples of Lorenz time series 
表 5. Lorenz 系统混沌时间序列不同数量训练样本的预测误差 

训练样本 500 1000 2000 4000 8000 

预测样本 30 30 30 30 30 

MAE 

TLLP 0.0239 0.4170 0.2101 0.0030 0.0114 

NLLP1 0.1588 0.9425 0.4376 0.0098 0.0027 

NLLP2 0.0784 0.4899 0.4502 0.0089 0.0081 

LPP1 0.3000 1.6157 0.0199 0.0008 0.0004 

LPP2 0.0217 0.4780 0.0277 0.0059 0.0028 

perr 

TLLP 2.2e−05 0.0218 5e−04 5e−05 3e−06 

NLLP1 2e−03 0.1698 2e−03 3e−04 2e−07 

NLLP2 2e−04 0.0609 2e−03 5e−04 2e−06 

LPP1 1e−02 2.8228 5e−06 1e−06 5e−09 

LPP2 1.7e−05 0.0439 8e−06 1e−04 2e−07 
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从表 5 可以看到，在样本量为 1000 时，TLLP 模型的预测效果最好，而其它复杂方法效果不好。为

了分析原因，做出 ( ),t tx x τ+ 的图像，见图 6。从图 6 可以看出，要预测的点周围基本没有邻域点，这是导

致预测效果差的主要原因。这也是局域法的一大缺点，即无法对相空间中没有出现过的点进行有效的预

测。在样本量为 2000、4000 和 8000 时的预测效果 LPP1 模型的预测效果优于 LPP2 模型，也优于局域线

性模型，但效果相差不大。再次观察图 6，可以看出对 Lorenz 混沌时间序列重构后，具有很强的局域线

性特性，这也是局域线性模型预测效果好的原因。尽管如此，LPP 模型仍能有效的估计 Lorenz 系统的变

化趋势。图 7 和图 8 是样本量为 4000 时不同模型的预测结果。 
从图 7 可以看出，线性模型和 LPP 模型均能够有效的预测 Lorenz 混沌时间序列。从图 8 可以看出，

各模型预测值与真实值的相关系数 CC 均接近于 1，故认为各个模型的预测性能差不多。表 6 给出了各模

型预测 Lorenz 混沌时间序列的有效预测长度。从表 6 可以看出，LPP2 模型的有效预测长度是最长的，

可以对Lorenz混沌时间序列进行长期预测，而局域线性模型和LPP1模型的有效预测长度相比就小很多。

表 7 给出了对 3 种典型混沌时间序列不同样本量的不同模型的有效预测长度的均值±标准差。从表 7 可以

看出，LPP2 模型的预测效果是最好的，有最长的平均有效预测长度和小的标准差。 
 

 
Figure 6. The resulting curve of standard test systems of Lorenz model point 
image 
图 6. Lorenz 模型点图像标准试验系统结果曲线 

 

 
(a) 线性模型 50 步预测的真实值和预测值 

 
(b) 线性模型 50 步预测的绝对误差 
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(c) LPP 模型 50 步预测的真实值和预测值 

 
(d) LPP 模型 50 步预测的绝对误差 

Figure 7. Results of Lorenz time series multi-step prediction 
图 7. Lorenz 系统混沌序列的多步预测结果 

 

 
Figure 8. Trends in the correlation coefficient of different models of Lorenz time 
series 
图 8. Lorenz 系统混沌序列在不同模型下的相关系数变化趋势 

 
Table 6. The effective length of forecasting in different training samples of Lorenz time series 
表 6. Lorenz 混沌时间序列不同数量训练样本的有效预测长度 

训练样本 500 1000 2000 4000 8000 

TLLP 59 42 127 58 83 

NLLP1 29 15 125 300 179 

NLLP2 35 22 99 99 196 

LPP1 25 26 99 85 65 

LPP2 291 46 216 300 300 
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Table 7. Means and standard of the effective length of forecasting in three typical chaotic time series 
表 7. 三种典型混沌时间序列有效预测长度的均值与标准差 

系统 Logistic Henon Lorenz 

TLLP 3 ± 1.79 7.8 ± 3.31 73.8 ± 29.65 

NLLP1 15 ± 6.26 17.2 ± 5.95 129.6 ± 104.64 

NLLP2 10.2 ± 5.15 15.2 ± 7.76 90.2 ± 61.72 

LPP1 14.2 ± 2.14 13.4 ± 6.71 60 ± 30.17 

LPP2 37.8 ± 6.79 46.4 ± 4.13 230.6 ± 97.54 

4. 结论 

本文提出的 LPP 混沌时间序列预测模型，通过使用局域非线性方法，很好地逼近了混沌时间序列的

非线性特性。仿真结果表明该方法是非常有效的，尤其是 LPP2 模型，对混沌时间序列的预测精度较高，

有较长的有效预测长度，预测性能稳定，在小样本量的情况下，LPP2 模型的预测效果显著优于局域线性

模型。同时结果表明，LPP2 模型将 3 种典型混沌时间序列的有效预测长度提升了一倍以上。LPP 模型综

合了局域法与线性模型的优点，算法简单高效，可以在不增加较大计算量的前提下大幅度提高预测精度，

是预测混沌时间序列的一种新的有效尝试。 
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