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Abstract 
In order to accurately and reliably predict the short-term trend of network traffic, this paper pro-
poses a nonlinear combination algorithm based on ELM for network traffic prediction based on 
the chaotic and non-linear characteristics of network traffic. Firstly, the original data are prepro-
cessed, phase space reconstruction, and then Volterra filter adaptive prediction model, BP neural 
network prediction model, RBF neural network prediction model, wavelet neural network predic-
tion model, SVM prediction model and extreme learning machine prediction model are estab-
lished. The traffic time series is predicted and analyzed, and then the prediction result is used as 
the input of the combined ELM to construct a nonlinear combined prediction model. The results 
show that the mean squared error of the combined forecast is 5.51%, and its evaluation indexes 
are better than the sub-models. The validity and superiority of the combined strategy are verified, 
which can provide a better reference for network traffic prediction. 
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摘  要 

为了精准预测网络流量的短期走向，本文针对网络流量具有混沌性以及非线性性的变化特征，提出了一

种基于ELM的非线性组合算法用于网络流量的预测方法。首先对原始数据进行预处理，相空间重构，然

后建立Volterra滤波器自适应预测模型，BP神经网络预测模型，RBF神经网络预测模型，小波神经网络

预测模型，SVM预测模型以及极限学习机预测模型对流量时间序列进行预测分析，再将其预测结果作为

组合ELM的输入，构建起非线性组合预测模型。结果显示，该组合预测均方百分误差为5.51%，其各项

评价指标均优于各子模型，验证了该组合策略的有效性与优越性，可为网络流量的预测提供一个较好的

参考。 
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1. 引言 

如今互联网飞速发展，网络规模不断扩大，网络结构更加复杂，用户数量不断增加，如何有效、合

理地分配网络资源面临着巨大挑战。因此，对网络流量的预测就变得越来越重要。准确的网络流量预测

对网络安全防护、拥塞控制、带宽资源分配等具有关键作用。 
研究表明，网络流量数据具有混沌性，非线性性和自拟合性等特点[1]。对于混沌性，使用相空间重

构法可有效的提高预测的准确率。而对于非线性性，基于传统的线性预测并不能对其进行准确预测，如

线性回归分析，马尔科夫模型等无法适应现代大规模网络流量数据的建模与预测，这些线性回归模型无

法有效地提取网络流量的特征，需要提高预测精度。近年来学者们使用基于自相似流量的预测模型，有

Volterra 滤波器模型，BP 神经网络模型，RBF 神经网络模型，小波神经网络模型，支持向量机模型和极限

学习机模型，得到了一些预测结果[2]-[14]。然而单一的预测往往无法将时间序列的特征最大限度的提取出

来，存在一定的局限性。为了不丢失其中有用的信息片段，本文提出对网络流量进行非线性组合预测[15] 
[16]。结果显示，该组合预测各项评价指标均优于各子模型，可为网络流量的预测提供一个较好的参考。 

2. 基于 ELM 的非线性组合预测模型构建 

设网络流量时间序列为 , 1,2, ,ix i n=  ，采用 m 种预测模型对其进行预测，得到预测结果 
, 1,2, ,jy j m=  ，其平均值为 y ，然后根据某种组合规则确定一个非线性映射函数 ( )Φ ⋅ ，则组合预测结

果为： 

( )1 2, , , ,my y y y y= Φ                                        (1) 

不同的非线性映射函数所能提取的子模型信息具有很大的差异，因此选择一个能够综合利用各子模

型有效信息的非线性映射函数对于网络流量预测具有重要意义，由于极限学习机具有优异的泛化性能，

且能在保证学习精度的前提下比神经网络速度更快，所以本文使用极限学习机来确定该非线性映射函数，

构建的非线性组合预测模型如图 1 所示。 
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极限学习机(ELM)是一种基于前馈神经网络的快速学习算法[17]，其主要特点是输入层与内隐层之间

的连接权重和内隐层的阈值可以随机生成，而且在训练过程中不用对其进行调整，隐藏层和输出层之间

的连接权重不需要迭代更新，而是通过解方程组方式一次性确定。对于一个具有 L 个内隐层节点的单层

隐层神经网络，存在 ,i iWβ 和 ib ，使得输出误差最小，即 

( )
1

, 1,2, ,
L

i i j j j
j

g W X b t j Nβ
=

⋅ + = =∑                                 (2) 

式中 ( )g x 为激活函数，本文选用 sigmoid 函数， iW 为输入权重， iβ 为输出权重， ib 为第 i 个隐层单元的

偏差。该算法中，一旦随机确定了隐藏层的输入权重 iW 和偏差 ib ，就相应地确定了隐藏层的输出矩阵，

输出权重 β 即可通过求解一个方程 H Tβ = 得到，因此具有较快的学习速度。其具体步骤为： 
Step 1：对于一列原始网络流量时间序列，本文先对其进行数据预处理，利用 Q-Q 图及标准化残差

找出并替换掉其中的异常值。 
Step 2：然后对其进行归一化处理，利用 C-C 法求出嵌入维数 m 和延迟时间τ ，并在相位空间中对

原始数据进行了重构，得到各子模型的训练样本集和测试样本集。 
Step 3：然后分别使用 Volterra 自适应滤波器预测模型、BP 神经网络预测模型、RBF 神经网络预测

模型、小波神经网络预测模型、支持向量机预测模型以及极限学习机预测模型进行独立预测，反复训练

网络 10 次，并取其平均值，得到 6 个子模型预测结果。 
Step 4：将以上 6 个子模型预测结果及其平均值作为组合极限学习机的输入，反复训练网络 10 次，

并取平均值得到最终的预测结果。 
 

 
Figure 1. Nonlinear combined forecasting model 
图 1. 非线性组合预测模型 

3. 相空间重构 

现实生活中所测得的网络流量往往只是一列随时间变化的具有某种意义的观测值，它是众多因素综

合作用的结果，具有一定的混沌性，相空间重构理论指出[1] [18]：对于混沌系统，任何组件的演化都是

由与之交互的其他变量决定的，因此，每个分量的发展过程中都包含了该系统相关分量的所有信息。对

于一个一维网络流量时间序列 ( ) ( ) ( ) ( ){ }1 2, , ,i ns t s t s t s t=  ，n 为时间序列样本数，通过延迟坐标法可以

构造 ( )1M n m τ= − − 个 m 维相空间矢量： 

( ) ( ) ( )( )( ) ( ), , , 1 , 1, 2, ,j j j jS s t s t s t m j Mτ τ= + + − =                         (3) 

于是重构的相空间为： 

[ ]T1 2, , , nS S S S=                                         (4) 
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式中 m 表示网络流量的嵌入维数，τ 表示网络流量的延迟时间，S 为M m× 维矩阵。 
依据 Takens 嵌入定理[19]，对于一个维数为 D 的吸引子，当嵌入维数 2 1m D≥ + 时，重构的吸引子

能保持原来吸引子的拓扑特性，即重构的相空间与原始网络流量时间序列是拓扑等价的。因此，在相空

间重构中，选择适合的嵌入维数 m 和延迟时间τ 是非常重要的。当嵌入维数 2 1m D< + 时，重构的相空

间将不能恢复原始奇异吸引子的特性，过大时，重构的相空间将引起过多的噪声，从而使得预测精度下

降；当延迟时间τ 过小时，相邻的两点相关性太强而产生大量的冗余，使得预测精度下降，过大时，重

构的相空间将丢失大量原始时间序列的特性。同时本文认为嵌入维数和延迟时间是相关的，因此采用 C-C
方法，通过计算嵌入窗宽 ( )1wt m τ= − 来求得嵌入维数和延迟时间。 

4. 预测子模型构建 

4.1. Volterra 自适应滤波器预测模型 

Volterra 是一种非线性自适应 FIR 滤波器[20]。由于网络流量的混沌和非线性，Volterra 非线性系统函

数能够利用本身的高阶矩信息，实现对网络流量的准确预测，本文利用 Volterra 级数展开公式，建立了

网络流量的非线性预测模型，同时由于无穷级数在实际中的实现较为困难，因此本文采用二次截断 m 次

求和，其预测模型为： 

( ) ( ) ( ) ( ) ( ) ( )
1 1 2

1 1 1

0 1 1 1 1 2 1 2
0 0 0

1 ,
m m m

k
i i i

x n h h i x n i h i i x n i x n iτ τ τ
− − −

= = =

+ = + − + − −∑ ∑∑                    (5) 

式中 ( ) ( )1 1 2, ,k kh i h i i 为 k 阶 Volterra 核，其可用归一化最小均方自适应算法求解。 

4.2. BP 神经网络预测模型 

BP 神经网络是一种反向传递并且能够修正误差的多层映射函数，它解决了多层网络中隐含单元学习

权的学习问题，能够以任意精度拟合任何连续非线性函数。本文采用三层网络结构：输入层、隐藏层和

输出层。其算法主要思想分为信息正向传递和误差反向传播两大过程。本文使用的 BP 神经网络预测模

型[21]为： 

1

1

1

1 exp
i p

j j
j

s
v b γ

+

=

=
 

+ − + 
 
∑

                                   (6) 

式中 1is + 为预测值，p 为隐藏层节点数， jv 为隐藏层至输出层的连接权重， γ 为输出层的阈值。 

4.3. RBF 神经网络预测模型 

RBF 神经网络是一种具有多层前向网络类似结构且带有单隐藏层的三层前馈网络[13] [22]，它可以任

意精度地逼近任意连续函数。构建RBF网络的关键在于构造从输入层到隐藏层 ( )iX Xφ→ 的非线性映射： 

( ) ( )
2

2exp , 1,2, ,
2

i
i

i

X c
X i mφ

σ

 −
 = =
 − 

                                (7) 

式中 ic 为第 i 个隐藏层高斯函数的中心矢量，其与输入向量 X 维数相同， iσ 为第 i 个隐藏层高斯函数的

宽度， ⋅ 为欧式范数，m 为隐藏层中的节点数。以及从隐藏层到输出层 ( )i X Yφ → 的线性映射： 

( )
1

m

i i
i

Y Xωφ
=

= ∑                                         (8) 
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式中 iω 为隐藏层与输出层之间的连接权重，Y 即为预测值。 

4.4. 小波神经网络预测模型 

小波神经网络是小波分析和 BP 神经网络相结合的产物[14]，它既包含了神经网络良好的训练能力和

泛化能力，也具有小波函数良好的时频特性。其网络结构与 BP 神经网络结构相一致，由输入层、隐层

和输出层组成，只是将 BP 神经网络中隐藏层的激励函数 Sigmoid 换成了小波函数，本文所选择的小波函

数为 Morlet 函数： 

( ) ( )
2

exp cos 1.75
2
xf x x

 
= − × 

                              (9) 

其中隐藏层每个节点的输出为： 

( ) 1 , 1, 2, ,

m

ij i j
i

i i
j

x b
x f j p

a

ω
φ =

 − 
 = =
 
 
 

∑
                               (10) 

式中 ja 为小波函数的缩放因子， jb 为小波函数的平移因子，p 为隐藏层的节点数。其预测模型为： 

( )
1

p

i i
i

y xωφ
=

= ∑                                        (11) 

式中 iω 为隐藏层到输出层的连接权重。 

4.5. 支持向量机预测模型 

用支持向量机来进行预测，与回归函数估计问题类似，不同的是支持向量机要找一个超平面

0x bω + = 使得支持向量到超平面的距离尽可能大，为解决线性不可分问题，需构造一个从低维空间到

高维空间的映射，从而使得样本点在高维空间中线性可分，同时引入核函数，可以将高维空间中的复杂

点积运算转化为低维空间的核函数计算。本文选择 RBF 核函数 

( ) ( )2, expK x y x yγ= − −                                    (12) 

最后所得的回归函数为： 

( ) ( ) ( )*

1
,

nsv

i i i j
i

f x K x y bα α
=

= − +∑                                 (13) 

式中 nsv 为支持向量的个数， ( )*
i iα α− 为对应支持向量的系数，可以通过引入 Lagrange 函数求解一个二

次规划问题求出，b 为阈值，可以通过其中两个支持向量求出。SVM 的输出是中心节点的线性组合，每

个中心节点对应一个支持向量。 

5. 模型评价标准 

本文选用绝对误差 Err，平均绝对百分误差 MAPE 和相对误差 Perr 作为预测精度的评测标准，其定

义分别为： 

( ) ( )pErr x n x n= −                                      (14) 

( ) ( )
( )1

1 PN
p

np

x n x n
MAPE

N x n=

−
= ∑

                                 (15) 

https://doi.org/10.12677/aam.2020.95093


俞雪华 等 
 

 
DOI: 10.12677/aam.2020.95093 787 应用数学进展 
 

( ) ( )( )

( )

2

1

2

1

p

p

N

p
n

N

n

x n x n
Perr

x n

=

=

−
=
∑

∑
                                   (16) 

式中， pN 表示训练数据集个数， ( )x n 表示真实值， ( )px n 表示预测值。 

6. 实证分析 

6.1. 实验环境及数据来源 

本文的实验数据如图 2 所示，其来源于 kaggle 的网络流量预测比赛，该数据表示维基百科某文章在

连续的 803 天内的页面点击量。本文的实验环境为 spss v21.0 以及 matlab 2013a，先使用 spss 对网络流量

进行预分析，找出并替换其中的异常值，然后采用 matlab 语言编写算法计算程序，并应用 matlab 构建了

6 个子预测模型，分别是 Volterra 滤波器模型、BP 神经网络模型、RBF 神经网络模型、小波神经网络模

型、支持向量机模型以及极限学习机，将其预测结果作为组合 ELM 的输入构建组合预测模型，并对该网

络流量时间序列进行预测对比实验。 

6.2. 数据预处理 

从图 2 中可以明显看出，有一些点已经远离数据主体，这些离群点可能会成为强影响点，使得模型

训练结果会偏向这些数据点，因此为了使得该预测更加准确可行，应该找出这些异常值并删除或替换。

根据正态分布的3σ 原则，当标准化残差 Z 大于 3 或小于−3 时，说明该值为异常值，本文用该异常值左

右最近的两个非异常值的平均值替代该异常值。 
 

 
Figure 2. Network traffic data (comparison of original data before processing and data after processing) 
图 2. 网络流量数据(处理前原始数据和处理后数据对比) 

6.3. 预测结果及分析 

本文首先将这些数据归一化处理为均值为 0，方差为 1 的时间序列，其具体操作为： 

( )
( ) ( )( )
( )( ) ( )( )

min
max min

x i x i
x i

x i x i
−

′ =
−

                                 (17) 

式中 ( )x i 表示原始值， ( )x n′ 表示归一化值。然后利用 C-C 法确定了最优的延迟时间τ 为 4，嵌入维数 m

https://doi.org/10.12677/aam.2020.95093


俞雪华 等 
 

 
DOI: 10.12677/aam.2020.95093 788 应用数学进展 
 

为 2，对网络流量进行相空间重构，建立起预测模型的训练样本和实验样本。 

6.3.1. 组合预测结果 
本文的预测方式分为单一预测，子预测以及组合预测 3 类。首先将数据集的前 750 个数据作为 6 个

子模型的训练集，后 53 个作为测试集，经各子模型训练得到各模型的单一预测结果，然后将数据集的前

560 个数据作为 6 个子模型的训练集，后 243 个作为测试集，经各子模型训练得到 6 个子预测结果，将

这 6 个子预测结果及其平均值作为组合 ELM 的输入，前 190 个用作训练集，最后 53 个用作测试集，真

实值作为组合 ELM 的输出，经组合 ELM 训练得到组合预测结果，然后对比分析组合预测以及 6 个子模

型单一预测。同时由于各预测模型网络训练时的随机性，使得每次训练结果有所差异，为使得预测结果

更有说服力，因此本文将各模型训练 10 次，10 次预测结果的平均值作为各模型的最终预测结果。其中

图 3 表示各单一预测和组合预测的结果对比，图 4 表示组合预测的结果及误差。 
 

 
Figure 3. Comparison between single forecast and combined forecast 
图 3. 单一预测与组合预测对比 

 

 
Figure 4. Combined prediction results and errors 
图 4. 组合预测结果及误差 
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6.3.2. 结果分析 
通过对上述仿真结果的分析，可以得出以下结论： 
1) 从图 3 可以看出，6 种子模型都具有较高的预测精度，均有预测值与真实值相等的情况存在，能

够很好地反映网络流量变化的趋势和规律，而且预测误差也在比较小的误差范围内，从表 1 可以看出，6
种子模型的均方百分误差分别为 8.31%，9.46%，8.37%，8.42%，7.86%，7.88%都满足小于 10%的预测

精度，说明了子模型对网络流量时间序列信息的捕捉比较全面，具有很好的非线性拟合能力，同时进一

步说明了这些子模型的有效性与优越性，这也为组合预测打好了良好的基础。 
2) 从图 4 可以看出，组合预测结果已经基本与真实值走势吻合，其预测均方百分误差为 5.51%，小

于各子模型的误差，说明了本文的组合策略能够较好的综合各子模型所捕捉的序列信息，使得各子模型

优势互补，因而得到一个更为精确的预测结果，也说明了本文的组合策略的有效性与可行性，可以为网

络流量的预测提供一个较好的参考。 
 
Table 1. Error comparison of prediction results 
表 1. 预测结果误差对比 

 Volterra BP RBF WNN SVM ELM 组合 ELM 

MAPE 8.31% 9.46% 8.37% 8.42% 7.86% 7.88% 5.51% 

Perr 0.0076 0.0101 0.0099 0.0081 0.0080 0.0075 0.0066 
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