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Abstract 
As an important technology in the field of machine learning, deep learning has been mature in 
image recognition, machine translation, natural language processing and other fields, and it has 
been achieved many good results. In this paper, the development of deep learning model optimiz-
ers is analyzed, and the commonly methods such as gradient descent, gradient descent of mo-
mentum, Adagrad, RMSProp, Adadelta, Adam, Nadam and ANGD are introduced. The attenuation 
mode of learning rate is summarized as piecewise constant attenuation, polynomial attenuation, 
exponential attenuation, natural exponential attenuation, cosine attenuation, linear cosine atten-
uation and noise linear cosine attenuation. The existing problems and future development trend 
of deep learning are described, which provide relatively complete learning materials and litera-
ture support for the researchers who are engaged in deep learning.  
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摘  要 

深度学习作为现今机器学习领域中的重要的技术手段，在图像识别、机器翻译、自然语言处理等领域都

已经很成熟，并获得了很好的成果。文中针对深度学习模型优化器的发展进行了梳理，介绍了常用的梯

度下降、动量的梯度下降、Adagrad、RMSProp、Adadelta、Adam、Nadam、ANGD等优化方法，也

对学习率的衰减方式有分段常数衰减、多项式衰减、指数衰减、自然指数衰减、余弦衰减、线性余弦衰

减、噪声线性余弦衰减等方法进行了总结，对深度学习现阶段存在的问题以及对未来的发展趋势进行了

阐述，为入门深度学习的研究者提供了较为完整的最优化学习材料以及文献支持。 
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1. 引言 

几十年来，人工智能一直是公众的热点话题。从 20 世纪 50 年代开始，人们一直希望，基于逻辑、

知识表示、推理和计划的经典人工智能技术将产生革命性的软件，它可以理解语言，控制机器人，并提

供专家建议。随着大数据时代的到来，深度学习技术已经成为研究中的热点，深度学习的发展为人工智

能的实现提供了很大的帮助，不论是推荐系统、图像识别、机器翻译等，都已获得很大的成功。但是这

些系统的实现，都是基于深度神经网络模型的建立及训练，它同时也伴随着最小化损失函数的目标，故

而如何寻找到最小值或极小值成为优化模型的一个重点。 
当研究者试图提高深度学习系统的性能时，大致可以从三个方面入手解决。第一是提高模型的结构，

比如增加神经网络的层数，或者将简单的神经元单位换成复杂的 LSTM 神经元[1]，比如在自然语言处理

领域内，利用 LSTM 模型挖掘语法分析的优势[2]。第二个方法是改进模型的初始化方式，保证早期梯度

具有某些有益的性质[3]，或者具备大量的稀疏性[4]，或者利用线性代数原理的优势[5]。最后的方法就是

选择更强大的学习算法，比如对度梯度更新的方式[6]，也可以是采用除以先前梯度 L2 范数来更新所有

参数[7]，甚至还可以选用计算代价较大的二阶算法[8]。 
在梯度下降中，原始算法是使用给定的学习率，全局进行更新参数。在最优化的初期，学习率可以

大一点，让参数以较大的步伐进行更新，在后期则需要减小学习率，以免较大步长越过最优值，而来回

动荡。故而研究者对学习率有了新的更新方式，甚至是自适应学习率。 

本文就将针对模型优化器的方法梯度下降、动量的梯度下降、Adagrad、RMSProp、Adadelta、Adam、

Nadam 等方法以及学习率的衰减方式分段常数衰减、多项式衰减、指数衰减、自然指数衰减、余弦衰减、

线性余弦衰减、噪声线性余弦衰减等研究进行了系统的梳理，并对深度学习发展存在的问题进行了分析，

以及对未来的发展进行了展望，有助于刚入门深度学习的研究者系统地学习，对进一步优化方法的研究

及应用也奠定了一定的基础。 
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2. 梯度下降法 

样本数据为 ( ),i ix y ， 1,2, ,i m=  ，共有 m 个样本。其中样本的输入部分 ( )1 2, , ,i i inx x x 为数据的 n
个特征。步长(learning rate)是在迭代过程中，决定了沿梯度负方向前进的长度。 

在监督学习中，为了拟合输入样本，使用假设函数(hypothesis function)，记为 ( )h xθ ， 

( ) 0 1 1i i n inh x x xθ θ θ θ= + ∗ + + ∗ ，为方便写，加入 0 1ix = ，则 ( )
0

n

i j ij
j

h x xθ θ
=

= ∑ 。 
机器学习中，为了评估模型拟合的好坏，一般用损失函数(loss function)来度量拟合的好坏，损失函

数极小化，也就是拟合的最好，对应的模型参数也将是最优参数。通常将样本输出与假设函数差的平方

作为损失函数，即 ( ) ( )( )2

0

1
2

m

i i
i

J y h x
m θθ

=

= −∑ 。 

下面将对梯度下降以及各种衍生算法分别进行阐述。 

2.1. 梯度下降(GD)算法 

在机器学习中，最小化损失函数时，常采用梯度下降法一步步迭代去趋近全局最优值。当然，如果

损失函数是非凸函数，梯度下降法最后可能得到的是局部最优解，但如果损失函数是凸函数，梯度下降

法得到的解就一定是全局最优解。 
梯度下降[9]是一种简单的、众所周知的且非常健壮的优化算法，它通过计算参数的梯度，并通过与

学习率作乘，减去了该梯度的一部分进行参数更新。 
 

GD 算法过程： 

要求：学习率 ε  

要求：参数初始化，需要初始化 ( )0 1, , , .nθ θ θ θ  

如果满足条件停止，不满足继续下一步。 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算当前梯度： ( )( )
1 1

1 , .
t tt i i

i

g J h x y
m θ θ− −

← ∇ ∑  

第三步，更新参数： 1 .t t tgθ θ ε−← −  

结束 

 
可以看到，当学习率 ε 取值比较小时，参数更新的会比较慢，则导致收敛到极值的速度较慢；若把

学习率设置的较大时，易导致在搜索过程中来回震荡，故而如何设置学习率的大小、如何加快收敛的速

度以及如何减小搜索过程中的震荡才是深度学习真正要解决的问题之一。 

2.2. 梯度下降法的延伸 

梯度下降方法作为很稳健的优化方法，一直被广为使用，研究者为此做出了一些延伸方法，主要有

批量梯度下降法、随机梯度下降法、小批量梯度下降法等。 
批量梯度下降法[10] (Batch Gradient Descent)，它是在梯度下降的算法基础上，在梯度更新的时候采

用全部样本进行更新参数θ ，更新规则即为式(1)。 

( ) ( )( )
0

m

i i i j j ji
ji

J
y h x xθ

θ
θ θ α θ α

θ =

∂
= − ∗ = − ∗ −

∂ ∑                          (1) 
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随机梯度下降法[11] (Stochastic Gradient Descent)，它与批量梯度下降法的不同是在于梯度更新参数

的时候仅随机选取一个样本进行更新，并非全部样本, 更新规则即为式(2)。 
( ) ( )( )i i i j j ji

i

J
y h x xθ

θ
θ θ α θ α

θ
∂

= − ∗ = − ∗ −
∂

                           (2) 

从式(1)和式(2)可以看出，这两个方法相当于两个极端，一个是采用了全部的样本数据来进行更新参

数，而随机梯度下降仅选取一个样本数据来进行更新参数，优缺点也显而易见，批量梯度下降的训练速

度要慢，随机梯度下降的训练速度明显要快，特别是在大样本数据量下，批量梯度下降的时间成本会很

高，不可取。但是从准确度来讲，随机梯度下降仅选取一个样本数据就决定梯度方向，会导致迭代的方

向变化很大，不能很快收敛到局部最优解处，也可能导致解不是最优的。 
基于上述两种方法，就诞生了小批量梯度下降。 
小批量梯度下降法(Mini-batch Gradient Descent)，是批量梯度下降法和随机梯度下降法的折衷，也就

是对于 m 个样本，采用 x 个样本来迭代，1 < x < m，更新规则即为式(3)。 

( )( )
1t x

i i j j ji
j t

y h x xθθ θ α
+ −

=

= − ∗ −∑                                  (3) 

小批量梯度下降兼顾了二者的优缺点，相比批量梯度下降，加快了收敛速度，相比随机梯度下降，

也提高了准确度，是迄今为止大家都在用的方法，一般在现在深度学习的不同框架下，提及梯度下降方

法，都是默认在指小批量梯度下降方法。 
随机梯度下降已被证明了它是一种高效和有效的优化方法，在许多机器学习的成功案例中是核心算

法，例如最近的深度学习发展进程，2012 年 Krizhevsky [12]、2006 年 Hinton 等[13]、2012 年的 Hinton [14]
等人、2013 年的 Deng [15]等人、2014 年 Graves [16]等人均在文章中验证了随机梯度下降的有效性。 

2.3. 加入动量的随机梯度下降 

1964 年 Poljak 提出了经典的动量方法[6]，增加了动量矢量 v，它积累了历史梯度方向，来代替了真

正的梯度。速度是以动量参数α 的衰减力度进行更新，若动量参数α 越大，则之前的梯度对现在方向的

影响也越大。直观的讲，若当前时刻的梯度与历史时刻梯度方向相似，这种趋势会在当前时刻加强，若

方向相反，则当前的梯度方向趋势会减弱。 
加入动量，会使得在下降初期加速下降，而在越过函数谷面时，学习率会使得两次更新方向基本相

反，故而会在原地震荡，此时动量参数会使得更新幅度减小，有助于越过函数谷面。在下降的中后期，

函数面的局部极小值所在的吸引盆数量较多，一旦进入吸引盆，则梯度为 0，导致前后两次更新方向一

致，此时动量参数会使得更新幅度增大，协助跃出吸引盆。  
 

Moment 算法过程： 

要求：学习率 ε ，动量参数α  

要求：初始参数θ ，初始速度 v 

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算梯度估计： ( )( )
1 1

1 ,
t tt i i

i

g J h x y
m θ θ− −

← ∇ ∑  

第三步，更新速度： 1t t tv v gα ε−← −  

第四步，参数更新： 1t t tvθ θ −← +  

结束 
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在 1983 年，Nesterov 提出了基于动量变种的加速梯度算法[17]，此方法与动量算法的唯一区别就是，

计算梯度的不同，Nesterov 先用当前的速度 v 更新一遍参数，在用更新的临时参数计算梯度，相当于添

加了矫正因子的动量算法。文章[17]指出，在随机梯度下，Nesterov 将误差收敛从 O (1/k)改进到 O (1/k^2)，
然而在随机梯度下降法下，Nesterov 并没有任何改进。作者在文章中提供了经验证据，证明该算法优于

梯度下降法、经典动量法和无 Hessian-free [8]算法。 
 

Nesterov 加速梯度的算法过程： 
要求：学习率 ε ，动量参数α  

要求：初始参数θ ，初始速度 v 

如果满足条件停止，不满足继续下一步 
第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，临时更新参数： 1 1t t tvθ θ α− −← +  

第三步，计算在临时点的梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ

← ∇ ∑ 

 

第四步，更新速度： 1t t tv v gα ε−← −  

第五步，参数更新： 1t t tvθ θ −← +  

结束 

2.4. AdaGrad 

在基本的梯度下降法优化中，有一个常见的问题是，要优化的变量对于目标函数的依赖是各不相同

的。对于某些变量，已经优化到了极小值附近，但是有的变量仍然在梯度很大的地方，这时候一个统一

的全局学习率是可能出现问题的。如果学习率太小，则梯度很大的变量会收敛很慢，如果梯度太大，已

经优化差不多的变量就可能会不稳定。 
针对这个问题，当时在伯克利加州大学读博士的 Jhon Duchi，2011 年提出了 AdaGrad [7] (Adaptive 

Gradient)，也就是自适应学习率。AdaGrad 的基本思想是对每个变量用不同的学习率，设置了全局学习

率之后，每次通过，全局学习率逐参数的除以历史梯度平方和的平方根，使得每个参数的学习率不同。

这个学习率在一开始会比较大，用于快速梯度下降。随着优化过程的进行，对于已经下降很多的变量，

则减缓学习率，对于还没怎么下降的变量，则保持一个较大的学习率。 
 

AdaGrad 算法： 
要求：全局学习率 ε  
要求：初始参数θ  

要求：小常数 δ ，通常设为 710−  (用于被小数除时的数值稳定) 

初始化累积变量 0γ =  

如果满足条件停止，不满足继续下一步 
第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算当前梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ← ∇ ∑  

第三步，计算累积平方梯度： 1t t t tg gγ γ −← +   

第四步，计算参数更新： t t

t

gεθ
δ γ

∆ = −
+

  

第五步，应用参数更新： 1t t tθ θ θ−← + ∆  

结束 
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2.5. RMSProp 

AdaGrad 的一个值得注意的问题是， γ 最终会变得非常大，以至于训练速度会慢下来，阻止模型达

到局部最小值，RMSProp [18]是 AdaGrad 的另一种替代方法，它通过改变梯度累积为指数衰减的移动平

均算法，用以丢弃遥远的过去历史，这使得模型能够继续学习。深度神经网络都是在非凸条件下的，

RMSProp 在非凸条件下结果更好，并在经验上，RMSProp 已被证明是有效且实用的深度学习网络优化算

法。 
 

RMSProp 算法过程: 

要求：全局学习率 ε ，衰减速率 ρ  

要求：初始参数θ  

要求：小常数 δ ，通常设为 610−  (用于被小数除时的数值稳定) 

初始化累积变量 0γ =  

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算当前梯度： ( )( )
1 1

1 ,
t tt i i

i

g J h x y
m θ θ− −

← ∇ ∑  

第三步，计算累积平方梯度： ( )1 1t t t tg gγ ργ ρ−← + −   

第四步，计算参数更新： t t

t

gεθ
γ δ

∆ = −
+

  

第五步，应用参数更新： 1t t tθ θ θ−← + ∆  

结束 

 
Nesterv 算法可加速梯度，故而将 Nesterv 加入到 RMSProp [19]，这样既改变了学习率，Nesterov 引

入动量又改变了梯度，从两方面对参数进行了更新。 
 

加入 Nesterv 的 RMSProp 算法过程: 

要求：全局学习率 ε ，衰减速率 ρ ，动量系数α  

要求：初始参数θ ，初始参数 v 

要求：初始化累积变量 0γ =  

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算临时点更新： 1 1t t tvθ θ α− −← +  

第三步，计算在临时点的梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ

← ∇ ∑ 

 

第四步，计算累积平方梯度： ( )1 1t t t tg gγ ργ ρ−← + −   

第五步，计算速度更新： 1t t t

t

v v gεα
γ−← −   

第六步，计算应用更新： 1t t tvθ θ −← +  

结束 
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2.6. ADADELTA 

2012 年，Zeiler 提出 AdaDelta [20]算法。它自适应动态学习率，仅使用了一阶信息，并且计算开销

也是最小的。该方法不需要对学习速率进行人工调优，而且对于噪声梯度信息、不同的模型体系结构选

择、各种数据模式和超参数的选择，都显得很稳健。在分布式集群环境中，使用单机器和大型声音数据

集，与其他方法相比，在 MNIST 数字分类任务上表现了很好的结果。 
 

AdaDelta 算法： 

要求：衰减速率 ρ ，小常数 δ  

要求：初始参数θ  

要求： 初始化累积变量 2

0
0E g =   ， 2

0
0E θ∆ =    

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ← ∇ ∑  

第三步，计算累积平方梯度： ( )2 2 2

1
1 tt t

E g E g gρ ρ
−

= + −        

第四步，计算参数更新：
[ ]
[ ]

1t
t t

t

RMS
g

RMS g
θ

θ −
∆

∆ = −  

第五步，计算累积更新： ( )2 2 2

1
1 tt t

E Eθ ρ θ ρ θ
−

∆ = ∆ + − ∆        

第六步，计算应用更新： 1t t tθ θ θ−← + ∆  

结束 

2.7. ADAM (Adaptive Moment Estimation) 

2014 年，ADAM [21]算法被 Kingma 等人提出，它是 moment 与 RMSProp 的结合，Adam 不仅如

RMSProp 算法那样基于一阶矩均值计算适应性参数学习率，它同时还充分利用了梯度的二阶矩均值(即有

偏方差)，适合解决含大规模的数据和参数的优化目标，也适合解决包含高噪声或稀疏梯度的问题。具体

来说，算法计算了梯度的指数移动均值，超参数 1ρ 和 2ρ 控制了这些移动均值的衰减率。 1ρ 和 2ρ 的默认

参数值接近于 1，因此矩估计的偏差接近于 0。该偏差通过首先计算带偏差的估计而后计算偏差修正后的

估计而得到提升。 
 

Adam 算法： 
要求：全局学习率 ε ，衰减速率 ρ ，动量系数α  

要求：矩估计的指数衰减速率， 1ρ 和 2ρ ，取值区间均为 [ )0,1 内。默认参数：分别为 0.9 和 0.999。 

要求：用于数值稳定的小常数 δ  (默认： 610− ) 

要求：初始参数θ ，初始化一阶和二阶矩变量 0s = ， 0γ =  

初始化时间步 0t =  

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ← ∇ ∑ ， 1t t← +  

第三步，更新有偏一阶矩估计： ( )1 1 11t t ts s gρ ρ−← + −  
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Continued 

第四步，更新有偏二阶矩估计： ( )2 1 21t t t tg gγ ρ γ ρ−← + −   

第五步，修正一阶矩的偏差：
11

t
t t

ss
ρ

←
−

  

第六步，修正二阶矩的偏差：
21

t
t t

γ
γ

ρ
←

−
  

第七步，计算更新： t
t

t

s
r

θ ε
δ

∆ = −
+





 

第八步，应用更新： 1t t tθ θ θ−← + ∆  

结束 

 
在 Adam 中，单个权重的更新规则是将其梯度与当前和过去梯度的 L2 范数成反比例进行缩放调整，

Kingma等人[21]继而想到了将更新规则泛化到Lp范数的更新规则，将P趋于无穷便得到了Adamax算法。 
 

Adamax 算法 

要求：全局学习率 ε ，衰减速率 ρ ，动量系数α  

要求：矩估计的指数衰减速率， 1ρ 和 2ρ ，取值区间均为 [ )0,1 内。默认参数：分别为 0.9 和 0.999。 

要求：用于数值稳定的小常数 δ  (默认： 610− ) 

要求：初始参数θ ，初始化一阶和二阶矩变量 0s = ， 0γ =  

初始化时间步 0t =  

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ← ∇ ∑ ， 1t t← +  

第三步，更新有偏一阶矩估计： ( )1 1 11t t ts s gρ ρ−← + −  

第四步，更新有偏二阶矩估计： ( )2 1max ,t t tgγ ρ γ −←  

第五步，修正一阶矩的偏差：
11

t
t t

ss
ρ

←
−

  

第六步，计算更新： t
t

t

s
θ ε

γ
∆ = −



 

第七步，计算应用更新： 1t t tθ θ θ−← + ∆  

结束 

2.8. Nadam 

Nadam (Nesterov-accelerated Adaptive Moment Estimation) [22]是将 Adam 与 Nesterov 加速梯度结合在

一起，它对学习率的约束将更强，具备二者的优势，使得此算法在某些问题上的效果更好。  
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Nadam 算法： 

要求：全局学习率 ε ，衰减速率 ρ ，动量系数α  

要求：矩估计的指数衰减速率， 1ρ 和 2ρ ，取值区间均为 [ )0,1 内。默认参数：分别为 0.9 和 0.999。 

要求：用于数值稳定的小常数 δ  (默认： 610− ) 

要求：初始参数θ ，初始化一阶和二阶矩变量 0s = ， 0γ =  

初始化时间步 0t =  

如果满足条件停止，不满足继续下一步 

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 

第二步，计算梯度： ( )( )1 ,
t tt i i

i

g J h x y
m θ θ← ∇ ∑ ， 1t t← +  

第三步，对梯度更新：

1

1

t
t t

i
i

gg
ρ

=

←
−∏

  

第四步，更新有偏一阶矩估计： ( )1 1 11t t ts s gρ ρ−← + −  

第五步，对一阶矩修正：
1

1

1

t
t t

i
i

ss
ρ

+

=

←
−∏

  

第六步，更新有偏二阶矩估计： ( )2 1 21t t t tg gγ ρ γ ρ−← + −   

第七步，修正二阶矩的偏差：
21

t
t t

γ
γ

ρ
←

−
  

第八步，继续修正一阶矩： ( ) 1
1 11 t t

t t ts g sρ ρ +← − +  ， 250
1 1 1 0.5*0.96

t
tρ ρ  = − 

 
 

第九步，计算更新： t
t

t

s
θ ε

γ δ
∆ = −

+
 

第十步，应用更新： 1t t tθ θ θ−← + ∆  

结束 

2.9. ANGD 

为了加速学习机器的学习动力，减少损失，2018 年 GH Wei 等人[23]提出了一种考虑神经结构的几

何结构的自然梯度法，并将费雪信息矩阵项加入到修正方程中。在自然梯度法中，其算法规则如下所示： 
 

ANGD 算法： 

要求：全局学习率 ε ， 

要求：用于数值稳定的小常数 δ  (默认： 610− ) 

要求：初始参数θ ，初始化 1G I= ， 

初始化时间步 1t =  

第一步，从训练集中选取全部样本 { }1 2, , , mx x x ，对应目标为 { }1 2, , , my y y 。 
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Continued 

第二步，计算当前梯度： ( )( )1 1 ,
t tt t i i

i

g G J h x y
m θ θ

−∆ ← − ∇ ∑ ， ( ) T

h hG θ
θ θ
∂ ∂

=
∂ ∂

 

如果满足条件停止，不满足继续下一步 

第三步，应用更新： 1t t tgθ θ ε−← + ∆  

第四步，对费雪信息矩阵更新：
( )

( )

1 1
1 1 1 11 1 1

1 1
1 1 1 1 1 1 1

1
1 1 1

t t t tt
t t

t t t t t t t

G h h G
G G

h G h
δ

δ δ δ δ

− −
− − − −− − −

− −
− − − − − − −

′′∇ ∇
= −

′ ′− − − + ∇ ∇

 

 



 

第五步：步数迭代： 1t t← +  

结束 

3. 学习率衰减 

在梯度下降法中，都是给定的统一的学习率，整个优化过程中都以确定的步长进行更新， 在迭代优

化的前期中， ε 较大，则前进的步长就会较长，这时便能以较快的速度进行梯度下降，而在迭代优化的

后期，逐步减小 ε 的值，减小步长，这样将有助于算法的收敛，更容易接近最优解。故而如何对学习率

的更新成为了研究者的关注点。 
在模型优化中，常用到的几种学习率衰减方法有：分段常数衰减、多项式衰减、指数衰减、自然指

数衰减、余弦衰减、线性余弦衰减、噪声线性余弦衰减。 
学习率衰减所用到的参数，如表 1 所示。 

3.1. 分段常数衰减 

这是需要事先定义好的训练次数区间，在对应区间置不同的学习率的常数值，一般情况刚开始的学

习率要大一些，之后要越来越小，要根据样本量的大小设置区间的间隔大小，样本量越大，区间间隔要

小一点。在真正的网络训练中，需要操作人员根据具体任务对学习率具体设置。图 1 即为分段常数衰减

的学习率变化图，横坐标代表训练次数，纵坐标代表学习率。 
 
Table 1. Parameter description 
表 1. 参数说明 

参数名称 参数说明 

learning_rate 初始学习率 

global_step 用于衰减计算的全局步数，非负，用于逐步计算衰减指数 

decay_steps 衰减步数，必须是正值，决定衰减周期 

decay_rate 衰减率 

end_learning_rate 最低的最终学习率 

cycle 学习率下降后是否重新上升 

alpha 最小学习率 

num_periods 衰减余弦部分的周期数 

initial_variance 噪声的初始方差 

variance_decay 衰减噪声的方差 
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Figure 1. Piecewise constant decay 
图 1. 分段常数衰减 

3.2. 指数衰减 

将指数衰减的方式，进行学习率的更新，学习率的大小是和训练次数指数相关的，其更新规则如式

(4)，这种衰减方式简单直接，收敛速度快，是最常用的学习率衰减方式，如图 2 示，绿色的为学习率随

训练次数的指数衰减方式，红色的即为分段常数衰减，它在一定的训练区间内保持学习率不变。 
global_step
decay_stepsdecayed_learning_rate learning_rate decay_rate= ∗                  (4) 

3.3. 自然指数衰减 

它与指数衰减方式相似，不同的在于它的衰减底数是 e，故而其收敛的速度更快，一般用于相对比较

容易训练的网络，便于较快的收敛，其更新规则为式(5)。 
decay_rate global_stepdecayed_learning_rate learning_rate exp− ∗= ∗                  (5) 

如图 3 所示，为分段常数衰减、指数衰减、自然指数衰减三种方式的对比图，红色的即为分段常数

衰减图，阶梯型曲线。蓝色线为指数衰减图，绿色即为自然指数衰减图，很明可以看到自然指数衰减方

式下的学习率衰减程度要大于一般指数衰减方式，有助于更快的收敛。  

3.4. 多项式衰减 

应用多项式衰减的方式进行更新学习率，这里会给定初始学习率和最低学习率取值，然后将会按照

给定的衰减方式将学习率从初始值衰减到最低值,其更新规则即为式(6)和式(7)。 
这里需要注意的是，有两个机制，降到最低学习率后，到训练结束可以一直使用最低学习率进行更

新，另一个是再次将学习率调高，使用 decay_steps 的倍数，取第一个大于 global_steps 的结果，也就是

式(8).它是用来防止神经网络在训练的后期由于学习率过小而导致的网络一直在某个局部最小值附近震

荡，这样可以通过在后期增大学习率跳出局部极小值。 

( )global_step min global_step,decay_steps=                       (6) 

( )
power

decayed_learning_rate

global_steplearning_rate end_learning_rate 1
decay_steps

end_learning_rate

 
= − ∗ − 

 
+

               (7) 
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Figure 2. Exponential decay 
图 2. 指数衰减 

 

 
Figure 3. Natural exponential decay contrast diagram 
图 3. 自然指数衰减对比图 

 

global_stepdecay_steps decay_steps ceil
decay_steps

 
= ∗  

 
                    (8) 

如图 4 所示，是多项式衰减图，红色线代表学习率降低至最低后，一直保持学习率不变进行更新，

绿色线代表学习率衰减到最低后，又会再次循环往复的升高降低。  

3.5. 余弦衰减 

就是采用余弦的相关方式进行学习率的衰减[24]，衰减图和余弦函数相似。其更新机制即为式(9)-(12)。 

( )global_step min global_step,decay_steps=                       (9) 

global_stepcosine_decay 0.5 1 cos pi
decay_steps

  
= ∗ + ∗  

  
                   (10) 

( )decayed 1 alpha cosine_decay alpha= − ∗ +                      (11) 

decayed_learning_rate learning_rate decayed= ∗                    (12) 
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Figure 4. Polynomial decay 
图 4. 多项式衰减 

 
在此基础上，提出了两个余弦方式衰减的改进方法，分别是线性余弦衰减方式、噪声线性余弦衰减

方式。 
线性余弦衰减方式，也是基于余弦方式的衰减策略，主要应用于增强学习领域，其更新规则为式

(13)-(17). 

( )global_step min global_step,decay_steps=                       (13) 

decay_steps global_steplinear_decay
decay_steps

−
=                        (14) 

global_stepcosine_decay 0.5 1 cos pi 2 num_periods
decay_steps

  
= ∗ + ∗ ∗ ∗  

  
            (15) 

( )decayed alpha linear_decay cosine_decay beta= + ∗ +                   (16) 

decayed_learning_rate learning_rate decayed= ∗                    (17) 

噪声线性余弦衰减方式,是在线性余弦衰减的基础上，加入了噪声。某种程度上增加了学习率寻找最

优值的随机性和可能性，其更新方式如式(18)-(22). 

( )global_step min global_step,decay_steps=                      (18) 

decay_steps global_steplinear_decay
decay_steps

−
=                       (19) 

global_stepcosine_decay 0.5 1 cos pi 2 num_periods
decay_steps

  
= ∗ + ∗ ∗ ∗  

  
            (20) 

( )decayed alpha linear_decay eps_t cosine_decay beta= + + ∗ +               (21) 

decayed_learning_rate learning_rate decayed= ∗                     (22) 

如图 5 所示，红色即为标准的余弦衰减曲线，学习率从初始值下降到最低学习率后保持不变。蓝色

的线是线性余弦衰减方式曲线，它是学习率从初始学习率以线性的方式下降到最低学习率值。而绿色便

是加上噪声的线性余弦衰减方式，是在蓝色曲线的基础上增加了随机噪声。 
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Figure 5. Cosine decay 
图 5. 余弦式衰减 

4. 展望 

深度学习越来越重要，不论是超参数的选择，还是优化器的选择，都将是发展深度学习模型的重点，

针对现状，提出了对未来优化器的一点思考。 
1) 深度学习一般都是基于大量数据下的训练，而且模型一般都是监督学习，在训练前期，需要大量

的人力去标注样本，如何节省前期的训练成本也是现在需要考虑的问题。 
2) 基于优化器方法的梳理，如何加快收敛速度、减少搜索中的震荡仍是下一步研究中需要考虑的问

题。牛顿法是经典的方法，但是由于二阶导数(Hessian 矩阵)在大数据量的样本下，计算开销很大，可以

尝试协方差的方向来考虑这个问题，是一个新的研究点。 
随着深度学习的发展，未来将会有更多的人参与进来，所存在的问题也将能够被更好地解决，而深

度学习技术也将会越来越成熟，同时也会为我们的生活带来更多的便利。 
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