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摘  要 

道路裂缝会对行车安全构成威胁甚至引发交通事故，现有的检测方法在精度和准确率上仍然有改进的空

间。因此提出了一种基于改进的ViT-YOLOv5 (Transformer-You Only Look Once Version 5)的高速公

路表面裂缝检测研究。首先引入了双向特征金字塔网络(BiFPN)特征融合结构，并引入了自注意力机制

和改进的Squeeze-and-Excitation (SE)注意力机制，动态地调整每个通道的特征权重，对输入特征图的

不同通道给予不同的重视程度。其次借鉴了BiFPN的双向跨尺度连接和加权特征融合结构，改进了

YOLOv5的头部网络，更有效地实现了多尺度特征融合。最后采用Transformer的核心思想，设计了

Transformer层模块，引入了自注意力机制，增强了模型关注信息的不同方面的能力。实验结果表明，

改进后的目标检测算法在高速公路表面裂缝检测中的平均精度mAP@0.5，与传统YOLOv5算法相比提升

了28个百分点。改进后的算法能够快速、准确地提高高速公路表面裂缝检测精度。 
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Abstract 
Serious freeway pavement crack can pose a threat to driving safety and even cause traffic ac-
cidents. Existing detection methods still have room for improvement in precision and accura-
cy. Therefore a method on freeway surface crack detection based on the improved ViT-YOLOv5 
(Transformer-You Only Look Once Version 5) is proposed. Firstly, the feature fusion structure of 
bidirectional feature pyramid network (BiFPN) feature is introduced, and the self-attention me-
chanism and the improved Squeeze-and-Excitation (SE) attention mechanism are introduced to 
dynamically adjust the feature weight of each channel and give different attention to different 
channels of the input feature map. Secondly, by drawing on the bidirectional cross-scale connec-
tion and weighted feature fusion structure of BiFPN, the head network of YOLOv5 is improved to 
realize multi-scale feature fusion more effectively. Finally, the Transformer layer module is de-
signed, based on the core idea of Transformer, and the self-attention mechanism is introduced, 
which enhances the ability of the model to pay attention to different aspects of information. The 
results show that the average accuracy of the improved object detection algorithm in freeway 
surface crack detection is mAP@0.5, which is 28 percentage more than the traditional YOLOv5 al-
gorithm. The improved algorithm can quickly and accurately improve the accuracy of highway 
surface crack detection. 
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1. 引言 

高速公路作为全球交通网络的重要组成部分，对于现代社会和经济的正常运行具有重要作用[1]。然

而，路面裂缝对驾驶者的舒适度和行车安全构成严重威胁[2]。传统的人工检测方法无法满足大规模、高

效率的公路裂缝检测需求[3]。因此，有效、准确地检测高速公路表面裂缝，对于维护道路状况和预防交

通事故具有重要意义[4]。 
许多研究人员对此进行了努力，Lekshmipathy 等人[5]和 Zhang 等人[6]利用加速度传感器、陀螺仪和

磁传感器收集的路面状态数据，设计人工神经网络，实现了对桥头堡裂缝、坑洼和车辆跳跃等路面条件

的高精度分类。但是，这个方法只能探测到轮子经过的地方，而不能探测到轮子外面的地方。 
形态学操纵被广泛应用于公路病害的诊断[7] [8]。Amhaz 等人[9]利用裂纹相邻像素之间的相干性，

实现了二维图像中的裂纹自动识别。Peng et al. [10]对图像中的局部裂纹斑块进行了处理。虽然形态学操

作能去除不相干的结构，使得计算机能更好的对图像进行识别和理解，但算法精度低、自适应差。 
近年来，基于深度卷积神经网络的建筑裂纹检测与分类方法得到了广泛的应用[11] [12]。Mao [13]等

提出了一种以 VGG-16 [14]网络模型为基础的道路裂缝分类网络。Opara [15]等基于 YOLOv3 对裂纹、凹

坑进行了检测。Arya 等[16]利用轻型移动网(MobileNet)络完成了公路裂缝探测任务[17]。Hedge et al. [18]
采用了 YOLOv5 对象探测模型和数据增强策略。Doshi 和 Yilmaz [19]采用基于 YOLOv4 [20]的模型。Pei
等[21]利用 CascadeR-CNN 模型[22]和各种数据增强方法，得到 F1 评分 0.629。 
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虽然上述方法优于传统模型，但是卷积神经网络感受野的大小受限于卷积层的层数，由于计算量的

限制，感受野的大小往往没有达到最佳值。受近年 Transformer 在 CV 领域的火热的启发，本文提出了一

种基于改进的 ViT-YOLO 检测算法。工作的贡献如下： 
1) 针对形状不规则和小目标的高速公路表面裂缝问题，提出了一种基于改进的 ViT-YOLO 结构的裂

缝目标检测算法。 
2) 采用双向特征金字塔网络(BiFPN)特征融合结构，并通过学习得到权重参数来融合不同层的特征

映射。 
3) 采用了 Transformer 的核心思想，设计了自注意力模块，增加有用特征的权重，抑制无效特征的

权重。同时还引入了改进的 Squeeze-and-Excitation (SE)注意力机制，使模型能够对输入特征图的不同通

道给予不同的重视程度。 

2. YOLOv5 网络及原理 

YOLOv5 骨干网将 Focus 架构与 CSP 架构相结合，实现了对输入样本量的有效提取。YOLOv5 采用

PANet 结构对特征层进行融合，并对特征层进行了三种尺度的预测。PANet 是一个以 FPN 为基础的自底

向上的增强型网络，它取代了原有的单向网络，实现了双向网络的融合。本文从精度、效率和规模三个

方面综合考量，提出一种基于 YOLOv5 的高速公路地表裂纹识别网络优化方案。图 1 所示为最初的

YOLOv5 中的网络架构。 
 

 
Figure 1. Original YOLOv5 network structure 
图 1. 原始 YOLOv5 网络结构 

https://doi.org/10.12677/mos.2023.126465


王鑫 等 
 

 

DOI: 10.12677/mos.2023.126465 5117 建模与仿真 
 

 
Figure 2. Network structure of the PANet header 
图 2. PANet 头部网络结构 

 
从图 2 可以看出，一个 PANet 包含了一个自上而下的融合路线和一个自下而上的融合路线。该算法

先用 2 次上采样来校正最近的特性图 X，然后再用 1 × 1 × 1 的卷积方法把该特性图 Y 加入到预分层特性

图 Y 中。 

3. 改进的网络结构 

3.1. BiFPN 头部特征融合网络 

与 FPN 和 PAN 等其他特征融合结构相比，双向特征金字塔网络结构(BiFPN)可以实现更高效的双向

跨尺度连接和加权特征融合。FPN 最开始应用于 YOLOv3，但此特征融合结构本质上受到单向信息流的

限制，该结构如图 3(a)所示，FPN 自上而下传输特征信息，并通过低级别特征融合高级别特征，以获得

用于预测的特征图，由于 FPN 对位置信息的丢失。Yolov4 和 Yolov5 采用 PAN 特征融合结构在 FPN 的

基础上增加了一个额外的自下而上的路径聚合网络。该结构如图 3(b)所示，它将浅层定位信息传输到深

层，在多个尺度上增强了定位能力。图 3(c)的 NAS 结构广泛运用于强化学习，旨在搜索出合适的网络结

构，虽然该模型效果好，但是搜索空间大耗时长。BiFPN 特征融合结构如图 3(d)所示。将双向(自下而上

和自上而下)路径视为特征网络层，并多次重复同一层以实现更高级别的特征融合。 
Google Brain 在 FPN 结构的基础上提出了名为 EfficientDet 的目标检测算法，和同时期的其他目标检

测算法如 YOLOv3、MaskRCNN、NAS-FPN 等相比，在准确率和检测速度和运算量上 EfficientDet 均是

一枝独秀，如图 4 可以看到详细的实验数据对比图。虽然随着 YOLO 算法的发展，EfficientDet 算法的性

能已经比不上 YOLOv4 和 YOLOv5，但是它提出的 BiFPN 特征融合结构却值得参考和借鉴。本文将

BiFPN 特征融合结构引入 YOLOv5 算法，改进后的 YOLOv5 的模型网络结构如图 5 所示。 
头部网络结构在改进为 BiFPN 结构的同时保持了骨干层的网络结构，例如，输入 640 × 640 像素的图片，

通过骨干层后，输出为 1024 个大小 4 × 4 的特征图。在第 6 层中，通过 ATCSP 层，采用三倍层叠，通过多

次卷积等操作，输出 512 个尺寸为 8 × 8 的特征图。在第 10 层中，使用 1 × 1 的卷积核运算，获得了 512 个

大小 4 × 4 的特征图样。在第 11 层，利用上采样操作，可以获得大小 8 × 8 的特征图。在第 12 层，将从第 6
层得到的 512 个特征图样与之相结合，可以获得 1024 个大小 8 × 8 的特征图。CSP 层的内部结构如图 6 所示。 
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Figure 3. Feature fusion network structure 
图 3. 特征融合网络结构 
 

 
Figure 4. EfficientDet performance compared with other algorithms 
图 4. EfficientDet 与其他算法的性能对比图 
 

 
Figure 5. Improved header network structure 
图 5. 改进后的头部网络结构 
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Figure 6. Internal structure of CSP layer 
图 6. CSP 层的内部结构 

 

14 至 17 层使用与 10 至 13 层相同的网状构造，在 14 层中 1024 个大小为 8 × 8 的特性图形产生 256
个大小 16 × 16 的特性图形，并将其应用于第 17 层。在第 18 层，使用 3 × 3 的卷积核心，进行连续的两

个卷积层运算，可获得大小为 8 × 8 的 256 个本征图样。在第 19 层，将 BiFPN 的特征融合模式的理念与

之相结合，实现了双向的跨尺度连接。 
对特征图尺寸同为 8 × 8 的第 19 层、第 14 层和第 6 层进行多尺度特征融合，得到 1024 个尺寸为 8 × 

8 的特征图。在第 20 层通过 CSP 层，采用三倍层叠，通过多次卷积等操作输出 512 个尺寸为 8 × 8 的特

征图。同理，在 21 层到 23 层采用与 18 层到 20 层一样的网络结构，其中，在 22 层采用双向跨尺度连接，

对特征图尺寸同为 4 × 4 的第 22 层、第 10 层和第 9 层进行多尺度特征融合，得到 2048 个尺寸为 4 × 4
的特征图。最终，在 23 层输出 1024 个尺寸为 4 × 4 的特征图，检测层也保持与原有的 Yolov5 一致的结

构。改进后的模型用于苹果叶部初次检测，由于该模型保留了原始 Yolov5 模型的骨干网络，方便了对成

熟的苹果叶部检测的 Yolov5 模型进行迁移学习。 

3.2. 自注意力机制 

Transformer 机制最早被用在了很多 NLP 任务上。近年来，有些学者改进 Transformer 机制，使得能

应用到计算机视觉任务中。该算法仅对目标像素的局部邻域进行自动关注，未对其整体进行处理。本文

将使用一种可扩充的逼近方法，来获得一种具有全局自注意力的稀疏转换方法。本研究借鉴 Transformer
的核心理念引入自注意力机制，构建传输器结构模型。图 7 显示了 Transformer 层的结构。 

图 7 中 Q，K，V 分别代表 query (请求)、key (键值)、value (值)，其中，V 表示训练好的模型中

数据 K 对应的值，Q 代表输入 K 中的需要预测的数据。后续通过计算比较输入的 Q 值与 K 的相似度，

然后将相似度进行概率化，将概率化后的值作为各自的权重，实现自注意功能。具体关系如下图 8 所

示。 
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Figure 7. Structure of the TRANSFORMER layer 
图 7. Transformer 层的结构 

 

 
Figure 8. Parametric diagram 
图 8. 参数关系图 

 

上图中，输入 Q 的值位于 K2、K3 之间，通过计算 Q 与 K1、K2、K3 相似度赋予不同的权重，实现

Q 的 V 值预测。 
图 9 显示了多头注意力模块的结构，多头自注意力模块是设计特征融合网络的基本组成部分。 
注意力机制计算公式(1)如下： 

( )
T

Attention , , softmax
kd

 
=   

 

QKQ K V V                              (1) 

式中；Q ， Κ ，V 表示多维情况下的输入矩阵，除以 kd 是为了缓解梯度消失。 
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Figure 9. Structure of multi-head attention module 
图 9. 多头注意力模块的结构 

 
将注意机制扩展到多个头部，使该机制能够考虑不同的注意分布，并使模型关注信息的不同方面。

多头注意机制见下公式(2)、(3)： 

( ) ( ) 0
1MultiHead , , Concat , , nH H=Q K V W                         (2) 

( )Attention , ,ii i iH = Q K VQW KW KW                             (3) 

式(2)中，乘以 0W 是为了降低维度，式(3)中 i
QW 、 i

KW 、 i
VW 是没有经过线性变换的Q ，Κ ，V 参数矩阵。 

高速公路表面损伤的种类和大小多种多样，同一种类的损伤大小也可能不固定。 
纵向裂缝和横向裂缝都呈现独特的特征。纵向裂缝通常颜色较深并从路面突出，而横向裂缝则通

常呈现浅色，损坏的地方会出现凹陷。而在有些情况下，这些裂缝可能呈现灰色，并在内部具有网状

的纹路。 
鳄鱼裂缝的特征是连续的裂缝成簇出现并集中在某个局部区域。这类裂缝通常形状复杂，呈现出网

格形状，呈浅灰色，影响区域较大。 
而对于坑洞，这类损伤通常会在整个车道上产生明显的影响。坑洞的表面覆盖着明显的颜色变化，

深度较大的坑洞是黑色的，较浅的坑洞呈现黄色。 

3.3. SE 注意力机制 

在本研究中，引入了一种改进的 Squeeze-and-Excitation (SE)注意力机制，并将其集成到 YOLOv5 模

型中，以提高道路裂缝检测系统的性能。SE 注意力机制的基本原理是通过动态调整每个通道的特征权

重，以显式建模模型的注意力，使模型能够对输入特征图的不同通道给予不同的重视程度。 
然而，针对复杂的道路裂缝特征，传统的 SE 注意力机制可能存在捕捉信息不充分的问题。为了解决

这个问题，本文对 SE 注意力机制进行了以下改进。 
在 YOLOv5 的网络结构中，选择了一些关键的位置，在这些卷积层之后插入了改进的 SE 模块。这

些位置主要是一些降采样层之后的位置，因为这些位置的特征图包含了更丰富、更高层次的信息。本文

的改进策略主要是通过 SE 模块动态地调整这些高级特征的权重，以优化模型的表现。在这种情况下，特

征权重调整可以被表示为： 
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( )( )( )( )( )_ Sigmoid FC ReLU FC avgpool Fw i =∑                       (4) 

式中；F 代表原始输入的特征图，avgpool 代表全局平均池化，FC 代表全连接层，ReLU 是非线性激活函

数，Sigmoid 是将权重映射到 0~1 之间的激活函数， _w i 为对应的权重。 
本文在 SE 模块中进行了进一步的改进。首先调整了全连接层的大小，使其更适合处理道路裂缝检测

任务的特性。然后，在 SE 模块中添加了一些额外的层，例如归一化层，以进一步增强模型的性能。本文

的改进策略主要是通过增加模型的深度，以改进模型的特征提取能力。 
在训练过程中，采用了端到端的训练策略，使得整个网络能够进行联合优化。这样，网络不仅能够

优化单个卷积层或 SE 模块，而且能够优化整个特征表示，从而在整个系统上提高道路裂缝检测的性能。

在这种情况下，整个网络的优化目标可以表示为： 

minimize Σ _ 1 Σ _ 2 Σ _L L cls L loc L SEλ λ= + ∗ + ∗∑                      (5) 

其中 _L cls 为分类损失， _L loc 为位置回归损失， _L SE 为 SE 模块的损失， 1λ 和 2λ 是权重系数，用于控

制不同损失之间的相对重要性。 
总的来说，通过在 YOLOv5 中集成改进的 SE 注意力机制，期望模型能够更好地捕捉和利用道路裂

缝的特性，从而提高道路裂缝检测的准确性和鲁棒性。这种结合深度学习和注意力机制的策略，为进一

步提高道路裂缝检测系统的性能提供了一种有效的途径。 

4. 实验结果与讨论 

4.1. RDD2020 道路裂缝数据集 

RDD2020 数据集包括 26,336 幅来自印度，日本，捷克共和国的公路受损情况的图片，并对其进行了

标签。其中包含纵裂裂纹、横裂裂纹、鳄鱼裂纹、凹坑四个类别。数据集中除了包含损坏的道路还包含

一部分完好的道路的图片，被用来探测虚警。 

4.2. 数据增强 

由于数据集受到室外光照的影响，在拍摄过程中，会使图像整体亮度分布不均匀，在图像部分位置

亮度过亮或过暗，因此需要调整图像的对比度，实现对图像的增强。 
(1) 直方图均衡化 
图像直方图是表示图像中亮度分布的直方图，描述了图像中每个亮度值的像素数，直方图均衡化是

通过改变图像直方图来改变图像中各像素的灰值，把原始图像的直方图变换为均衡的形式，对像素个数

较多的灰度值进行扩展，对像素个数较少的灰度值进行并归，从而增大对比度，达到对图像增强的效果。

直方图均衡化的数学表达式如式(6)所示： 

( ) 0           0,, 1, , 1k j
k k j

n
S T r k L

n=
= = = −∑                                (6) 

式中， jn 为 kr 的像素数，n 为像素总数，k 为灰度级数，L 为可能出现的灰度级总数。 
虽然直方图均衡化后的图像整体亮度提升，但对于图像中地面上过亮的区域更亮，所在过暗的区

域没有起到明显的增强效果。 
(2) 改进直方图均衡化 
针对上述问题，利用自适应阈值的方法对图像直方图均衡化，通过对图像局部对比度的调整使整

幅图像的对比度得到增强。 
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首先将图像分成多个小块，分别计算每个小块图像的直方图，然后根据每个小块图像直方图的峰

值，计算每个小块图像的阈值，同时为了防止每个小块图像的对比度过高或者过低，图像子块之间的

对比度差距过大从而引入新的噪声。对相邻块的阈值进行插值，使得整幅图像的阈值低于某个限制值。

通过动态调整找到图像直方图的某个阈值 X，使过高幅值的小块图像直方图降至阈值 X，同时对于幅

值过低的区域进行填补，通过对整幅图像局部阈值的调整，从而解决图像过亮或过暗的区域对比度没

有明显增强的问题。 
在自适应直方图均衡化的基础上，对训练集原始裂缝图像进行旋转、随机亮度增强、随机色度增

强、随机对比度增强和锐化。经过上述步骤能有效的解决图像过亮或过暗的区域对比度没有明显增强

的问题，减小后续图像特征提取的计算量。 

4.3. 训练环境和评价指标 

为了衡量改进的算法相比原始算法的性能改善情况，本文采用 mAP@0.5、mAP@0.5：0.95 和召回

率(R)作为评价指标。 
精度(P)为所有的预测出的目标中预测正确的目标所占的比例，数学计算表达式如下： 

Precision
F

TP
TP P

=
+

                                    (7) 

召回率(R)为所有标注为正确的目标中预测正确的目标所占的比值，数学计算表达式如下： 

Recall T
F

P
TR N

=
+

                                     (8) 

其中，上述两个公式中的参数 TP 表示预测正确的正面示例数，FP 表示预测错误的反面示例数，FN 表示

预测错误的正面示例数。 
平均精度(AP)是衡量训练出的网络模型在单个类别上的优劣的重要指标，数学计算表达式如下： 

( )1

0
AP dP R R= ∫                                      (9) 

式中 ( )P R 表示，P (Precision)和 R (Recall)形成的曲线。 
所有类别的平均精度(mAP)是衡量训练出的网络模型在每个类别上的平均优劣的重要指标，mAP 就

是取所有类别上 AP 的平均值。它通常分为 mAP@0.5 和 mAP@0.5：0.95，其中，mAP@0.5 指将 IoU
设为 0.5 时，所有类别图片的 AP 平均值。mAP@0.5：0.95 指 IoU 阈值从 0.5 到 0.95，步长 0.05 上的平

均 mAP。IoU 是指预测框和真实框的交集部分的面积与预测框和真实框的并集部分的面积比值。IoU 和

mAP 的数学计算表达式如下： 

overlap

union

IoU
S
S

=                                       (10) 

1AP
mAP ii

N

N
== ∑                                      (11) 

4.4. 实验结果分析 

本研究中的道路裂缝检测应同时考虑精确度和召回率，原始网络 YOLOv5s 训练参数如图 10，改进

后的网络训练结果如图 11。 
本小节利用 mAP、召回率等参数来验证模型的性能，并对检测结果进行评价。为了确认改进后的

YOLOv5 网络的各组件对最终性能的影响。通过 ATCSP 模块的整合，mAP@0.5 从 0.076516 提升到
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0.35236，提高了 0.275844，召回率从 0.13881 提升到 0.45422，提高了 0.31541。这表明改进后的 YOLOv5
可以过滤其他级别的特征，并将有用的信息保持在该级别，以提高对小裂缝的检测精度。然后，采用

Transformer 机制设计了 Transformer 层模块。它可以增加有用特征的权重，抑制无效特征的权重，利用

多头注意结构，提高目标检测的精度。 
 

 
Figure 10. Original network training parameter diagram 
图 10. 原始网络训练参数图 
 

 
Figure 11. Improved network training parameter graph 
图 11. 改进后网络训练参数图 
 

本文给出了每种裂缝的 F1 评分曲线，以便进行更全面的模型评估。F1 分数是精度和召回率的总和

平均值，在评估模型时将两者考虑在内。图 12 显示，当置信水平在 0.2 和 0.4 之间时，模型对所有裂缝
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的平均 F1 得分都很高，而在置信水平为 0.38 时，F1 平均得分最高，为 0.277。结果表明，改进后的 YOLOv5
能够较好地对 4 种道路裂缝进行分类，满足实际应用场景的检测需求。 
 

 
Figure 12. F1 curve 
图 12. F1 曲线 
 

同时做了其他经典单阶段算法的 mAP_0.5 对比，如 SSD、FasterRCNN，结果如下图 13 所示，效果

远不如改进后的 YOLOv5 算法。这些改进意味着所提出的 ATCSP 可以在复杂的背景下检测道路裂缝。

综上所述，本文提出的改进的 YOLOv5 算法可以在满足实时检测要求的同时，保持较高的精度水平。实

验结果表明，改进的 ViT-YOLO 网络在高速公路损伤检测方面具有显著优势。FasterRCNN 和 SSD 仅在

模型尺寸方面优于所提出的模型，但在精度方面更差，并且具有较低的最终验证精度。此外，ViT-YOLO
在其他比较模型中实现了最高的精度和 FPS，综上所述，表明复杂度相对较低，所提模型检测速度快，

易于在实践中实现。与目前最先进的检测模型相比，该模型的平均精度更高，更适合高速公路图像中的

路面损伤检测。 
 

 
Figure 13. Experimental results of FasterRCNN and SSD 
图 13. FasterRCNN 和 SSD 的实验结果 
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5. 结论 

本研究基于高速公路表面裂缝检测的需求，对 YOLOv5 网络的头部网络进行了改进。引入了双向特

征金字塔网络(BiFPN)特征融合结构，自注意力机制和改进的 Squeeze-and-Excitation (SE)注意力机制，对

原始网络进行了优化。BiFPN 相比于 FPN 及 FPN 改进型结构，考虑了输入特征不同的分辨率对特征融

合的贡献并引入了相应的权值，同时反复进行多尺度特征融合。这种改进在提升召回率的同时，有效地

提升了平均精度。引入了 Transformer 的核心思想，设计了 Transformer 层模块，增强了模型关注信息的

不同方面的能力。改进的 SE 注意力机制通过动态地调整每个通道的特征权重，对模型的注意力进行显式

建模，使模型能够对输入特征图的不同通道给予不同的重视程度。在网络的关键位置插入改进的自注意

力模块，有效地调整了这些高级特征的权重，从而在整个系统上提高道路裂缝检测的性能。 
通过以上一系列的改进，模型在高速公路表面裂缝检测中的平均精度 mAP@0.5 提升了 0.28。这项

成果为高速公路表面裂缝检测的实际应用提供了更高效、更准确的算法方案。在未来的研究中，将进一

步优化和完善模型的结构，以期在道路损伤检测方面取得更好的效果。同时也将探索更多新的注意力机

制，以提升模型的性能和鲁棒性。 
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