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摘  要 

分析1979年至2021年的重庆GDP数据的时间序列，建立了自回归滑动平均求和模型ARIMA(p,d,q)，并

用该模型预测的2020年和2021年重庆GDP数据与实际数据进行比较，对建立的模型进行优化评估，最

后利用优化模型对2022年和2023年重庆GDP进行短期预测，为重庆经济的发展提供参考。根据建立的

时间序列分析得到最优模型为ARIMA(0,2,2)，预测值与实际值的平均绝对误差为1.22%，能较好地反映

重庆GDP发展的趋势并进行短期预测。此外还对语言自动识别的ARIMA(0,2,1)模型进行分析，并基于BP
神经网络、CNN、LSTM模型等对重庆GDP进行预测。在2020年中，基于ARIMA(0,2,2)模型预测结果的

相对误差的绝对值最小。在2021年中，基于单变量MLP模型预测结果的相对误差的绝对值最小，在平均

绝对误差水平中，ARIMA(0,2,2)模型的平均绝对误差水平最小。综合可以看出ARIMA(0,2,2)模型的预测

效果是最好的。 
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Abstract 
This paper analyzes the time series of Chongqing’s GDP data from 1979 to 2021, establishes an 
autoregressive moving average summation model ARIMA(p,d,q), compares the GDP data predicted 
by this model in 2020 and 2021 with the actual data, optimizes and evaluates the established 
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model, and finally uses the optimized model to make a short-term prediction of Chongqing’s GDP 
in 2022 and 2023, providing reference for Chongqing’s economic development. According to the 
established time series analysis, the optimal model is ARIMA(0,2,2), and the average absolute er-
ror between the predicted value and the actual value is 1.22%, which can better reflect the devel-
opment trend of Chongqing’s GDP and make short-term prediction. In addition, the ARIMA(0,2,1) 
model of automatic language recognition is analyzed, and the GDP of Chongqing is predicted based 
on BP neural network, CNN and LSTM model. In 2020, the absolute value of the relative error of 
the results predicted based on ARIMA(0,2,2) model is the smallest. In 2021, the absolute value of 
the relative error of the results based on the univariate MLP model is the smallest, and the average 
absolute error level of ARIMA(0,2,2) model is the smallest. It can be seen that ARIMA(0,2,2e) modl 
has the best prediction effect. 
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1. 引言 

GDP (Gross Domestic Product)是国民经济核算过程中的重要指标之一，能够反映一国或一个地区的国

民经济生产规模及综合实力，而研究 GDP 的数值对预测经济的发展起到了极大的参考作用。如果能正确

地预测出 GDP 的发展，那么就可以依据预测的结果，为国家或地区在制定经济政策方面上提供依据和参

考作用。 
Gwilym 和 George [1] [2] [3] [4] [5]主要介绍 ARIMA 模型建立的详细过程，分别为模型的识别、估计、

检验和预测四个过程。赵子萌[6]在分析并确定了 ARIMA(2,3,0)模型可较准确预测成都市 GDP；李辰飞等

[7]采用 ARIMA 模型预测分析湖北省 GDP，最终确定了 ARIMA(0,1,1)模型对 GDP 数据的拟合效果更好。

华鹏等[8]建立 ARIMA 模型分析广东省 GDP 的发展状况，确定 ARIMA(1,1,0)模型对 GDP 数据进行拟合，

并用该模型预测了广东省 2005 年至 2008 年的 GDP，得出用 ARIMA 模型来短期预测 GDP 效果更好的结

论。张文韬等[9]对河南省 GDP 的数据进行了分析，证明了 ARIMA(0,1,4)模型可预测河南省 GDP，但是

该模型只适合在短期内预测河南省 GDP 趋势。瞿海情等[10]对湖北省 GDP 的预测模型 ARIMA(0,2,3)，
ARIMA 模型能较好地反映湖北省 GDP 发展的趋势并进行短期预测。 

重庆是一个比较发达的直辖市[11]，最近几年来，重庆的经济呈现快速增长的趋势，但是这个趋势能

保持多久却是我们需要仔细考虑的问题。所以本文就对重庆的 GDP 数据进行分析研究，而研究 GDP 具

有一定的现实和指导意义。本文选择时间序列分析的方法对重庆 GDP 进行预测，时间序列预测是通过处

理自身时间序列的数据来研究其变化趋势的，也就是通过分析过去和现在的数据来预测未来的数据，而

分析处理数据的过程就是建立模型的过程，然后再依据建立的模型来预测出未来数据的变化。此外通过

BP 神经网络、CNN、LSTM 等模型对重庆 GDP 时间序列数据进行了相关分析与对比。 

2. ARIMA 模型简介 

美国统计学家 G. E. P. Box 和 G. M. Jenkins 于 1970 年首次提出 ARIMA 模型。该模型在 ARMA 模型

的基础上进差分运算，并用数学模型描述预测对象随时间推移而形成的数据序列，模型被识别后可以从
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时间序列的过去值及现在值来预测未来值。最基本的模型是自回归滑动平均求和模型 ARIMA(p,d,q)，其

中 q 移动平均项数，d 为时间序列成为平稳时所做的差分次数，p 为自回归项。 
该模型的基本思想是：将预测变量随时间变化而形成的序列作为随机序列，其后以时间序列的自相

关性为基础，用特定的数学模型来描述该随机序列。当 0, 0= =p d 时，就是滑动平均模型 MA(q)，当

0, 0= =q d 时，就是自回归模型 AR(p)，当只有 0=d 时，模型就变成了自回归滑动平均混合模型

ARMA(p,q)，所以后三种模型是 ARIMA 模型的特殊形式。 

2.1. ARMA 模型 

ARMA(p,q)模型是自回归模型 AR(p)和滑动平均模型 MA(q)的混合形式，所以它又称为自回归滑动

平均混合模型，方程形式为： 

1 1 2 2 1 1 2 2t t t p t p t t t q t qY c Y Y Y e e e eφ φ φ θ θ θ− − − − − −= + + + + + − − − −                   (1) 

其中，c 是常数，是 1 2, , ,φ φ φ p 自回归模型 AR 的系数，p 是 AR 的阶数， 1 2, , ,θ θ θ q 是滑动平均模型

MA 的系数，q 是 MA 的阶数， te 是均值为 0 方差为 2σ 的白噪声序列。 

2.2. ARIMA 模型 

ARMA(p,q)模型只能在的平稳时间序列中应用，对于非平稳的序列，ARMA 模型却不再适用，这时

就需要引入一个新的模型，即 ARIMA 模型，ARIMA 模型主要解决非平稳的时间序列问题。 

{ }tY 是一个不平稳的时间序列，在 d 次差分运算后，序列逐渐趋于平稳，就称{ }tY 是自回归滑动平

均求和混合模型。如果差分后的序列 = ∇d
t tW Y 满足 ARMA(p,q)模型，就称是 ARIMA(p,d,q)过程，模型的

方程是：令，有 1−= −t t tW Y Y ： 

1 1 2 2 1 1 2 2φ φ φ θ θ θ− − − − − −= + + + + − − − − t t t p t p t t t q t qW W W W e e e e                  (2) 

用序列符号 tY 来表示： 

( ) ( ) ( )1 1 1 2 2 2 3 1

1 1 2 2

φ φ φ

θ θ θ
− − − − − − − −

− − −

− = − + − + + −

+ − − − −





t t t t t t p t p t p

t t t q t q

Y Y Y Y Y Y Y Y

e e e e
                  (3) 

通过化简可以得到： 

( ) ( ) ( ) ( )1 1 2 1 2 3 2 3 1 1

1 1 2 2

1 φ φ φ φ φ φ φ φ

θ θ θ
− − − − − − −

− − −

= + + − + − + + − −

+ − − − −





t t t t p p t p p t p

t t t q t q

Y Y Y Y Y Y

e e e e
             (4) 

称其为模型的差分方程形式。值得注意的是，该表达式看起来是一个 ARMA(p + 1,q)过程。 

3. ARIMA 模型的建立与预测 

3.1. 模型识别 

时间序列的平稳化处理：数据的平稳性检验主要包括平稳性检验和白噪声检验两个方面。适用于

ARIMA 模型分析预测的时间序列必须是平稳非白噪声序列。非平稳的时间序列则需要进行差分处理，直

至检验平稳为止。其中，差分的次数就是模型 ARIMA(p,d,q)的阶数。一般来说，差分阶数不超过 2。 
ARMA(p,q)拟合：对于平稳的时间序列而言，可画出序列的自相关图(ACF)和偏自相关图(PACF)进

行观察分析，初步判断模型的值，值的选择标准见表 1 所示。选择的不同 ARIMA 模型也不同，此时则

是根据 AIC 或 BIC 准则来评价模型的好坏，当 AIC 或 BIC 最小时，ARIMA 模型拟合的最好。 
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Table 1. Selection principle of ARMA model 
表 1. ARMA 模型的选择原则 

ACF PACF 选择模型 

拖尾 p 阶截尾 ARMA(p,0) 

q 阶截尾 拖尾 ARMA(0,q) 

拖尾 拖尾 ARIMA(p,q) 

3.2. 模型估计 

通常采用极大似然估计法来估计 ARIMA(p,q)模型中的未知参数。 

3.3. 模型检验 

模型检验主要是检验模型对时间序列拟合的好坏，如果拟合的效果很差，就需要重新选择新的模型，

直到拟合效果达到最好。模型检验既要对参数的估计值进行检验，又要对残差序列进行检验，如果检验

的参数估计值是显著的并且残差序列是白噪声序列，则模型通过检验，说明模型的拟合效果很好，如若

不是，则需要重新选择模型使其通过检验。通常采用 Ljung-Box 统计量检验的方法来判断残差序列是否

为白噪声。 

3.4. 模型预测 

根据模型检验和比较的最后结果，利用所构建的 ARIMA(p,d,q)模型，用 R 软件中的预测功能对模型

进行预测，得到原始时间序列图的将来变化趋势，对比预测的数值和实际的数值进行误差分析，进一步

验证模型是可行的。具体的 ARIMA(p,d,q)建模流程图见图 1 所示。 
 

 
Figure 1. ARIMA modeling flow chart 
图 1. ARIMA 建模流程图 

4. ARIMA 模型对重庆 GDP 的预测及实证分析 

本文对重庆 1979 年至 2021 年的 42 个 GDP 数据进行了分析，为了检验模型的说服力以及正确性，

现在选取前面 40 个 GDP 数据用来建模，并用后面 2 年的数据来检验模型的拟合效果，最后再来预测 2022
年和 2023 年的 GDP。 
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4.1. 数据平稳性检验与处理 

本文从《中国知网》中搜集到重庆 1979 年至今的国内生产总值，数据见表 2 所示。根据 1979~2019
年的重庆 GDP 数据，画出时间序列图，见图 2 所示。 
 
Table 2. GDP data of Chongqing from 1979 to 2019 
表 2. 1979~2019 年的重庆 GDP 数据 

年份 GDP (亿元) 年份 GDP (亿元) 年份 GDP (亿元) 

1979 80.98 1994 838.14 2008 5899.49 

1980 90.68 1995 1130.6 2009 6651.22 

1981 97.2 1996 1326.4 2010 7925.58 

1982 108.08 1997 1525.26 2011 10161.17 

1983 120.01 1998 1622.42 2012 11595.37 

1984 141.64 1999 1687.81 2013 12783.26 

1985 164.32 2000 1822.06 2014 14262.6 

1986 184.6 2001 2014.59 2015 15717.27 

1987 206.73 2002 2279.8 2016 17740.59 

1988 261.27 2003 2615.57 2017 19424.73 

1989 303.75 2004 3059.54 2018 20363.19 

1990 327.75 2005 3448.35 2019 23605.77 

1991 374.63 2006 3900.26 2020 25003 

1992 462.47 2007 4770.72 2021 27894.02 

1993 611.05     

 

 
Figure 2. Time series chart of Chongqing’s GDP from 1979 to 2019 
图 2. 1979~2019 年重庆 GDP 的时间序列图 

 
从图 2 可以看出，近 30 年来重庆国内生产总值呈现指数型增长，并没有出现周期性和季节性的波动，

可初步判断此序列属于非平稳序列。针对这个时间序列进行 ADF 单位根检验，可以得到
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0.99, 0.05= >p p ，因此这个时间序列是非平稳的。对这个非平稳的序列进行第一次差分，得到一次差分

后的折线图见图 3 所示，图中有明显的增长趋势，初步说明序列是不平稳的，在进行单位根检验后，得

到， 0.05>p 进一步证明序列是不平稳的。这时需要进行第二次差分，得到二次差分后的折线图见图 4
所示，从图 4 可以看出序列是围绕 0 值上下波动的，但还是需要进行单位根检验来加以证明，最后得到

0.05<p ，证明了此时的时间序列是平稳的。因此认为 ARIMA(p,d,q)中 2=d 。 
 

 
Figure 3. First-order differential GDP line chart 
图 3. 一阶差分 GDP 折线图 

 

 
Figure 4. Second-order differential GDP line chart 
图 4. 二阶差分 GDP 折线图 

4.2. 确定 ARIMA 模型的阶数 

从上述分析得到，二次差分后的重庆 GDP 序列是平稳的，画出二次差分后序列的自相关 PACF 图见

图 5 所示，偏自相关 ACF 图见图 6 所示。 
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Figure 5. Autocorrelation diagram after second-order difference 
图 5. 二阶差分后的自相关图 

 

 
Figure 6. Partial autocorrelation diagram after second-order differ-
ence 
图 6. 二阶差分后的偏自相关图 

 
从图 5 可看出，自相关系数都在 2 倍标准差范围内，并且是逐渐趋于零的；从图 6 可看出，偏自相

关系数显示拖尾，所以选取 0, 2= =p q ，但是这样估计的模型具有很大的主观性，同时建立多个 ARIMA
模型以消除误差，分别选择：ARIMA(0,2,0)，ARIMA(0,2,1)，ARIMA(0,2,2)，ARIMA(1,2,1)，ARIMA(1,2,2)，
得到每个模型的 AIC 值或 BIC 值见表 3 所示，从表 3 中观察到，ARIMA(0,2,2)模型的 AIC 值或 BIC 值

最小，因此该模型是最好的。 
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Table 3. Comparison of ARIMA models 
表 3. ARIMA 模型的比较 

年份 AIC BIC 

ARIMA(0,2,0) 589.9 591.57 

ARIMA(0,2,1) 584.93 588.26 

ARIMA(0,2,2) 579.94 584.93 

ARIMA(1,2,1) 586.26 591.25 

ARIMA(1,2,2) 581.61 588.271 

4.3. 模型的检验 

接下来我们对模型 ARIMA(0,2,2)进行检验，ARIMA(0,2,2)模型检验表见表 4 所示。 
 
Table 4. ARIMA(0,2,2) model checklist 
表 4. ARIMA(0,2,2)模型检验表 

项 符号 值 

 Df Residuals 36 

样本数量 N 41 

Q 统计量 

Q6 (p 值) 0 (0.987) 

Q12 (p 值) 2.704 (0.845) 

Q18 (p 值) 9.328 (0.675) 

Q24 (p 值) 10.151 (0.927) 

Q30 (p 值) 12.786 (0.970) 

拟合优度 R2 0.997 

注：***、**、*分别代表 1%、5%、10%的显著性水平。 
 

表 4 中展示本次模型检验结果，包括样本数、自由度、Q 统计量和信息准则模型的拟合优度。ARIMA
模型要求模型的残差不存在自相关性，即模型残差为白噪声，查看模型检验表，根据 Q 统计量的 Q 值(p
值大于 0.1 为白噪声)对模型白噪声进行检验；R2代表时间序列的拟合程度，越接近 1 效果越好。 

根据 ARIMA(0,2,2)模型检验表，基于字段：GDP (亿元)，从 Q 统计量结果分析可以得到：Q6 在水

平上不呈现显著性，不能拒绝模型的残差为白噪声序列的假设，同时模型的拟合优度 R2 为 0.997，模型

表现优秀，模型基本满足要求。 
可知对 ARIMA(0,2,2)模型的残差进行白噪声检验，如果统计量的 p 值大于给定的显著性水平，则模

型检验通过可以用来预测。此外利用 R 软件，得到 p 值也显著大于 0.05，因此模型通过检验，可以用来

预测。下面我们将给出 ARIMA(0,2,2)模型残差自相关图(ACF)见图 7 所示，残差偏自相关图(PACF)见图

8 所示。 
从图 7 展示了模型的残差自相关图(ACF)，包括系数，置信上限和置信下限。横轴代表延迟数目，纵

轴代表自相关系数；若相关系数均在虚线内，自回归模型(AR)残差为白噪声序列，时间序列要求模型残

差为白噪声序列。 
图 8 展示了模型的残差偏自相关图(PACF)，包括系数，置信上限和置信下限。若相关系数均在虚线

内，滑动平均模型(MA)残差为白噪声序列，时间序列要求模型残差为白噪声序列。综合上述图 7 和图 8 的

分析可见，模型 ARIMA(0,2,2)的残差是白噪声序列。接下来给出 ARIMA(0,2,2)模型的参数表见表 5 所示。 
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Figure 7. Residual autocorrelation diagram (ACF) of ARIMA(0,2,2) model 
图 7. ARIMA(0,2,2)模型残差自相关图(ACF) 

 

 
Figure 8. Residual partial autocorrelation diagram (PACF) of ARIMA(0,2,2) model 
图 8. ARIMA(0,2,2)模型残差偏自相关图(PACF) 

 
Table 5. Parameter table of ARIMA(0,2,2) model 
表 5. ARIMA(0,2,2)模型参数表 

模型参数表 

 系数 标准差 t p > |t| 0.025 0.975 

常数 54.27 25.684 2.113 0.035 3.93 104.611 

ma.L1.D2.GDP (亿元) −1.015 0.152 −6.693 0 −1.313 −0.718 

ma.L2.D2.GDP (亿元) 0.435 0.172 2.531 0.011 0.098 0.771 
 

表 5 展示本次模型参数结果，包括模型的系数、标准差，T 检验结果等，用于分析模型公式。基于

字段 GDP (亿元)，根据模型 ARIMA 模型(0,2,2)检验表且基于 2 差分数据，模型公式如下： 
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( ) ( ) ( )54.27 1.015 1 0.435 2= − ∗ − + ∗ −y t y t y t                         (5) 

我们给出了 ARIMA(0,2,2)时间序列图，见图 9 所示，表示了该时间序列模型的原始数据图、模型拟

合值、模型预测值。我们还用 ARIMA(0,2,2)时间序列模型预测最近 4 期数据，并将预测情况列于预测表

中，见表 6 所示。 
 

 
Figure 9. ARIMA(0,2,2) time series diagram 
图 9. ARIMA(0,2,2)时间序列图 

 
Table 6. ARIMA(0,2,2) time series forecast table 
表 6. ARIMA(0,2,2)时间序列预测表 

预测值 

阶数(时间) 预测结果 

1 25179.401 

2 27391.995 

3 29658.859 

4 31979.994 

 
此外为了更加客观的确定 , ,p d q ,还采用 forecast 包中的 auto.arima()可以自动尝试不同的阶数组合并

挑选出可能的最优模型。得到模型 ARIMA(0,2,1)，ARIMA(0,2,1)模型的基本指标见表 7 所示，

ARIMA(0,2,1)模型检验表见表 8 所示。 
在表 8 中展示本次模型检验结果，根据模型 ARIMA 模型(0,2,1)检验表，基于字段：GDP(亿元)，从

Q 统计量结果分析可以得到：Q6 在水平上不呈现显著性，不能拒绝模型的残差为白噪声序列的假设，同

时模型的拟合优度 R2为 0.996，模型表现优秀，模型基本满足要求。对 ARIMA(0,2,1)模型的残差进行白

噪声检验，得到 p 值也显著大于 0.05，因此模型通过检验，可以用来预测。 
 

Table 7. ARIMA (0,2,1) model 
表 7. ARIMA(0,2,1)模型 

ARIMA(0,2,1) 

sigma^2 = 183232:  log likelihood = −291.33 

AIC = 586.66   AICc = 586.99   BIC = 589.99 
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Table 8. ARIMA (0,2,1) model checklist 
表 8. ARIMA(0,2,1)模型检验表 

项 符号 值 

 Df Residuals 37 

样本数量 N 41 

Q 统计量 

Q6 (p 值) 0.464 (0.496) 

Q12 (p 值) 4.723 (0.580) 

Q18 (p 值) 13.034 (0.367) 

Q24 (p 值) 13.349 (0.770) 

Q30 (p 值) 16.088 (0.885) 

拟合优度 R2 0.996 

注：***、**、*分别代表 1%、5%、10%的显著性水平。 
 

另外，我们还给出了模型的残差自相关图(ACF)和残差偏自相关图(PACF)。ARIMA(0,2,1)模型残差

自相关图(ACF)见图 10 所示，ARIMA(0,2,1)模型残差偏自相关图(PACF)见图 11 所示。综合分析图 10 和

图 11 可见，模型 ARIMA(0,2,1)的残差是白噪声序列。 
 

 
Figure 10. ARIMA(0,2,1) model residual autocorrelation plot (ACF) 
图 10. ARIMA(0,2,1)模型残差自相关图(ACF) 

 

 
Figure 11. ARIMA(0,2,1) model residual biased autocorrelation plot (PACF) 
图 11. ARIMA(0,2,1)模型残差偏自相关图(PACF) 
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下面给出 ARIMA(0,2,1)模型检验表见表 9 所示。 
 
Table 9. ARIMA (0,2,1) model checklist 
表 9. ARIMA(0,2,1)模型检验表 

模型参数表 

 系数 标准差 t p > |t| 0.025 0.975 

常数 56.909 21.525 2.644 0.008 14.72 99.097 

ma.L1.D2.GDP (亿元) −0.681 0.106 −6.398 0 −0.889 −0.472 

注：***、**、*分别代表 1%、5%、10%的显著性水平。 
 

表 9 展示本次模型参数结果分析：基于字段 GDP (亿元)，根据模型 ARIMA 模型(0,2,1)检验表且基于

2 差分数据，模型公式如下： 

( ) ( )56.909 0.681 1y t y t= − ∗ −                               (6) 

给出了 ARIMA(0,2,1)时间序列图，见图 12 所示，表示了该时间序列模型的原始数据图、模型拟合

值、模型预测值。我们还用 ARIMA(0,2,1)时间序列模型预测最近 4 期数据，并将预测情况列于预测表中，

见表 10 所示。 
 

 
Figure 12. Time series plots 
图 12. 时间序列图 

 
Table 10. ARIMA(0,2,2) time series forecast table 
表 10. ARIMA(0,2,2)时间序列预测表 

预测值 

阶数(时间) 预测结果 

1 25775.05 

2 28001.239 

3 30284.336 

4 32624.342 

4.4. 模型预测 

利用通过检验的 ARIMA(0,2,2)模型，预测 2020 年和 2021 年的重庆 GDP，预测结果见表 11 所示。 
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Table 11. ARIMA (0,2,2) comparison of predicted and actual values 
表 11. ARIMA(0,2,2)预测值与实际值的比较 

 Point Forecast Lo 80 Hi 80 Lo 95 Hi 95 

2020 25113.65 24595.57 25631.72 24321.32 25905.97 

2021 27347.58 26603.95 28091.22 26210.30 28484.87 
 

根据相对误差计算公式：相对误差 = (测量值 − 真实值)/真实值 × 100%，可得 2020 年、2021 年 GDP
的相对误差值分别为 0.44%和−2%。 

利用通过检验的 ARIMA(0,2,1)模型，预测 2020 年和 2021 年的重庆 GDP，预测结果见表 12 所示。 
 
Table12. ARIMA (0,2,1) comparison of predicted and actual values 
表 12. ARIMA(0,2,1)预测值与实际值的比较 

 Point Forecast Lo 80 Hi 80 Lo 95 Hi 95 

2020 25795.27 25246.69 26343.84 24956.29 26634.24 

2021 27984.76 27022.45 28947.08 26513.03 29456.50 
 

根据相对误差计算公式可得 2020 年、2021 年 GDP 的相对误差值分别为 3.17%和 0.3%。 
经过 ARIMA(0,2,2)模型和 ARIMA(0,2,1)模型的 AIC 和 BIC 的以及相对误差比较，最终选择模型

ARIMA(0,2,2)。当然，在前面的 AIC 和 BIC 比较时就可以选择模型 ARIMA(0,2,2)。 
可以看出该模型预测短时间内的值是比较准确的。1979 年至 2000 年的 GDP 增长还比较的平缓，但

是从 2000 年到 2019 年重庆的 GDP 增长是非常迅速的。随着预测时间周期的延长，预测的误差会逐渐增

大。用得到的模型预测重庆 2022 年和 2023 年的 GDP，预测的结果分别为 29581.2 亿元和 31815.46 亿元。

但是由于 2022 年仍然存在新冠肺炎疫情的影响，2022 年的 GDP 肯定会受到影响，所以预测出来的数据

只能作为参考作用。 

5. 基于 BP 神经网络对重庆 GDP 的预测的时间序列分析 

5.1. 模型建立 

神经网络是机器学习中一种常见的数学模型，通过构建类似于大脑神经突触联接的结构，来进行信

息处理[12]。在应用神经网络的过程中，处理信息的单元一般分为三类：输入单元、输出单元和隐含单元。

除了上述三个处理信息的单元之外，神经元间的连接强度大小由权值等参数来决定。 
单步预测模型结构： 

( ) ( ) ( ) ( )( ), 1 , , 1= − − + −y t f y t n y t n y t                          (7) 

即：每一次取若干个历史点，只能往后推一步，此外还有多步预测结构，此处我们假设每 5=n ，即

每 5 个时刻便会影响下一个时刻的值；每个时刻的数据是历史 5 个时刻的数据(预测第六个数据，是时刻

1~5 的数据)，步长为 5。 
此处我们采用这五个评价指标来进行分析:平均绝对误差 MAE，均方误差 MSE，均方根误差 RMSE，

平方相对误差 MAPE，决定系数 R2。 

5.2. 评价指标 

1) 平均绝对误差 MAE：全称是 Mean Absolute Error，它表示预测值和观测值之间绝对误差的平均值。
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公式如下 
ˆ

MAE
−

=
∑ i i

i
y y

N
                                   (8) 

2) 均方误差 MSE：全称是 Mean Absolute Error，预测数据和原始数据对应点误差的平方和的均值。

公式如下 

( )2ˆ
MSE

−
=
∑ i i

i
y y

N
                                  (9) 

3) 均方根误差 RMSE：全称是 Root Mean Square Error，它表示预测值和观测值之间差异(称为残差)
的样本标准差。公式如下 

( )2ˆ
RMSE

−
=

∑ i i
i

y y

N
                               (10) 

4) 平方相对误差 MAPE：全称是 Mean Absolute Percentage Error，是相对误差度量值，它使用绝对

值来避免正误差和负误差相互抵消，可以使用相对误差来比较各种时间序列模型预测的准确性。公式如

下 

ˆ

MAPE

−

=
∑ i i

i i

y y
y

N
                                 (11) 

5) 决定系数：R2 (coefficient of determination)，也称为判定系数或拟合优度。公式如下 

( )

( )

2

2
2

SSE1 1
SST ˆ

−
= − = −

−

∑

∑

i i
i

i i
i

y y
R

y y
                             (12) 

由此，我们根据上述五个评价指标来分析基于 BP 神经网络预测时间序列模型，并将评价指标数值

列于表中，见表 13 所示。 
 
Table 13. Judging criteria for forecasting time series models based on BP neural networks 
表 13. 基于 BP 神经网络预测时间序列模型的评判标准 

-----------------------误差计算-------------------------- 

隐含层节点数为 5 时的误差结果如下 

平均绝对误差 MAE 1518.4619 

均方误差 MSE 2628635.7843 

均方根误差 RMSE 1621.3068 

平方相对误差 MAPE 0.083844 

决定系数 R2 0.94297 
 

决定系数越大，自变量对因变量的解释程度越高，自变量引起的变动占总变动的百分比高。观察点

在回归直线附近越密集。当 R2越接近 1 时，表示相关的方程式参考价值越高；相反越接近 0 时，表示参

考价值越低。对时间序列数据，判定系数达到 0.9 以上是很平常的，在表 13 中我们可以看出决定系数 R2

为 0.94297，虽然说与模型 ARIMA(0,2,2)相比较，拟合优度不及模型 ARIMA(0,2,2)的拟合优度，但是效
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果也很不错。平方相对误差 MAPE 为 0.083844，不到百分之十，一般而言，平方相对误差在百分之十一

下效果良好，可见的基于 BP 神经网络预测时间序列模型的效果也很不错。 

6. 基于 MLP 模型对重庆 GDP 的预测的时间序列分析 

层感知器，简称 MLPs，可用于时间序列预测。使用 MLPs 进行时间序列预测的难点在于数据的准备。

具体来说，先前的时间步的值在输入时必须展平为特征向量。 

6.1. 数据准备 

在对单变量序列进行建模之前，必须先进行准备。MLP 模型将学习将过去的观测序列作为输入映射

到输出观测的函数。因此，必须将观察序列转换成可以从中学习模型的多个样本。假设有如下单变量序

列，即使 1979 年~2019 年重庆 GDP 数据集，我们可以将序列分为多个称为样本的输入/输出模式，其中

三个时间步长用作输入，一个时间步长用作输出，用于单步预测。 

6.2. 单变量 MLP 模型 

一个简单的 MLP 模型具有单个隐藏的节点层和一个用于进行预测的输出层。每个样本的输入维度在

第一个隐藏层定义的 input dim 参数中指定。从技术上讲，模型将把每个时间步看作一个单独的特征，而

不是单独的时间步。 
定义模型，模型期望训练数据的输入部分具有维度或形状。split_sequence()函数输出 X 的形状可用

于建模。利用随机梯度下降算法 Adam 进行拟合，使用均方误差损失函数进行优化和训练。 
在模型拟合后，可进行预测。通过输入重庆 GDP 连续三年的数据预测下一年的重庆 GDP 数据来预

测序列中的下一个值。该模型期望输入形状是二维的，因此，在进行预测之前，必须重塑单个输入样本。 

6.3. 模型结果 

将基于 MLP 模型时间序列预测数值，以及根据相对误差计算公式：相对误差 = (测量值 − 真实值)/
真实值 × 100%，所求得的相对误差见表 14 所示。 
 
Table 14. Time series forecast table based on MLP model 
表 14. 基于 MLP 模型时间序列预测表 

单变量 MLP 模型 预测值 真实值 相对误差 

2020 26298.701 25,003 5.18% 

2021 27841.172 27894.02 −0.2% 

2022 30533.719   

7. 基于 CNN 对重庆 GDP 的预测的时间序列分析 

CNN 可以用来对单变量时间序列预测问题进行建模。单变量时间序列是由具有时间顺序的单个观测

序列组成的数据集,需要一个模型从过去的观测序列中学习以预测序列中的下一个值。 

7.1. 数据准备 

本文对重庆 1979 年至 2021 年的 42 个数 GDP 据进行了分析，选取前面 40 个 GDP 数据用来建模，

并用后 2 年的数据来检验模型的效果，预测 2022 年和 2023 年的 GDP。 
将序列分成多个输入/输出模式，称为样本，其中三个时间步作为输入，一个时间步作为输出，并据
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此来预测一个时间步的输出值。通过一个 split_sequence()函数来实现上述操作，该函数可以将给定的单

变量序列拆分为多个样本，其中每个样本具有指定数量的时间步，并且输出是单个时间步。 

7.2. CNN 模型 

CNN 模型有一个卷积隐藏层，在一维序列上工作。在某些情况下，这之后可能是第二卷积层，例如

非常长的输入序列，然后是池化层，其任务是将卷积层的输出提取到最显著的元素。卷积层和池化层之

后是全连接层，用于解释模型卷积部分提取的特征。在卷积层和全连接层之间使用展平层将特征映射简

化为一个一维向量。 

7.3. 模型建立 

模型的关键是输入形状参数；这是模型在时间步数和特征数方面期望作为每个样本的输入。我们使

用的是一个单变量序列，因此特征数为 1。时间步数是在划分数据集时 split_sequence()函数的参数中定义。 
每个样本的输入形状在第一个隐藏层定义的输入形状参数中指定。因为有多个样本，因此，模型期

望训练数据的输入维度或形状为：[样本，时间步，特征]。split_sequence()函数输出的训练数据 X 的形状

为[样本，时间步]，因此应对 X 重塑形状，增加一个特征维度，以满足 CNN 模型的输入要求。 
CNN 实际上并不认为数据具有时间步，而是将其视为可以执行卷积读取操作的序列。我们定义了一

个卷积层，接下来是一个最大池化层和一个全连接层来解释输入特性。最后，输出层预测单个数值。该

模型利用有效的随机梯度下降进行拟合，利用均方误差损失函数进行优化。处理好训练数据和定义完模

型之后，接下来开始训练， 
在模型拟合后，可以利用它进行预测。假设输入 2017~2019 年的 GDP 数据来预测序列中的下一个值。

该 CNN 模型期望输入形状是三维的，形状为[样本、时间步、特征]，因此，在进行预测之前，必须重塑

单个输入样本为三维形状。将基于 CNN 模型时间序列预测数值，以及根据相对误差计算公式所求得的相

对误差见表 15 所示。 
 
Table 15. Time series prediction table based on CNN model 
表 15. 基于 CNN 模型时间序列预测表 

阶数(时间) 年份 预测值 真实值 相对误差 

1 2020 25780.64 25003 3.11% 

2 2021 25827.166 27894.02 −7.4% 

3 2022 26000.836   

4 2023 25941.82   

8. 基于 LSTM 模型对重庆 GDP 的预测的时间序列分析 

长短期记忆网络(LSTM)，LSTM 是一种改进的循环神经网络(Recurrent Neural Network)，它解决了

RNN 中的梯度消失和长期依赖的问题。 

8.1. 单变量 LSTM 模型 

单变量 LSTM 模型(Univariate LSTM Models)，LSTMs 可用于单变量时间序列预测问题的建模。这些

问题由单个观测序列组成，需要一个模型从过去的观测序列中学习，以预测序列中的下一个值。下文将

演示重庆 GDP 一元时间序列预测的 LSTM 模型。分为以下五个部分：该 5 种 LSTM 模型都可用于单时

间步单变量时间序列预测。 
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1) Vanilla LSTM 是一个 LSTM 模型，它有一个单隐层的 LSTM 单元和一个用于预测的输出层。与

CNN 读取整个输入向量不同，LSTM 模型一次读取序列的一个时间步，并建立一个内部状态表示，来学

习上下文信息，从而进行预测。 
2) Stacked LSTM 即堆叠 LSTM，可以将多个 LSTM 层堆叠在一起。LSTM 层需要三维输入，LSTM

的默认输出为二维，可以通过设置参数使得 LSTM 的输出形状为三维。这样就可以作为下一层的输入。 
3) Bidirectional LSTM，在一些序列预测问题上，允许 LSTM 模型向前和向后学习输入序列，并将两

种解释连接起来是有益的。这称为双向 LSTM。我们可以通过将第一个隐藏层包装在一个称为双向的包

装层中来实现用于单变量时间序列预测的双向 LSTM。 
4) CNN-LSTM，CNN 可以非常有效地从一维序列数据(如单变量时间序列数据)中自动提取和学习特

征。CNN 模型可用于具有 LSTM 后端的混合模型中，其中 CNN 用于解释输入的子序列，这些子序列作

为一个序列提供给 LSTM 模型来解释。这种混合模型称为 CNN-LSTM。 
5) ConvLSTM，输入的卷积读取直接构建到每个 LSTM 单元中。该方法可用于单变量时间序列预测。 

8.2. 数据准备 

在对单变量序列建模之前，必须做好准备。LSTM 模型学习一个映射规则，该规则以过去的序列观

测值作为输入，然后输出预测值。因此，观测序列必须转换 LSTM 可以学习的多个样本。考虑一个单变

量序列即重庆 GDP 的观测值，将序列分成多个输入/输出模式，称为样本，其中三个时间步(的观测值)
作为输入，一个时间步(的观测值)作为输出，数据集构建好之后，定义网络模型，进行训练。 

8.3. 模型输出 

为了方便比较基于单变量 LSTM 模型时间序列预测数值，以及根据相对误差计算公式所求得的相对

误差见表 16 所示。 
 
Table 16. Time series forecast table based on univariate LSTM model 
表 16. 基于单变量 LSTM 模型时间序列预测表 

Vanilla LSTM 模型 预测值 真实值 相对误差 

2020 26068.69 25,003 4.26% 

2021 28402.13 27894.02 1.82% 

2022 31082.297   

Stacked LSTM 模型 预测值 真实值 相对误差 

2020 27010.244 25,003 8.03% 

2021 27994.934 27894.02 0.36% 

2022 31746.205   

Bidirectional LSTM 模型 预测值 真实值 相对误差 

2020 26729.777 25,003 6.91% 

2021 27814.611 27894.02 −0.28% 

2022 30804.012   

CNN-LSTM 模型 预测值 真实值 相对误差 

2020 26304.81 25,003 5.21% 

2021 28029.484 27894.02 0.49% 

2022 31772.566   
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Continued 

ConvLSTM 模型 预测值 真实值 相对误差 

2020 26891.41 25,003 7.55% 

2021 28331.197 27894.02 1.57% 

2022 31245.133   

9. 结语 

为了方便各个模型对重庆 GDP 时间序列的分析对比，将各个模型的预测结果统计在表 17 中。 
 
Table 17. Time series comparison table based on each model 
表 17. 基于单变量 LSTM 模型时间序列预测表 

ARIMA(0,2,2)模型 预测值 真实值 相对误差 

2020 25113.65 25,003 0.44% 

2021 27347.58 27894.02 −2% 

ARIMA(0,2,1)模型 预测值 真实值 相对误差 

2020 25795.27 25,003 3.17% 

2021 27984.76 27894.02 0.3% 

单变量 MLP 模型 预测值 真实值 相对误差 

2020 26298.701 25,003 5.18% 

2021 27841.172 27894.02 −0.2% 

CNN 模型 预测值 真实值 相对误差 

2020 25780.64 25,003 3.11% 

2021 25827.166 27894.02 −7.4% 

Vanilla LSTM 模型 预测值 真实值 相对误差 

2020 26068.69 25,003 4.26% 

2021 28402.13 27894.02 1.82% 

Stacked LSTM 模型 预测值 真实值 相对误差 

2020 27010.244 25,003 8.03% 

2021 27994.934 27894.02 0.36% 

Bidirectional LSTM 模型 预测值 真实值 相对误差 

2020 26729.777 25,003 6.91% 

2021 27814.611 27894.02 −0.28% 

CNN-LSTM 模型 预测值 真实值 相对误差 

2020 26304.81 25,003 5.21% 

2021 28029.484 27894.02 0.49% 

ConvLSTM 模型 预测值 真实值 相对误差 

2020 26891.41 25,003 7.55% 

2021 28331.197 27894.02 1.57% 
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从表 17 中看出，在 2020 年中，基于 ARIMA(0,2,2)模型预测的结果 25113.65 最接近真实值 25,003，
相对误差的绝对值最小，为 0.44%，而基于 Stacked LSTM 模型预测的结果 27010.244，离真实值 25,003
最远，相对误差的绝对值最大，为 8.03%；在 2021 年中，基于单变量 MLP 模型预测的结果 27841.172
最接近真实值 27894.02，相对误差的绝对值最小，为 0.2%，而基于 CNN 模型预测的结果 25827.166，离

真实值 27894.02 最远，相对误差的绝对值最大，为 7.4%；在平均绝对误差水平中，CNN 模型的平均绝

对误差水平最大，为 5.255%，为 ARIMA(0,2,2)模型的平均绝对误差水平最小，为 1.22%。因此，可以看

出 ARIMA(0,2,2)模型的预测效果是最好的。 
时间序列主要是利用过去和现在的数据对未来数据进行预测的一种方法。在建模分析预测的过程中，

首先建模数据需要满足平稳性的条件，若不满足，则需要进行处理使其通过检验，比如处理的方法有差

分和取对数，然后再依据画出的 ACF 图和 PACF 图，确定出模型为 ARIMA(0,2,2)，接着模型要通过参

数的显著性检验和残差的白噪声检验，增加模型的可信度使其更具说服力，预测的结果与实际值之间的

误差比较也证明了模型的可行性。在实际应用过程中，ARIMA 模型预测短期的效果很好，但预测时间的

延长会导致模型的误差变大。比较 2020 年、2021 年的预测值和实际值的过程中，会发现误差还是不能

够忽视的，用 ARIMA 模型只能做短期的预测，仅以用来参考。 
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