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摘  要 

背景：低级别脑胶质瘤(LGG)患者在治疗后仍可能面临复发的风险。本研究旨在考虑复发与死亡相关性的基

础上分析影响LGG患者复发的因素，并建立复发预测模型。方法：收集来自TCGA数据库LGG患者的临床数

据，最终纳入457例LGG患者。建立联合脆弱模型分析复发危险因素，采用随机生存森林(Random Survival 
Forest，RSF)的方法建立LGG复发预测模型，同时建立Cox模型作为比较。结果：主要治疗结局、年龄、ICD-O-3
组织学编码、首次症状持续时间、术后、肿瘤组织学分级和放射治疗作为预测因子纳入LGG复发预测模型。

与Cox模型相比，RSF模型具有较好的区分度和校准度，具体表现为，基于bootstrap重抽样数据集计算1、
3和、5年RSF的C指数分别为0.813、0.748和0.745，Cox分别为0.824、0.724和0.727，RSF在1、3、5年
的AUC值分别为0.824、0.746和0.754，而Cox分别为0.833、0.713和0.730；校准曲线也表明RSF模型表现

更优。结论：复发和死亡事件不应独立看待，RSF在复杂生存数据的预测建模方面具有优势，未来期待更多

探索预测脑胶质瘤患者复发的方法和工具，且这些方法能得到在临床上的实践应用。 
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Abstract 
Background: Low-Grade Glioma (LGG) patients face risks of recurrence after treatment. Our study 
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aims to analyze recurrence risk factors, considering the association between recurrence and 
death, and to develop an improved recurrence prognosis prediction model for LGG patients. Me-
thods: We collected clinical data from TCGA, 457 LGG patients were finally included. We developed 
a Joint Frailty model to analyze recurrence risk factors. We employed the Random Survival Forest 
(RSF) model for recurrence prognosis prediction, with a Cox model for comparison. Results: 
Prognostic factors, including primary therapy outcome, age, ICD-O-3 histology, first presenting 
symptom duration, postoperative, neoplasm histologic grade, and radiation therapy, were inte-
grated into the LGG recurrence prediction model. The RSF model excelled in discrimination and 
calibration compared to the Cox model. RSF’s C-index for 1, 3, and 5 years on bootstrap validation 
was 0.813, 0.748, and 0.745, respectively, versus Cox’s 0.824, 0.724, and 0.727. RSF’s AUC values 
for 1, 3, and 5 years by bootstrapping were 0.824, 0.746, and 0.754, respectively, versus Cox's 
0.833, 0.713, and 0.730. The calibration curve also favored the RSF model. Conclusions: Recur-
rence and death events should not be treated independently. RSF has advantages for predictive 
modeling of complex survival data. We foresee further research to enhance LGG recurrence pre-
diction, with potential practical clinical applications in the future. 
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1. 引言 

恶性肿瘤已经成为严重威胁人群健康的主要公共卫生问题之一。脑胶质瘤作为最为常见的中枢神经

系统原发肿瘤，约占恶性脑肿瘤的 80%，在美国每年的年龄调整死亡率为 4.25/10 万[1]，严重威胁生命

健康，造成巨大疾病负担。根据 2016 年世界卫生组织发布的《中枢神经系统肿瘤分类标准》[2]，脑胶质

瘤分为四级，其中 I~II 级为低级别脑胶质瘤(Low-grade glioma, LGG)，多为良性，III~IV 级为高级别脑胶

质瘤(High-grade glioma, HGG)，恶性程度高，尤其是 IV 级的胶质母细胞瘤(GBM)。尽管 LGG 恶性程度

较低，但肿瘤具有潜在的浸润性并可进展为 GBM 给患者带来严重后果[3]。目前临床上的治疗方式涉及

手术、放疗、化疗、靶向治疗、免疫治疗等[4] [5]。最大范围安全切除联合放疗和替莫唑胺(Temozolomide, 
TMZ)化疗是治疗脑胶质瘤的标准疗法，但经标准疗法治疗的脑胶质瘤患者预后可能仍然很差，复发率高

[6]。研究者也越来越重视评估手术后短期复发的风险和 LGG 患者进展为 HGG 的可能性[7] [8]。复发往

往会带来死亡发生的更大风险，同时由于死亡的发生也会使得后续的复发不可能再次出现，若将复发与

死亡看成是相互独立的事件，忽略复发风险与死亡之间的相关性，可能会造成对复发危险因素评估的不

准确，因此联合复发事件与终点事件对于得出准确的结论至关重要。有学者[9]将因乳腺癌死亡看作是与

乳腺癌复发相关的终点事件，进一步的，有学者[10]解释了乳腺癌复发与死亡之间的关系，并评估了可能

影响复发和死亡的风险因素；此外，已有研究联合癌症的复发和死亡事件，以确定其危险因素[11] [12] 
[13]。在 LGG 预后的相关研究中，主要关注患者的生存预后，分析患者生存预后的潜在影响因素[14] [15]，
评估并预测其总体生存情况[16]；有学者[17]探讨了脑胶质瘤患者的临床特征与术后短期复发风险之间的

关系。但总体来看，目前对于脑胶质瘤复发预测的研究，建模方法局限，且缺乏对复发与死亡相关性的

探讨。本研究基于 TCGA 低级别脑胶质瘤的临床数据，建立联合脆弱模型，在考虑肿瘤复发与死亡之间

Open Access

https://doi.org/10.12677/sa.2024.131016
http://creativecommons.org/licenses/by/4.0/


毛丹怡 等 
 

 

DOI: 10.12677/sa.2024.131016 153 统计学与应用 
 

相关性的基础上，分析影响脑胶质瘤患者复发的危险因素，基于此，采用随机生存森林的方法建立复发

预测模型，以期为脑胶质瘤患者疾病进程及预后生存状况的研究提供新思路。 

2. 数据与方法 

2.1. 数据来源与处理 

数据来源于癌症基因组图谱(The Cancer Genome Atlas, TCGA)公共数据库(https://www.cancer.gov/tcga)，
包括低级别脑胶质瘤患者数据和临床随访数据(项目代码为“LGG”)。排除了缺失完整生存结局和生存时间

的患者记录，同时排除了临床信息不完整的记录。最终，本研究纳入了 457 名 LGG 患者，总计 573 条观测

记录(其中 80 名患者存在包括复发或死亡事件的多条记录)。 
本研究中假设数据的缺失机制为随机缺失。对于缺失比例未超过 20%阈值的缺失变量，采用随机森

林的方法进行缺失值填补。随机森林通过构建多个决策树来填补缺失值，使填充后的数据具有随机性和

不确定性，能更好地反映这些未知数据的真实分布。 

2.2. 统计分析 

2.2.1. 复发危险因素分析 
通过建立联合脆弱模型，分析影响复发的危险因素。联合脆弱模型(Joint Frailty, JF)可以通过联合复

发事件和死亡事件来分析复发与死亡之间的相关性，并进一步研究事件的影响因素，该模型由 Virginie 
Rondeau 等[18]提出，具体公式如下： 

( ) ( ) ( ) ( ) ( )
( ) ( ) ( ) ( ) ( )

0 1 0 1

0 2 0 2

exp exp (1)

exp exp (2)

T T
ij i ij i i i

T T
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β ω β
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 = + =
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两个式子分别表示复发事件和死亡事件的风险函数。与一般的 Cox 模型相比，JF 模型加入了脆弱项

( )expi iv ω= 表示未观测到的或难以观测的协变量引起的异质性，脆弱项通过联合复发风险函数和死亡风

险函数，来解释复发事件间或复发与死亡间的相关性。本研究假定脆弱项𝑣𝑣𝑖𝑖服从独立同分布的伽玛分布，

即 ( )1 ,~ 1iv θ θΓ 。若脆弱项的方差 θ有统计学意义，说明复发事件间或者复发事件与死亡间存在相关性，

此时若 0α ≠ ，表示死亡风险与复发风险存在相关性，当 1α > 时，表示死亡风险与复发风险存在正相关，

反之则存在负相关。 
通过 JF 模型估计脆弱项的方差来检验 LGG 患者中复发事件与死亡事件之间的相关性。为了评估相

关因素对 LGG 患者复发的影响，我们计算了危险比(Hazard Ratio, HR)及其对应的 95%置信区间

(Confidence Interval, CI)。 

2.2.2. 预测模型建立 
基于随机生存森林的方法建立复发预后预测模型，并建立 Cox 模型作为比较。随机生存森林(Random 

Survival Forest, RSF)是 Ishwaran 等[19] 2008 年提出的方法，该方法将随机森林和传统生存分析相结合。

本研究将全部数据作为训练集建立预测模型。 

2.2.3. 预测模型评价 
从区分度(Discrimination)与校准度(Calibration)两个角度对预测模型进行评价。使用 Harrell 的一致性

指数(Concordance index)来评估预测模型的区分度。一致性指数是评估生存分析模型的常用指标，取值范

围在 0.5~1 之间，其值越接近 1 说明模型的区分度越好。同时，ROC 曲线亦可用来评估模型的区分能力，

但传统 ROC 仅适用于二分类变量，因此本研究还采用时间依赖性 ROC 曲线(time-dependent ROC, tdROC)
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来评估预测模型在不同时间点(1、3、5 年)的效果，并计算相应的曲线下面积(AUC)。使用校准曲线

(calibration curves)来评估预测模型的校准能力，并计算相应时间点的 Brier 分数，校准曲线与对角线越贴

近、Brier 分数越低，说明模型预测概率与实际情况越相符。 

2.2.4. 预测模型验证 
模型验证使用 bootstrap 进行内部验证，以评估模型预测性能是否存在潜在的过度拟合[20]，计算各

评价指标并综合比较模型的预测性能，其中重抽样迭代次数设置为 1000 次，每一次迭代都基于重抽样样

本重新拟合模型，并在原样本上评估模型表现。 
所有统计分析均使用 R 软件进行，版本为 4.2.1 (http://www.r-project.org/)。数据通过 R 中的

'TCGAbiolinks'包下载。使用 'frailtypack'包[14]构建 JF 模型。RSF 模型和 Cox 模型的建立分别使用

'randomForestSRC'包[12]和'survival'包[15]。基于'riskRegression'包进行 AUC 和 Brier 分数的 bootstrapping
计算，基于'pec'包[16]进行 C 指数的 bootstrapping 计算。P 值 < 0.05 认为统计学显著。 

3. 结果 

3.1. LGG 患者的人口统计学和临床特征 

基于先前发表的相关研究[8] [14] [15] [16] [21] [22]和现有的数据，确定可能影响 LGG 患者复发的因素。

最终考虑以下变量作为可能的复发影响因素进行分析，详见表 1 (LGG 患者的基线人口统计学和临床特征)。 
 

Table 1. Baseline demographics and clinical characteristics 
表 1. 457 例 LGG 患者的基线人口统计学和临床特征 

变量 N = 457 

性别  

女 204 (44.6%) 

男 253 (55.4%) 

年龄(岁)  

≤40 229 (50.1%) 

>40 228 (49.9%) 

主要治疗结果  

完全缓解 132 (28.9%) 

部分缓解 64 (14.0%) 

病情稳定 157 (34.4%) 

疾病进展 104 (22.8%) 

组织学类型  

星形细胞瘤 169 (37.0%) 

少星形细胞瘤 120 (26.3%) 

少突胶质细胞瘤 168 (36.8%) 

ICD-O-3 组织学编码  

9382/3 121 (26.5%) 

9400/3 57 (12.5%) 

https://doi.org/10.12677/sa.2024.131016
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续表 

9401/3 112 (24.5%) 

9450/3 100 (21.9%) 

9451/3 67 (14.7%) 

肿瘤组织学分级  

G2 224 (49.0%) 

G3 233 (51.0%) 

术后  

否 198 (43.3%) 

是 259 (56.7%) 

放射治疗  

否 177 (38.7%) 

是 280 (61.3%) 

癫痫发作史  

否 163 (35.7%) 

是 294 (64.3%) 

头痛史  

否 295 (64.6%) 

是 162 (35.4%) 

精神状态改变史  

否 349 (76.4%) 

是 108 (23.6%) 

运动改变史  

否 357 (78.1%) 

是 100 (21.9%) 

首次症状持续时间(天)  

>180 117 (25.6%) 

0~30 232 (50.8%) 

31~90 71 (15.5%) 

91~180 37 (8.1%) 

IDH1 突变测试  

否 307 (67.2%) 

是 150 (32.8%) 
 

在本研究纳入的 457 例 LGG 患者中，男女性别比例基本均衡，女性 204 人，约占 44.6%，男性 253
人，约占 55.4%；将患者的年龄按中位数分为两组“≤40 岁”和“>40 岁”；有 132 名(28.9%)患者的主要

治疗结果为完全缓解，64 名(14.0%)患者为部分缓解，还有 157 名(34.4%)的患者为疾病稳定状态，104 名

(22.8%)的患者的主要治疗结果为疾病进展；组织学类型为星形细胞瘤的患者有 169 人(37.0%)，120 人

https://doi.org/10.12677/sa.2024.131016
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(26.3%)为少星形细胞瘤，少突胶质细胞瘤的有 168 (36.8%)；ICD-O-3 组织学编码为“9382/3”的患者有

121 人(26.5%)，为“9400/3”的有 57 人(12.5%)，“9401/3”的有 112 人(24.5%)，“9450/3”的有 100 人

(21.9%)，67 个患者(14.7%)的 ICD-O-3 组织学分类为“9451/3”；在所有患者中，有 224 人(49.0%)的肿

瘤组织学分级为 G2，其余 233 人(51.0%)为 G3；有 198 人(43.4%)未接受过手术治疗，259 名患者(56.7%)
接受过手术治疗；177 人(38.7%)未接受过放射治疗，280 人(61.3%)接受过放射治疗；此外，294 人(64.3%)
存在癫痫发作史，而有 163 人(35.7%)无癫痫发作史；162 人(35.4%)有过头痛史，295 人(64.6%)未有过头

痛史；患者中有 108 人(23.6%)出现过精神状态改变，其余 349 人(76.4%)既往无精神状态改变；有 100 例

患者(21.9%)出现过运动改变，357 例(78.1%)没有出现过运动改变；232 例患者(50.8%)首次症状持续时间

为 30 天以内，71 例患者(15.5%)为 31~90 天，37 例患者(8.1%)首次症状持续时间在 91~180 天，首次症状

持续时间超过 180 天有 117 人(25.6%)；在所有患者中，有 150 人(32.8%)接受过 IDH1 突变测试，307 人

(67.2%)未接受过 IDH1 突变测试。 
该队列的中位复发生存期为 1886 天。1 年、3 年和 5 年复发概率分别约为 89.7%、67.7%和 51.3% 

(图 1)。 
 

 
Figure 1. Overall recurrence survival curve in LGG patients 
图 1. LGG 患者的总体复发生存曲线 

3.2. 复发危险因素分析 

从 JF 模型的拟合结果来看(表 2)，脆弱项的方差 theta 统计学显著(p < 0.001)，同时 alpha 也显著(p < 
0.001)，表明 LGG 患者复发与死亡之间存在相关关系，且 alpha 的估计值为 3.218 > 1，即存在正相关关

系。若将死亡作为复发的非信息删失，即把两个事件看成是独立的，会导致估计有偏，因此需要联合考

虑复发事件与死亡事件，进一步分析影响复发的危险因素。 
LGG 患者复发危险因素分析的结果显示，主要治疗结果、年龄、首次症状持续时间是影响 LGG 患

者复发的显著危险因素(表 3)。其中，主要治疗结果为疾病稳定的患者出现复发的风险是主要治疗结果为 
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Table 2. Parameter estimation results of JF model 
表 2. JF 模型参数估计结果 

参数 估计值(标准误) P 值 

theta 0.912 (0.093) <0.001 

alpha 3.218 (0.425) <0.001 
 

完全缓解患者的 2.91 倍(HR (95%CI)：2.91 (1.43~5.89)，p = 0.003)，疾病进展患者的复发风险是完全缓解

患者的 13 倍(HR(95%CI)：13 (6.81~24.83)，p < 0.001)；与年龄 ≤ 40 岁的患者相比，年龄在 40 岁以上的

患者出现复发的风险高 1.96 倍(HR(95%CI)：1.96 (1.35~2.86)，p < 0.001)；患者首次症状持续时间为 0~30
天出现复发的风险是首次症状持续时间超过180天患者的2.56倍(HR (95%CI): 2.56 (1.51~4.35), p < 0.001)，
患者首次症状持续时间为 31~90 天复发的风险是首次症状持续时间超过 180 天的 2.16 倍(HR (95%CI): 
2.16 (1.19~3.93), p = 0.012)，而首次症状持续时间为 91~180 天的患者出现复发的风险是首次症状持续时

间超过 180 天的 2.64 倍(HR (95%CI): 2.64 (1.12~6.2), p = 0.026)。 
 
Table 3. Risk factor for recurrence based on JF model 
表 3. 基于 JF 模型的复发危险因素分析 

变量 HR (95% CI) P 值 

主要治疗结果   

完全缓解 1.0 [Reference]  

部分缓解 1.53 (0.62~3.79) 0.359 

病情稳定 2.91 (1.43~5.89) <0.001 

疾病进展 13 (6.81~24.83) 0.003 

术后   

否 1.0 [Reference]  

是 0.73 (0.46~1.14) 0.168 

放射治疗   

否 1.0 [Reference]  

是 0.76 (0.47~1.21) 0.243 

组织学类型   

星形细胞瘤 1.0 [Reference]  

少星形细胞瘤 0.04 (0~1.45) 0.078 

少突胶质细胞瘤 0.03 (0~1.86) 0.096 

性别   

女 1.0 [Reference]  

男 0.87 (0.61~1.24) 0.446 

ICD-O-3 组织学编码   

9382/3 1.0 [Reference]  

9400/3 0.03 (0~1.15) 0.059 

9401/3 0.09 (0~4.01) 0.217 
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续表 

9450/3 1.03 (0.16~6.63) 0.976 

9451/3 0.9 (0.12~6.92) 0.920 

年龄(岁)   

≤40 1.0 [Reference]  

>40 1.96 (1.35~2.86) <0.001 

肿瘤组织学分级   

G2 1.0 [Reference]  

G3 1 (0.45~2.27) 0.991 

癫痫发作史   

否 1.0 [Reference]  

是 1.01 (0.64~1.62) 0.952 

头痛史   

否 1.0 [Reference]  

是 1.5 (0.96~2.35) 0.075 

精神状态改变史   

否 1.0 [Reference]  

是 0.86 (0.53~1.39) 0.534 

运动改变史   

否 1.0 [Reference]  

是 0.96 (0.56~1.64) 0.885 

首次症状持续时间(天)   

>180 1.0 [Reference]  

0~30 2.56 (1.51~4.35) <0.001 

31~90 2.16 (1.19~3.93) 0.012 

91~180 2.64 (1.12~6.2) 0.026 

IDH1 突变测试   

否 1.0 [Reference]  

是 1.01 (0.67~1.53) 0.967 

3.3. 复发预测模型建立 

基于 JF 模型分析结果，考虑将主要治疗结果、年龄、首次症状持续时间纳入预测模型。RSF 可以根据

VIMP 值(VIMP 值为有噪声和无噪声的预测误差之间的差异)对变量重要性进行排序，所以同时考虑 RSF 对

模型变量重要性的评估结果。最终纳入以下七个变量进行建模：主要治疗结果、年龄、ICD-O-3 组织学编码、

首次症状持续时间、是否术后、肿瘤组织学分级以及是否接受过放射治疗。同时建立 Cox 模型作为比较。 

3.4. 模型表现及验证 

根据训练集数据计算 RSF 模型在 1、3、5 年的 C 指数分别为 0.905、0.829、0.818，通过 bootstrap
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内部验证得到的 RSF 模型的 C 指数结果分别为 0.813、0.748 和 0.745。根据训练数据集计算得到的 C 指

数没有远大于通过 bootstrap 重抽样计算得到的 C 指数，可以认为模型不存在严重的过拟合情况。基于训

练数据得到 Cox 模型在 1、3、5 年的 C 指数分别为 0.848、0.743 和 0.754，Bootstrap 内部验证得到的结

果分别为 0.824、0.724 和 0.727。从 C 指数计算结果来看，RSF 模型在训练集数据上的表现均优于 Cox
模；当预测时间点为 3 年和 5 年时，RSF 模型在 bootstrap 重抽样数据集上的表现亦优于 Cox 模型；从不

同时间点上看，RSF 模型不论是在训练集还是重抽样数据集，均表现为预测时间为 1 年时的效果最优。

C 指数的计算结果如下表 4 所示。 
 
Table 4. C-index calculated in 1, 3 and 5 years 
表 4. 预测模型在 1、3、5 年的 C 指数 

时间(年) 
RSF Cox 

训练集 Bootstrap 内部验证 训练集 Bootstrap 内部验证 

1 0.905 0.813 0.848 0.824 

3 0.829 0.748 0.743 0.724 

5 0.818 0.745 0.754 0.727 
 

下图 2 展示了 RSF 模型和 Cox 模型在 1 年、3 年和 5 年的 tdROC 曲线，并计算了对应时间点的 AUC
值(表 5)。根据训练数据集计算得到 RSF 模型在 1、3、5 年的 AUC 值分别为 0.925 (95%CI: 0.894, 0.955)、
0.854 (95%CI: 0.806, 0.903)、0.867 (95%CI: 0.804, 0.930)，通过 bootstrap 重抽样计算得到 RSF 模型在 1 年、

3年和 5年的AUC值分别为 0.824 (95%CI: 0.710, 0.927)、0.746 (95%CI: 0.649, 0.834)和 0.754 (95%CI: 0.629, 
0.871)。根据训练数据集计算得到Cox模型在1年、3年和5年的AUC值分别为0.863 (95%CI: 0.791, 0.935)、
0.747 (95%CI: 0.676, 0.819)、0.772 (95%CI: 0.692, 0.851)，经过 bootstrap 重抽样计算得到 Cox 模型在 1 年、

3 年和 5 年的 AUC 值分别为 0.833 (95%CI: 0.723, 0.932)、0.713 (95%CI: 0.605, 0.817)、0.730 (95%CI: 0.601, 
0.864)。两个模型预测不同时间点复发情况的效果均表现为：1 年 > 5 年 > 3 年。比较两个模型在不同时

间点的 AUC 值，RSF 模型在训练集数据上的表现均优于 Cox 模型，而在 bootstrap 重抽样数据集上的表

现来看，RSF 模型在 3 年和 5 年的预测性能优于 Cox 模型；整体来看，RSF 模型区分度较好，且不存在

严重的过拟合情况。 
 

 
Figure 2. tdROC curve for RSF (left) and Cox (right) in 1, 3 and 5 years, all based on training data 
图 2. RSF 模型(左)和 Cox 模型(右)在 1 年、3 年和 5 年的时间依赖性 ROC 曲线，基于训练数据 
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Table 5. Time-dependent AUC (95%CI) calculated in 1, 3 and 5 years 
表 5. 预测模型在 1、3 和 5 年的时间依赖性 AUC (95%CI) 

时间(年) 
RSF Cox 

训练集 Bootstrap 验证 训练集 Bootstrap 验证 

1 0.925 (0.894, 0.955) 0.824 (0.710, 0.927) 0.863 (0.791, 0.935) 0.833 (0.723, 0.932) 

3 0.854 (0.806, 0.903) 0.746 (0.649, 0.834) 0.747 (0.676, 0.819) 0.713 (0.605, 0.817) 

5 0.867 (0.804, 0.930) 0.754 (0.629, 0.871) 0.772 (0.692, 0.851) 0.730 (0.601, 0.863) 
 

我们同时还绘制了校准曲线(图 3)对模型的校准度进行评价，并分别输出了预测模型分别在 1 年、3
年、5 年的 Brier 分数(表 6)，均展示的是经 bootstrap 验证的结果。RSF 在 1 年、3 年、5 年的 Brier 分数

分别为 0.074、0.184、0.212，而 Cox 模型在 1 年、3 年、5 年的 Brier 分数分别为 0.077、0.195、0.227。
校准曲线越接近对角线，Brier 评分越低，表明模型预测概率与真实情况更吻合。综合校准曲线和 Brier
分数来看，RSF 的校准度均优于 Cox 模型。 
 

 
Figure 3. Calibration curve for RSF (left) and Cox (right) in 1, 3 and 5 years, all based on bootstrap validation 
图 3. RSF 模型(左)和 Cox 模型(右)在 1 年、3 年和 5 年的校准曲线，基于 bootstrap 验证 
 
Table 6. Brier scores calculated in 1, 3 and 5 years 
表 6. 预测模型在 1 年、3 年和 5 年的 Brier 分数 

时间(年) RSF Cox 

1 0.074 0.077 

3 0.184 0.195 

5 0.212 0.227 

4. 讨论 

JF 模型可以看成是 Cox模型的扩展，它将死亡事件和复发事件联合来看待而不是看成两个独立事件，

模型通过一个脆弱项来估计两个事件之间的相关性。已有研究[10] [11] [12] [13]应用 JF 模型来研究癌症

复发，以确定相关疾病患者的危险因素。本研究只考虑 LGG 患者的复发，因此主要关注死亡事件发生对
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复发事件的信息删失。通过建立 JF 模型得到了影响复发的三个显著危险因素：主要治疗结果、年龄、首

次症状持续时间。疾病稳定状态通常用于描述既不生长也不缩小的肿瘤[23]，而疾病进展则是指疾病出现

进展或恶化。与疾病完全缓解相比，治疗后病情稳定会带来更高的复发风险，这是合理的预期；同样，

疾病进展的复发风险大于完全缓解。研究[14] [15]表明年龄对 LGG 患者生存预后的潜在影响，将年龄作

为评估患者总生存期的预测指标[16]，有学者[17]探讨了脑胶质瘤患者的临床特征与术后短期复发风险之

间的关系，将诊断年龄确定为短期脑胶质瘤复发的独立危险因素。此外，也有研究[16]表明，LGG 患者

的初始症状会影响随后的复发，这与我们的研究结果一致，我们的结果表明，与首次症状持续时间较长

的患者相比，首次症状持续时间较短的患者复发风险更高。 
从 RSF 根据 VIMP 值对变量重要性评估的结果来看，与 JF 模型的结果具有一致性。综合两个模型

的结果，将以下七个变量作为预测因素：主要治疗结果、年龄、ICD-O-3 组织学编码、首次症状持续时

间、术后、肿瘤组织学分级以及放射治疗，并采用 RSF 的方法建立 LGG 患者复发预测模型，同时建立

Cox 模型作为比较。预测模型的建立与验证均遵循 TRIPOD 声明[20]。RSF 是随机森林方法在生存领域

的扩展，具有可以防止过拟合、不受比例风险假定限制的优势，已有不少研究将随机生存森林的方法用

于复杂生存数据的变量筛选和预后预测[24] [25] [26]，但是在脑胶质瘤复发的相关研究中，方法仍较局限

[27]。我们基于 RSF 建立了低级别脑胶质瘤患者复发预测模型，并对模型进行了 bootstrap 内部验证，RSF
模型的表现整体都优于传统的 Cox 模型，具有比较好的区分度和校准度，具体表现为：基于训练集数据

计算 1、3 和、5 年 RSF 的 C 指数值分别为 0.905、0.829 和 0.818，而通过 bootstrap 内部验证得到 C 指数

的结果分别为 0.813、0.748 和 0.745；基于训练集数据计算第 1、3、5 年 RSF 的 AUC 值分别为 0.925 (95%CI: 
0.894, 0.955)、0.854 (95%CI: 0.806, 0.903)、0.867 (95%CI: 0.804, 0.930)，通过 bootstrap 计算得到模型在 1、
3、5 年的 AUC 值分别为 0.824 (95% CI: 0.710, 0.927)、0.746 (95% CI: 0.649, 0.834)和 0.754 (95% CI: 0.629, 
0.871)；此外，校准曲线和 brier 分数也说明了 RSF 模型具有较好的校准度。 

但是本研究仍存在一定局限性：首先，JF 模型可以对复发和死亡的相关性进行度量，但是具体相关

程度为多大无法得出，有待进一步拓展此模型；此外，由于 RSF 是基于随机节点分裂来生长决策树，而

本次研究中存在多分类变量，所以随机选择分裂点时可能存在偏倚[28]，因此需要进一步的研究来完善和

优化模型；最后，本研究的建模和验证都是基于同一数据集，这意味着不能保证完全防止过拟合，未来

可以考虑增加外部验证。 

5. 结论 

我们关注死亡事件发生对复发的信息删失，在考虑复发与死亡相关性的基础上建立联合脆弱模型，

分析影响 LGG 患者复发的显著危险因素。采用 RSF 模型的方法建立 LGG 患者复发预测模型，同时建立

Cox 模型作为比较。结果表明，RSF 模型具有较好的区分度和校准度，且在内部验证中表现良好。未来

期待更多探索预测脑胶质瘤患者复发的方法和工具，且这些方法能得到在临床上的实践应用。 
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